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RESUMO

COSTA, Clayton Hilgemberg da. CLASSIFICAÇÃO DE FALHAS EM PLANTAS
FOTOVOLTAICAS USANDO APRENDIZADO DE MÁQUINA. 2020. 77 f. Dissertação
(Mestrado em Engenharia Elétrica e Informática Industrial) – Universidade Tecnológica Federal
do Paraná. Curitiba, 2020.

Com o aumento progressivo no interesse pela energia solar fotovoltaica, cresce também o
interesse no monitoramento das plantas, bem como no desenvolvimento de métodos práticos para
se detectar e até mesmo classificar falhas que possam ocorrer em qualquer parte dos sistemas
fotovoltaicos. Dentre alguns dos motivadores para este crescimento, pode ser citado o fato de que
grande parte destes sistemas fica em ambiente aberto e desprotegido, ficando suscetível ao efeito
de eventos meteorológicos, tais quais ventos e chuvas fortes, o que acarreta numa maior propensão
à falhas. Outro fator é que a falha em um elemento do sistema, como um módulo fotovoltaico
por exemplo, pode prejudicar o funcionamento dos demais, além do fato de que um sistema
operando com falhas por muito tempo pode reduzir a vida útil dos equipamentos e até gerar
riscos maiores como a ocorrência de incêndios. Desta forma, neste trabalho é apresentado um
sistema de classificação de falhas de curto-circuito, degradação, circuito aberto e sombreamento
em plantas fotovoltaicas ligadas à rede elétrica. Este sistema foi construído utilizando modelos
de aprendizado de máquina, a partir das medições de irradiância local e temperatura, bem como
das tensões e correntes geradas pelos módulos fotovoltaicos. Ainda, o modelo de classificação foi
treinado com dados provenientes de uma simulação construída e, foi ainda, implementado em um
sistema de monitoramento desenvolvido, o qual foi utilizado para coletar as variáveis elétricas e
ambientais em torno da planta fotovoltaica. O trabalho foi validado em uma planta real de 5kWp
e levou em conta duas abordagens, sendo uma com e outra sem detecção das falhas. O sistema
final apresentou um resultado competitivo com os encontrados na literatura, alcançando acurácias
superiores a 90%, apresentando ainda vantagens relevantes como: a classificação não intrusiva,
classificador embarcado no sistema de monitoramento, o treinamento com dados exclusivos de
simulação e validação com dados reais, incluindo o sombreamento natural da planta.

Palavras-chave: Detecção de Falhas. Classificação de Falhas. Energia Solar Fotovoltaica. Apren-
dizado de Máquina.



ABSTRACT

COSTA, Clayton Hilgemberg da. FAULT CLASSIFICATION FOR PHOTOVOLTAIC
PLANTS USING MACHINE LEARNING. 2020. 77 p. Dissertation (Master’s Degree in
Graduate Program in Electrical and Computer Engineering) – Universidade Tecnológica Federal
do Paraná. Curitiba, 2020.

With the progressive increase in interest in solar photovoltaic energy, there is also an growing
interest in monitoring plants, as well as the development of practical methods to detect and
even classify faults that may occur in any part of photovoltaic systems. Among some of the
motivators for this growth, it can be mentioned the fact that most of these systems are in an open
and unprotected environment, being susceptible to the effect of meteorological events, such as
strong winds and storms, which leads to a greater tendency to failures. Another factor is that the
failure of a single system element, such as a photovoltaic module for instance, can impair the
functioning of the others, in addition to the fact that a system operating with failures for a long
time can reduce the lifespan of the equipment and even generate risks as the occurrence of fires.
Thus, this work presents a classification system for short-circuit, degradation, open circuit and
shading failures in on grid photovoltaic plants. This system was built using machine learning
models, using measurements of local irradiance and temperature, as well as the voltages and
currents generated by the photovoltaic modules. Also, the classification model was trained with
data gathered from simulation and was also implemented in a monitoring system, which was
used to collect the electrical and weather variables around the photovoltaic plant. The work was
validated in a real 5kWp plant and took into account two approaches, one with and other without
fault detection. The final system presented a competitive result with those found in the literature,
reaching over 90% accuracy, while still presenting relevant advantages such as: non-intrusive
classification, classifier embedded in the monitoring system, training with simulation data only
and validation with data including the natural shading on the photovoltaic plant.

Keywords: Fault Detection. Fault Classification. Photovoltaic Solar Energy. Machine Learning.
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1 INTRODUÇÃO

Visando reduzir drasticamente o uso de combustíveis fósseis, especialmente com o

objetivo de se atenuar o impacto das mudanças climáticas, nas últimas décadas observou-

se um crescente interesse pelas chamadas energias renováveis. As energias renováveis, tal

qual sua denominação sugere, são derivadas de fontes renováveis de energia, tais quais a

energia solar, hídrica, eólica, maremotriz e de biomassa, por exemplo. Dentre estas, a energia

solar e, mais especi�camente, a energia solar fotovoltaica, vem apresentando uma evolução (e

consequente uso) cada vez maior na matriz energética mundial, sendo que o ano de 2019 foi o

nono ano consecutivo em que este foi o tipo de energia renovável que mais recebeu investimentos,

alcançado 42,5% de todo investimento destinado à categoria (JÄGER-WALDAU, 2019). Isto se

deve principalmente a algumas vantagens relevantes em relação as demais energias renováveis.

Uma destas vantagens é que sua implementação causa um impacto ambiental signi�cativamente

menor do que a implementação das usinas hidrelétricas, por exemplo, as quais tendem a mudar

drasticamente o ecossistema em seus arredores. Outro ponto é que durante a geração, a planta

fotovoltaica gera uma quantidade quase nula de ruídos e vibração, diferente da energia eólica.

Ainda assim, a energia solar fotovoltaica apresenta problemas importantes. Um destes

problemas é que boa parte de uma planta fotovoltaica �ca diretamente exposta ao ambiente

externo. Este fato acarreta numa probabilidade considerável da ocorrência de falhas que podem

reduzir signi�cativamente (ou até mesmo anular) a geração de energia e, ainda, aumentar o risco

de problemas sérios como incêndios, por exemplo.

Desta maneira, o monitoramento de plantas fotovoltaicas, aliado à utilização de técnicas

para se identi�car e classi�car estas falhas, pode permitir um acompanhamento mais apropriado

de uma planta deste tipo, bem como a aceleração de um processo de manutenção.

Neste contexto, várias propostas de sistemas de detecção e classi�cação de falhas podem

ser encontradas na literatura. Algumas destas propostas possuem um caráter mais visual, seja por

inspeção realizadas por humanos, como o método apresentado em (PACKARDet al., 2012) ou

por meio de termogra�a, como os métodos apresentados em (TSANAKAS; BOTSARIS, 2012),

(HU et al., 2014), (TSANAKASet al., 2015), (SINHAet al., 2016) e (TSANAKASet al., 2017).

Ambos os métodos, porém, são muito limitados em relação às falhas que podem ser detectadas e,

principalmente, em relação a escalabilidade para plantas fotovoltaicas de porte médio ou grande.
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Ainda, existe uma série de propostas com métodos matemáticos, como os apresentados

em (CHINEet al., 2014), (MADETI; SINGH, 2017b) e (MANSOURIet al., 2018). Diferente dos

métodos puramente visuais e dos métodos termográ�cos, os matemáticos podem ser aplicados,

sem maiores problemas, em plantas de maior porte, porém ainda são limitados em relação à

gama de falhas que podem ser abordadas, além de serem mais voltadas para detecção de falhas

apenas.

Também existem as propostas baseadas em técnicas de inteligência arti�cial, como

as apresentadas em (LIet al., 2017), (CHINEet al., 2016), (CHOUAY; OUASSAID, 2018) e

(GAROUDJAet al., 2017). Em sua maioria, estes métodos também podem ser empregados em

plantas fotovoltaicas maiores e, ainda, demonstram capacidade para abordar uma quantidade

maior de falhas e, em muitos casos, classi�cá-las além de detectar sua ocorrência. Nestes

trabalhos, porém, as soluções não foram embarcadas junto à sistemas de monitoramento, sendo

então necessária a utilização de um computador sempre ligado e próximo ao sistema para realizar

a classi�cação. Ainda, de maneira geral os métodos podem carecer de outras características

relevantes. Muitos destes métodos, por exemplo, utilizam a curva VxI da planta fotovoltaica

em operação, o que inviabiliza a realização da detecção e classi�cação das falhas de maneira

não-intrusiva, visto ser desnecessária a desconexão da planta fotovoltaica do resto do sistema

para geração da curva VxI.

1.1 OBJETIVOS

Dadas as limitações apresentadas na literatura e a necessidade técnica observada, os

objetivos deste trabalho são detalhados a seguir.

1.1.1 Objetivo Geral

Desenvolver um sistema de monitoramento inteligente da operação de sistemas fotovol-

taicos.

1.1.2 Objetivos Especí�cos

• Construir e validar uma simulação que represente uma planta fotovoltaica real instalada.

• Desenvolver um sistema de monitoramento de sistemas de energia solar fotovoltaica.
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• Construir uma base de dados simulados e reais de falhas em uma planta fotovoltaica.

• Desenvolver modelos de aprendizado de máquina capazes de detectar e classi�car falhas

em uma planta fotovoltaica real utilizando, em seus treinamentos, dados exclusivamente

simulados.

• Comparar o desempenho de diferentes modelos de aprendizado de máquina na classi�cação

de falhas em um sistema fotovoltaico.

• Embarcar um método de classi�cação de falhas junto à um sistema de monitoramento de

sistemas fotovoltaicos.

1.2 ESTRUTURA DO TRABALHO

Seguinte a esta introdução, o trabalho é estruturado da seguinte forma: No Capítulo 2,

são explicados alguns dos principais fundamentos teóricos utilizado na elaboração do presente

trabalho. Em seguida, o Capítulo 3 apresenta alguns trabalhos relacionados diretamente ao tema

de detecção e classi�cação de falhas em sistemas fotovoltaicos. O Capítulo 4 segue com a

apresentação da metodologia elaborada e seguida para realização do trabalho. Na sequência,

Capítulo 5, são apresentados os principais resultados obtidos em sua realização, enquanto no

Capítulo 6 são discutidas as conclusões, bem como trabalhos futuros, além ainda, da citação de

trabalhos correlatos publicados durante esta pesquisa.
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2 FUNDAMENTAÇÃO TEÓRICA

Este trabalho é baseado em princípios de duas áreas do conhecimento: energia solar

fotovoltaica e aprendizado de máquina. Tendo isto em vista, o presente Capítulo apresentará os

principais aspectos teóricos utilizados. Inicialmente, serão discutidos os sistemas fotovoltaicos,

incluindo seus principais componentes e tipos de instalação, a in�uência de variáveis externas

em seu funcionamento e um de seus modelos representativos. Na sequência, serão apresentados

os quatro classi�cadores utilizados neste trabalho para detecção e classi�cação das falhas.

2.1 ENERGIA SOLAR FOTOVOLTAICA

Com a crescente busca por formas de se reduzir a emissão de carbono e poluição do

ar, há um aumento na busca por energias renováveis e�cientes e com custo acessível. Entre os

mais diversos tipos de energia renovável, tal qual a energia eólica, maremotriz e de biomassa,

por exemplo, a energia solar fotovoltaica tem demonstrado o maior potencial de crescimento

atualmente. Um fator importante neste signi�cativo crescimento da energia solar fotovoltaica é a

redução de preços pela qual a tecnologia passou nos últimos anos, com uma diminuição em 77%

no seu custo global médio ponderado (IRENA, 2019).

2.1.1 Células Solares e Módulos Fotovoltaicos

A energia solar fotovoltaica, tal como sugere sua denominação, é a energia elétrica

obtida pela conversão da luz solar por meio do efeito fotovoltaico. O efeito fotovoltaico foi

descoberto em 1839 por Alexandre-Edmond Becquerel e resume-se no aparecimento de uma

corrente elétrica contínua em materiais semicondutores quando expostos à luz (ZAIDI, 2018).

Um dos principais componentes na geração prática de energia elétrica por meio do

efeito fotovoltaico é a célula solar, a qual consiste na junção de duas regiões semicondutoras

com concentrações distintas de elétrons, podendo ainda ser fabricada com diversos tipos de

materiais, entre os quais destacam-se o silício monocristalino, silício policristalino e o telureto

de cádmio (SÁNCHEZet al., 2019).

As células solares, porém, não são utilizadas isoladamente, visto que geram uma tensão

geralmente menor que1V, além de serem muito frágeis. Devido a estes fatos, são construídos
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os módulos fotovoltaicos, estruturas compostas por um arranjo de diversas células conectadas

em série, para que haja um aumento na tensão elétrica gerada (PINHO; GALDINO, 2014). Em

alguns casos estes arranjos de células conectadas em série são também conectados em paralelo

com outros arranjos, promovendo também um aumento da corrente gerada. Ainda, além de

permitir a elevação da tensão e corrente geradas, estes módulos contém diversas estruturas, tais

como vidro temperado e moldura de alumínio, que provém diversos benefícios como proteção e

facilidade de instalação, por exemplo. Além disto, é comum que os módulos fotovoltaicos sejam

fabricados com uma caixa de conexão para instalação de diodos de desvio (do inglês,bypass), os

quais são responsáveis por impedir que um módulo com problemas in�uencie negativamente

outros módulos conectados em série no sistema (PINHO; GALDINO, 2014). Assim como várias

células são conectadas para a composição dos módulos, em sistemas fotovoltaicos também é

comum que se realize a conexão entre diversos módulos, formando-se então um painel oustring.

2.1.2 Impacto de variáveis ambientais

Muito embora possa parecer comum se pensar apenas na luz do sol ao se considerar o

impacto de variáveis ambientais na geração fotovoltaica, os módulos fotovoltaicos (e consequen-

temente as células solares) estão constantemente sujeitos à in�uência de diversas outras, muitas

das quais podem ter um impacto direto na geração ou mesmo integridade do módulo afetado.

Entre estas variáveis, a que possui maior impacto na geração, além da irradiância solar, é a

temperatura, tendo um impacto já bem estabelecido na literatura (SKOPLAKI; PALYVOS, 2009),

ao ponto que a informação da quantidade de perda de e�ciência por acréscimo de temperatura

é disponibilizada pelos fabricantes, nas folhas de dados da maioria dos módulos fotovoltaicos

atualmente. O aumento da temperatura da célula solar causa vibrações moleculares que di�cul-

tam a passagem dos portadores de carga no efeito fotovoltaico (HERSCH; ZWEIBEL, 1982),

reduzindo assim sua e�ciência.

Entre as demais variáveis que podem impactar na geração fotovoltaica estão incluídos o

vento, a umidade e a deposição de poeira (MEKHILEFet al., 2012). Porém, ao contrário dos casos

da temperatura e da irradiância, estas variáveis estão mais ligadas a uma correlação que possuem

entre si e com a própria irradiância e temperatura, do que com um efeito físico. A poeira, por

exemplo, tende a reduzir a área do módulo que é atingida pela luz solar, bem como a intensidade

da luz que atinge sua superfície, enquanto a velocidade do vento impacta na temperatura do

módulo, podendo ainda carregar poeira até o mesmo ou ainda limpá-lo, dependendo de condições
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como sua velocidade e direção. A umidade pode impactar na temperatura do módulo e, caso

consiga alcançar as células solares, pode causar degradação nas mesmas (MEKHILEFet al.,

2012).

2.1.3 Sistemas conectados à rede e sistemas isolados

Os sistemas exclusivamente fotovoltaicos podem ser divididos em duas categorias

básicas: sistemas conectados à rede elétrica e os sistemas isolados.

Mais comuns em regiões rurais e regiões com pouco ou nenhum acesso à rede elétrica,

os sistemas isolados são aqueles nos quais a energia excedente gerada se dissipa ou, mais

comumente, é armazenada localmente, geralmente com o auxílio de baterias próprias para tal

função.

Nos sistemas conectados à rede elétrica, a energia excedente gerada é injetada na rede

elétrica. Como estas redes são de corrente alternada e a energia fotovoltaica é em corrente

contínua, é necessário o uso de um inversor para que esta injeção seja possível. Além disso,

devido às características próprias das redes, as instalações fotovoltaicas conectadas devem atender

alguns parâmetros como fator de potência, frequência da corrente injetada e nível de tensão, por

exemplo. Ainda, torna-se necessária a implementação de um sistema anti-ilhamento, de forma

que nos casos em que ocorram a interrupção do fornecimento de energia, o sistema fotovoltaico

não injete corrente na rede. Isto ocorre para evitar acidentes na execução de manutenções. Os

sistemas conectados à rede elétrica são, atualmente, os mais comuns no mundo (IRENA, 2019),

sendo então o tipo estudado neste trabalho.

2.1.4 Rastreadores de Máxima Potência

Um ponto de signi�cativa importância em relação aos módulos fotovoltaicos é o fato da

corrente gerada por estes variar de acordo com a tensão elétrica entre seus terminais. O fator que

acarreta nesta importância é o chamado ponto de máxima potência ou MPP (do inglês,Maximum

Power Point, sendo este o ponto onde o par tensão e corrente acarretam na máxima geração de

energia. É importante notar que esta variação é dependente da irradiância e temperatura sob as

quais o módulo está operando, isto é, uma variação na irradiância e/ou temperatura, faz com que

o ponto de máxima potência se desloque.

A Figura 1 apresenta a curva da variação de tensão e da corrente de um módulo
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fotovoltaico, bem como, em destaque, o ponto de máxima potência para uma irradiância e

temperatura arbitrária. Desta forma, dada a característica variável das saídas dos sistemas

fotovoltaicos, sobretudo pela dependência da irradiância solar incidente, temperatura e nível de

carga, torna-se interessante o uso de algum método para se extrair a máxima potência dos módulos

fotovoltaicos. Isto é obtido pelo uso dos MPPTs (do inglês,Maximum Power Point Trackers),

sistemas de controle que podem oferecer um ganho relevante de energia gerada (PINHO;

GALDINO, 2014), sendo o método de controle mais usual nestes sistemas. Diversos algoritmos

de MPPT tem sido propostos na literatura, sendo um dos mais populares o do tipo P&O (Perturba

e Observa), principalmente pela sua simplicidade de entendimento e implementação, além de

seu baixo custo (EL-KHOZONDARet al., 2016).

Figura 1 – Curva IV e MPP

Fonte: Autoria Própria

O método P&O pode ser resumido em quatro passos básicos:

• Mede-se a potência de saída do sistema fotovoltaico.

• "Perturba-se" o sistema, geralmente com uma elevação ou redução da corrente do mesmo.

• Mede-se novamente a potência e veri�ca se houve aumento ou diminuição na potência de

saída.



19

• Caso tenha havido uma elevação na potência no passo anterior, continua-se a perturbar

o sistema na mesma direção, caso contrário, passa-se a perturbá-lo no sentido contrário,

reduzindo a tensão caso estava sendo elevada e vice-versa.

2.2 MODELO DE UM DIODO

Por se tratar de uma tecnologia de comportamento extremamente variável, até por sua

dependência das características ambientais, é comum que se trabalhe com modelos para repre-

sentatividade de células solares e, por consequência, módulos fotovoltaicos. Um dos modelos

mais comuns na literatura é o modelo de um diodo (IZADIANet al., 2012), representado na

Figura 2, na qual aI pv é a corrente gerada fornecida pela célula,Vpv é a tensão da célula, a fonte

de correnteI ph(G) representa a célula solar em si (a corrente gerada, dada uma certa irradiância

incidenteG, desconsiderando as perdas), o diodoD é utilizado para caracterizar a curva V-I

da célula, o resistorRs caracteriza as perdas geradas pelas camadas de materiais construtivos e

conexões e o resistorRp caracteriza perdas por correntes de fuga e pequenos curtos que possam

ocorrer internamente à célula (IZADIANet al., 2012).

Figura 2 – Modelo de um diodo

Fonte: Autoria Própria

No modelo de um diodo, a corrente gerada pela célula é dada por (1), na qualI s é a

corrente de saturação do diodo,n é o seu fator de idealidade eVth é a tensão térmica da junção.

I pv = I ph � I s(e
Vpv + R s I pv

n V th � 1) �
Vpv + Rs I s

Rp
: (1)

A tensão térmica da junção é dada por (2), sendok a constante de Boltzmann (k =

1;381� 10� 23 J
K ), T a temperatura, em graus célsius, da junção PN eq a carga do elétron

(q = 1;60218� 10� 19 C).

Vth =
k (T + 273;15)

q
: (2)
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O modelo de um diodo também pode ser utilizado para representar módulos fotovoltai-

cos ou mesmostringscompletas. Para isto, (1) é adaptada, de forma que inclua as quantidades

de células que estão em paralelo e série. Esta adaptação pode ser vista em (3), na qualNs é a

quantidade de células em série eNp a quantidade de células em paralelo.

I pv = Np

�
I ph � I s(e� � 1) �

N s
N p

Vpv + Rs I pv

Rp

�
;

� =
Vpv
N s

+
R s I pv

N p

n Vth
:

(3)

Como pode ser visto, (3) possui cinco variáveis que devem ser encontradas para o uso

do modelo: (I)I ph; (II) I s; (III) Rs; (IV) Rp; e (V) n. Para encontrar os valores destas variáveis

para um determinado módulo, uma das possibilidades é o uso de informações fornecidas nas

folhas de dados dos módulos, sobretudo o comportamento do módulo operando sob as chamadas

'Condições-padrão de teste' ou STC (do inglês,Standard Test Conditions), as quais estabelecem

uma irradiância de1000W
m2 e temperatura de25� C. A partir destes fatores, pode-se então

desenvolver novas equações para elaboração de um sistema para que se encontrem as cinco

variáveis necessárias para o modelo. Uma destas, apresentada em (4), é obtida com a substituição,

em (3), dos valores de geração em STC com o módulo estando em curto-circuito. Nestas

condições,Vpv = 0 e I pv = I c, sendoI c a corrente de curto-circuito em STC do módulo em

questão.

I c = Np

�
I ph � I s(e� 0

� 1)
�

� I c Rs
Rp

;

� 0 = Rs I c
Np n Vth

:

(4)

Da mesma forma, substituindo em (3) os valores de geração em STC com o módulo

em circuito aberto, isto é,Vpv = Va e I pv = 0, sendoVa a tensão de circuito aberto em STC,

obtêm-se (5).

Np

�
I ph � I s(e� 00

� 1) � Va
N s Rp

�
= 0 ;

� 00= Va
N s n Vth

:

(5)

Uma terceira equação, apresentada em (6), pode ser obtida a partir da substituição, em

(3), da tensão (Vm ) e corrente (I m ) geradas pelo módulo operando no ponto de máxima potência
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sob STC.

Im = Np

�
I ph � I s(e� 000

� 1) �
N s
N p

Vm + Rs I m

Rp

�
;

� 000=
Vm
N s

+ R s I m
N p

n Vth
:

(6)

Outra equação é obtida a partir do fato que a variação da potência, em relação à tensão,

é nula no ponto de máxima potência, conforme (7).

d(V � I )
dV

�
�
�
�
V = Vm ; I = I m

= 0 : (7)

Derivando a multiplicação e substituindo a corrente e tensão no ponto de máxima

potência em (7), obtém-se (8):

dI
dV

�
�
�
�
V = Vm ; I = I m

= �
I m

Vm
: (8)

Visto a quantidade de variáveis que precisam ser determinadas, uma quinta equação

é necessária. Diversas equações têm sido propostas na literatura para este �m. Tianet al.

(2012), por exemplo, apresenta uma solução baseada na operação do módulo em circuito aberto

sob condições distintas das STC, conforme (9), na qual� é um coe�ciente de temperatura

para a tensão de circuito aberto, a qual é geralmente fornecida na folha de dados dos módulos

fotovoltaicos,Tb é uma temperatura arbitrária eVb é a tensão de circuito aberto para a temperatura

Tb.

Va = Vb
�
1 + � (Tb � 25)

�
: (9)

Substituindo (9) em (5), obtêm-se (10).

Np
�

I ph � I s(e� 00
� 1) �

Vb

�
1+ � (Tb� 25)

�

N s Rp

�
= 0 ;

� 00=
Vb

�
1+ � (Tb� 25)

�

N s n Vth
:

(10)

Assim, pode-se construir um sistema com cinco equações
�
(4), (5), (6), (8) e (10)

�
e

cinco variáveis (I ph, I s, Rs, Rp en). Convém apontar porém, que a solução deste sistema não

é trivial, visto tratar de um sistema de equações transcendentais e não-lineares, sendo então

utilizado um método numérico para sua solução.
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Uma vez solucionado o sistema de equações, obtém-se então os parâmetros sob STC do

módulo desejado. O próximo passo é generalizar o modelo para quaisquer valores de irradiância

(G) e temperatura (T). A Equação (11), na qual� é uma constante de temperatura da corrente do

módulo, apresenta a correnteI ph em função da irradiância e temperatura.

I P H (G;T) =
G

1000
I ph

�
� (T � 25) + 1

�
: (11)

Da mesma forma, a corrente de saturaçãoI s pode ser escrita em função da irradiância

e temperatura conforme (12), na qualEg é a energia de banda proibida do silício sob uma

temperatura arbitrária (T), o qual é dado por (13) eEref é a energia de banda proibida do silício

em STC.

I S(G;T) = I s

�
T + 273:15

298:15

� 3

e
E ref

298 :15�k �
E g

T +273 :15 ; (12)

Eg = 1:16� 7:02� 10� 4 (T + 273:15)2

T � 834:85
: (13)

Vale ressaltar que os valores utilizados nas equações apresentadas para construção do

modelo, isto é:� , � , Vm , I m , Ns, Np, Va e I c, podem ser encontrados nas folhas de dados das

maiorias dos módulos disponíveis comercialmente. Neste trabalho, os valores utilizados para o

modelo (I ph, I s, Rs, Rp en) serão detalhados no Capítulo 4.

2.3 CLASSIFICADORES

A teoria de aprendizado de máquinas contempla diversos tipos de classi�cadores,

modelos que buscam imitar a capacidade humana para reconhecer padrões (CHERKASSY;

MULIER, 2007). Estes modelos variam em abordagem, custo computacional e e�cácia para cada

caso em que são aplicados. Seu funcionamento consiste em aprender, por meio da observação

de determinadas características de diversos exemplos, a classi�car amostras em uma ou mais

classes. Ainda, estes classi�cadores podem ser distribuídos em três subcategorias do aprendizado

de máquinas: aprendizado supervisionado, não supervisionado e aprendizado por reforço. Os

classi�cadores utilizados no presente trabalho estão contidos na subcategoria de aprendizado

supervisionado, o mais estudado atualmente (SUTTONet al., 2015), e que consiste em aprender

de exemplos cuja a classe pertencente é previamente conhecida.
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Dois conceitos importantes, quando do treinamento dos classi�cadores, são os parâme-

tros e hiperparâmetros. Os parâmetros são valores que são determinados pelo próprio modelo

durante sua fase de treinamento, em outras palavras, são os valores que de�nem o aprendizado

em si. Os hiperparâmetros, por outro lado, são valores que devem ser determinados previamente

ao treinamento do classi�cador, não podendo ser aprendidos pelo mesmo durante seu treinamento

e, portanto, sua escolha pode se tornar difícil e demorada, sobretudo para classi�cadores com

múltiplos hiperparâmetros dependentes.

Convém apontar ainda que a escolha de valores adequados para os hiperparâmetros é

um passo essencial para o desenvolvimento, com boa taxa de sucesso, de um classi�cador. Isso

se dá pois, além de in�uenciar na taxa acerto no processo de classi�cação durante o treinamento,

eles podem impactar diretamente na capacidade de generalização de um modelo. Esta capacidade

de generalização está relacionada com a habilidade de um modelo classi�car corretamente

amostras que não foram utilizadas durante a etapa de treinamento. Existem dois conceitos ligados

diretamente a esta capacidade de generalização: o sobreajuste (do inglês,over�tting) e subajuste

(do inglês,under�tting). O primeiro ocorre quando um modelo se ajustou excessivamente aos

exemplos de treinamento, o que acarreta em um acerto grande na classi�cação destas amostras,

mas com alta taxa de erro para novas amostras (DUDAet al., 2000). Já o subajuste ocorre quando

um modelo não possui uma taxa aceitável de acerto nem para os exemplos de treinamento, tão

pouco para novos exemplos. Diferentes estratégias, além da seleção de hiperparâmetros, podem

ser utilizadas para diferentes tipos de classi�cadores, entre as quais destaca-se: a interrupção

prematura de treinamento (limite de ciclos de treinamento), aumento do número de exemplos

utilizados para treinamento e o uso de técnicas de regularização.

A seguir, serão detalhados aspectos teóricos mais relevantes dos classi�cadores usados

neste trabalho.

2.3.1 K-vizinhos-mais-próximos

Um dos classi�cadores mais simples, o K-vizinhos-mais-próximos ou kNN (do inglês,

k-nearest-neighbors) é um algoritmo que consiste em classi�car exemplos com base na classe

dos exemplos mais próximos de si, na maioria das vezes, utilizando a distância euclidiana

como método de determinação de proximidade (CHERKASSY; MULIER, 2007). Em outros

termos, o kNN avalia a quais classes pertencem os exemplos mais próximos da amostra a ser

classi�cada e determina que esta deve pertencer a mesma classe da maioria dos seus vizinhos. O



24

hiperparâmetro utilizado pelo kNN é o valor 'k', o qual refere-se a quantidade, a ser avaliada, de

vizinhos mais próximos das amostras a serem classi�cadas.

Por utilizar apenas dados de distância entre a amostra a ser classi�cada e exemplos

próximos, esse método não requer um treinamento em si, o que torna rápida sua implementação.

Apesar disto, a utilização deste algoritmo requer o armazenamento de todos os seus exemplos, o

que acarreta em uso potencialmente elevado de memória de armazenamento.

2.3.2 Árvores de Decisão

As Árvores de Decisão ou DT (do inglês,Decision Trees), são classi�cadores construí-

dos pela sucessiva divisão das entradas, ou características, em determinados nós com base em

condições dicotômicas (se e senão) (BREIMANet al., 1984)f. O principal mote da árvore de

decisão é a de�nição de suas divisões. De modo simplista, o objetivo é que se façam divisões

de forma que haja uma redução de impureza de um nó para seus nós subsequentes. Para tal,

de�ne-se uma função custo, a qual representa este grau de impureza a qual é então minimizada,

de forma que se obtenha uma redução ótima. Ainda, esta função custo deve atender três critérios

fundamentais (BREIMANet al., 1984):

• A função custo deve ser um máximo apenas no ponto( 1
j ; 1

j ; : : : ; 1
j );

• A função custo deve ser um mínimo apenas nos pontos

(1; 0; : : : ; 0); (0; 1; 0; : : : ; 0); : : : ; (0; 0; : : : ; 0; 1);

• A função custo deve ser simétrica dep(1); p(2); : : : ; p(j ).

Nestes critérios,j refere-se a uma classej 2 (1; 2; 3; : : : ; J) em um problema comJ

classes e (p(1); p(2); : : : ; p(J )) representam as probabilidades de ocorrência de cada uma dasJ

classes na árvore de decisão em questão.

Uma das funções que atendem a estes critérios e que é utilizada em implementações

práticas de árvores de decisão é a Função de Entropia (CHERKASSY; MULIER, 2007) que pode

ser vista em (14), na qualE(t) é a função de entropia ep(j jt) é a probabilidade de ocorrência de

uma dasJ classes no nót.

E(t) = �
X

j

p(j jt)ln(p(j jt)) : (14)
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O processo de construção, ou crescimento, de uma Árvore de Decisão ocorre até que

um critério de parada, previamente estabelecido, seja atingido. Entre alguns critérios de parada,

cita-se um tamanho máximo para árvore (quantidade máxima de nós) e a diminuição do erro de

classi�cação para um valor abaixo de um certo limiar.

Uma possibilidade após o treinamento de uma árvore de decisão é a ocorrência do

sobreajuste. Uma das estratégias que podem ser usadas para contrapor esta ocorrência é a poda

da árvore, isto é, utilizar alguma técnica de se reduzir o tamanho da árvore de decisão, mantendo

uma taxa alta de acerto de classi�cação, porém aumentando sua capacidade de generalização.

Entre os hiperparâmetros que podem ser utilizados pelas árvores de decisão, encontram-

se o, já citado, tamanho (ou profundidade) máxima da árvore, a quantidade miníma de exemplos

contidosem um nó e o limiar de impureza para realização de uma nova divisão.

A Figura 3 apresenta a representação grá�ca de uma árvore de decisão de cinco classes,

na qualCn e � Cn, comn 2 1;2;:::;5 representam, respectivamente, a condição e sua negação

para cada nón.

Figura 3 – Representação Grá�ca de um exemplo de uma Árvore de Decisão de cinco classes

Fonte: Autoria Própria

Como exemplo, na árvore apresentada na Figura 3, se uma amostra percorre, o caminho

dado pelos nós 1, 3, 4 e 5 e a condiçãoC5 é atendida, considera-se que a amostra em questão

pertence a classeJ = 1. Por outro lado, se o mesmo caminho for percorrido e a condiçãoC5

não for atendida, a amostra é classi�cada como pertencente a classeJ = 4.
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2.3.3 Máquina de Vetores Suporte

A Máquina de Vetores Suporte, ou SVM (do inglês,Support Vector Machine), é um

classi�cador que consiste em encontrar um hiperplano ótimo, que gere a máxima margem possível

entre os pontos, estes chamados vetores suporte, mais próximos da superfície que separa duas

classes linearmente separáveis (VAPNIK, 1998). A Figura 4 apresenta um exemplo de hiperplano

que maximiza a margemm em um problema de classi�cação linear com característicasx1 ex2.

O hiperplano que maximiza a margem entre os vetores suporte pode ser encontrado

através da solução do problema de otimização apresentado em (15), na qualw e w0 são os

parâmetros do hiperplano,x i é o vetor de entradas (características) dos N exemplos utilizados

para treinamento eyi é o indicador da classe do exemploi , sendoyi 2 f� 1;1g.

Figura 4 – Exemplo de aplicação do SVM em um problema de classi�cação

Fonte: Autoria Própria

min J (w ;w0) = 1
2 jjw jj 2;

Sujeito a: yi (w T x i + w0) � 1; i = 1;2; : : : ;N:

(15)

O problema apresentado em (15) é um problema de otimização convexa, podendo ser

utilizado para sua solução, o Método dos Multiplicadores de Lagrange, conforme apresentado

em (BOYD; VANDENBERGHE, 2001), resultando no problema de otimização equivalente
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apresentado em (16), na qual� é o vetor com os multiplicadores de Lagrange.

max(
NX

i =1

� i �
1
2

X

i;j

� i � j yi yj x T
i x j );

Sujeito a:

8
>><

>>:

NX

i =1

� i yi = 0;

� � 0:

(16)

A saída do classi�cador construído com base no hiperplano encontrado pela solução

da (16) é dada pela (17), na qualNs indica o número de vetores suporte e o sinal da saídaf (x)

determina a qual classe pertence a amostra cujas características sejamx .

f (x) =
N sX

i =1

� i yi x T
i x + w0: (17)

Vale ressaltar que o problema apresentado em (15) é aplicável aos casos em que existem

apenas duas classes linearmente separáveis, visto que a solução não admite erros de classi�cação.

Porém, é possível estabelecer uma certa tolerância a erros de classi�cação, o que permite a

utilização desse classi�cador linear mesmo em casos em que as classes não atendam ao critério

de separação linear (THEODORIDIS; KOUTROUMBAS, 2003).

Esta tolerância aos erros de classi�cação é estabelecida pela introdução de novas

variáveis no problema, estas chamadas de variáveis de folga (do inglês,slack variables) e

representadas por� i , sendoi = 1;2;:::;N e N o número de exemplos de treinamento. Estas

variáveis recebem este nome pois tem por função, o relaxamento das restrições na determinação

do hiperplano na forma de admitir alguns erros de classi�cação. Ainda, estas variáveis podem

assumir valores em três regiões básicas: (i)� i = 0, que ocorre quando o exemploi situa-se no

lado correto do hiperplano e fora da margem; (ii)0 < � i � 1, que ocorre quando o exemploi

encontra-se do lado correto ao hiperplano, porém está dentro da margem; e (iii)� i > 1, o qual

ocorre quando o exemplo é classi�cado incorretamente.

A maximização da margem, com a adição do conceito supracitado, pode ser obtida

com a solução do problema de otimização expresso em (18), que inclui, além das variáveis de

folga, um parâmetro de regularização (HAYKIN, 2001) identi�cado porC. Este termo determina

o balanço entre a capacidade de generalização do classi�cador, que aumenta conformeC é

reduzido, e sua taxa de erro no treinamento, e deve ser determinado pelo usuário previamente ao
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treinamento do classi�cador, sendo portanto um de seus hiperparâmetros.

min J (w ; w0; � ) = 1
2 jjw jj 2 + C

NX

i =1

� i ;

Sujeito a

8
<

:
yi [w T x i + w0] � 1 � � i ; i = 1;2; : : : ;N;

� i � 0 ; i = 1;2; : : : ;N:

(18)

Utilizando o Método dos Multiplicadores de Lagrange em (18), obtêm-se o problema

de otimização equivalente expresso em (19).

max(
NX

i =1

� i �
1
2

X

i;j

� i � j yi yj x T
i x j );

Sujeito a:

8
>><

>>:

NX

i =1

� i yi = 0;

0 � � i � C; i = 1;2;:::;N:

(19)

2.3.3.1 Máquina de Vetores Suporte Não-Linear

Outra possibilidade para abordar problemas de classi�cação nos quais as classes não

podem ser separadas linearmente é a construção de uma máquina de vetores suporte não-linear.

Isto pode ser alcançado com o uso dekernels, funções relacionadas com o mapeamento das

entradas do classi�cador para um espaçon-dimensional de alta dimensionalidade, chamado

espaço de características. O uso de um espaço de maior dimensionalidade se justi�ca pelo fato

que acarreta também no aumento da probabilidade de que o problema torne-se linear (VAPNIK,

1998). É importante que se note que um hiperplano que separa linearmente os exemplos em duas

classes num espaço de características, pode tornar-se uma superfície de decisão não-linear no

espaço de entradas. O hiperplano ótimo neste caso, para o espaço de características, pode ser

obtido com a solução do problema de otimização apresentado em (20), na qualK (x i ;x j ) é a
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funçãokernel.

max
� NX

i =1

� i �
1
2

X

i;j

� i � j yi yj K (x i ;x j )
�
;

Sujeito a:

8
>><

>>:

NX

i =1

� i yi = 0;

0 � � i � C; i = 1;2;:::;N:

(20)

Em (20) é possível observar que a função kernel substituiu o termox T
i x j , o que ocorre

também na função que rege a classi�cação em si, (17), que para o caso não linear torna-se a (21),

cujo sinal do resultado determina a qual classe pertence a amostrax :

f (x) =
N sX

i =1

� i yi K (x T
i x ) + w0: (21)

Um kernelmuito comum na literatura é o Kernel RBF (do inglês,Radial Basis Func-

tion) (HAYKIN, 2001), o qual é expresso em (22). Em termos práticos okernelRBF gera

fronteiras de decisão em formato circular, cujas áreas estão diretamente relacionadas com o

valor de , que deve ser escolhido pelo usuário antes que se incie o treinamento do classi�cador,

tornando-o outro hiperparâmetro das Máquinas de Vetores Suporte.

K (x ;z) = e�  jj x � z jj 2
: (22)

2.3.3.2 Casos de classi�cação multiclasse

As Máquinas de Vetores Suporte apresentadas até o momento neste trabalho têm seu

uso limitado aos casos em que existam apenas duas classes. Porém, existem estratégias que

permitem o uso deste, e demais classi�cadores binários, para casos multiclasse (que possuem três

ou mais classes), sobretudo as estratégiasum-contra-umeum-contra-todos(BISHOP, 2006).

Em um problema comJ classes, a estratégiaum-contra-todosconsiste em treinarJ

classi�cadores binários, onde uma de suas classes é composta por todos os exemplos de uma das

classes deJ e outra por todas as demais. A classi�cação de novas amostras se dá com base na

classe que tiver resultado positivo entre todos os classi�cadores binários.

Já na estratégiaum-contra-um, também em um problema comJ classes, treinam-se

J J � 1
2 classi�cadores, cujas classes são formadas com os exemplos de duas dasJ , de forma que

sejam formados todos os pares possíveis dasJ classes. Neste caso, a determinação da classe
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pertencente a uma nova amostra se da por votação, isto é, a classe escolhida será a que mais

aparece como resultado entre todos os classi�cadores binários.

2.3.4 Redes Neurais Arti�ciais

As Redes Neurais Arti�ciais, ou RNAs, são modelos computacionais que visam imitar

a capacidade de aprendizado humana, utilizando para isto a interligação de unidades de pro-

cessamento denominadas neurônios (HAYKIN, 2001), sendo este nome derivado no neurônio

biológico, o qual serviu de leve inspiração para estas unidades de processamento (DUDAet al.,

2000). A Figura 5 apresenta um modelo não-linear desses neurônios arti�ciais.

Figura 5 – Modelo de um neurônio arti�cial

Fonte: Autoria Própria

Na Figura 5, (w1; w2; :::; wn) são conhecidos como pesos, sendo estes valores pelos

quais suas respectivas entradas são multiplicadas;F (X) é uma função conhecida como Função

de Ativação, a qual tem por objetivo restringir a saída de seu neurônio em um determinado limite;

ebé um valor conhecido como viés (do inglês,bias), o qual amplia o grau de liberdade com o

qual os pesos do neurônio podem se ajustar. A saída do modelo da Figura 5 é apresentado em

(23), na qualy é a saída do neurônio exk comk 2 1;2;:::;n são suasN entradas.

y = F (x1w1 + x2w2 + ::: + xnwn + b): (23)

Diversas funções de ativações têm sido propostas na literatura, dentre as quais citam-se:

A função Logistica (LECUNet al., 1998):

F (x) =
1

1 + e� x
; (24)
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a função tangente hiperbólica (LECUNet al., 1998):

F (x) = tanh(x); (25)

a função de ativação linear reti�cada (GLOROTet al., 2011):

F (x) = max(0;x): (26)

2.3.4.1 Redes Perceptron Multicamadas

Do ponto de vista de classi�cação, um dos primeiros modelos práticos de RNAs foi o

Perceptron, uma rede formada por um único neurônio como o apresentado na Figura 5. Este

tipo de classi�cador é, porém, restrito aos casos com apenas duas classes, as quais devem

ser linearmente separáveis (HAYKIN, 2001). Baseado neste conceito, surgem então as Redes

Perceptron Multicamadas ou MLP (do inglês,Multilayer Perceptron), redes neurais arti�ciais

compostas por diversos neurônios dispostos em camadas sequenciais, de forma que todos os

neurônios de uma camada tornam-se as entradas da sua camada subsequente.

Nesta arquitetura, as camadas existentes entre as entradas e a última camada da rede,

são chamadas de camadas ocultas e os neurônios destas camadas são denominados unidades

ocultas. A Figura 6 apresenta um exemplo de uma arquitetura MLP com três entradas(x1; x2; x3),

quatro neurônios(n1; n2; n3; n4) na sua camada oculta e 2 neurônios(n5; n6) na camada de

saída. Ainda, o �uxo de operações nesta arquitetura é sequencial, partindo das entradas, passando

por cada camada oculta e terminando na camada de saídas e é, portanto, chamado de alimentação

adiante (do inglês,feedforward).

Devido à esta topologia mais robusta, as MLPs são capazes de reconhecer padrões

muito mais complexos do que as de uma rede perceptron comum. Segundo (CHERKASSY;

MULIER, 2007) as MLPs são capazes de aproximar qualquer função contínua, com uma acurácia

pré-especi�cada.

2.3.4.2 Algoritmo da Retropropagação do Erro

Em essência o aprendizado de uma rede neural está ligado com o ajuste de seus

parâmetros (pesos ebias). Este aprendizado ocorre com o auxílio dos chamados algoritmos

de aprendizado, os quais de�nem como irão ocorrer os ajustes e reajustes dos parâmetros de
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Figura 6 – Autoria Própria

Fonte: Exemplo de uma MLP

uma rede neural arti�cial durante seu treinamento (HAYKIN, 2001). No caso das MLPs, um

algoritmo muito comum para aprendizado é chamado de retropropagação do erro (CHERKASSY;

MULIER, 2007) (do inglês,error backpropagation). Em suma, o algoritmo da retropropagação

do erro é um método iterativo que consiste em:

1 - Inicializar os pesos da rede neural (geralmente inicialização aleatória).

2 - Apresentar exemplos para a rede, os quais à percorreram até a camada de saídas.

3 - Aplicar uma função custo e calcular seu gradiente em função dos parâmetros da

rede.

4 - Recursivamente, utilizando a regra da cadeia, atualizar os parâmetros da rede neural.

5 - Caso um critério de parada pré-estabelecido não tenha sido atingido, repetir a partir

do Passo 2.

A atualização de cada um dos pesos, neste caso, se dá pela aplicação da chamada Regra

Delta, apresentada em (27), na qual em uma iteraçãok, w(k + 1) é o peso atualizado,w(k) é o

peso atual,� é o erro e� é um valor chamado de taxa de aprendizado que determina o passo de

atualização dos pesos da rede.

w(k + 1) = w(k) � �� (k) (27)

Como possíveis hiperparâmetros para as MLPs, tem-se a quantidade de camadas ocultas,
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a quantidade de neurônios em cada uma destas camadas, a taxa de aprendizado� , a quantidade

máxima de iterações do algoritmo de aprendizado (esta geralmente chamada de épocas), a função

de ativação utilizada nas camadas ocultas e, quando desejado, um parâmetro de regularização

que pode ser incluso na função custo utilizada.
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3 TRABALHOS CORRELATOS

O presente Capítulo apresentará alguns dos principais trabalhos da literatura a respeito

do monitoramento de sistemas fotovoltaicos e de métodos de detecção e classi�cação de falhas,

em especial os que utilizam técnicas de inteligência arti�cial, apresentando ainda uma compa-

ração com o presente trabalho, de forma a apontar e destacar quais as principais contribuições

oferecidas.

3.1 MONITORAMENTO DE PLANTAS FOTOVOLTAICAS

Na área de monitoramento de plantas fotovoltaicas, diversos sistemas têm sido propostos

na literatura. JUCÁet al. (2011), por exemplo, apresentam um sistema de monitoramento de

baixo custo, de variáveis elétricas e ambientais, visando a aplicação na geração descentralizada

de energia por fontes renováveis. No trabalho em questão, o sistema foi ainda implementado,

como estudo de caso, em um sistema de bombeamento de água alimentado por uma pequena

planta fotovoltaica. Em outra proposta de sistema de baixo custo, Ekeet al. (2012) apresentam

um sistema de monitoramento especí�co para plantas fotovoltaicas, com a aplicação em um

único módulo fotovoltaico. Ainda nesta linha, em (SANCHEZ-PACHECOet al., 2014) é

proposta uma técnica de transmissão de dados obtidos em uma planta fotovoltaica por meio

de um sistema de monitoramento de baixo custo, enquanto Hanet al. (2015) utilizam técnica

semelhante para monitorar plantas fotovoltaicas residenciais. Já no contexto de plantas de maiores

potências, Moreno-Garciaet al.(2016) propõe um sistema de supervisão em tempo real de usinas

fotovoltaicas de larga escala por meio de redes de sensores sem �o, que inclui, além da medição

de variáveis elétricas e ambientais, a análise de qualidade da energia gerada. Este sistema foi

demonstrado com a aplicação em um subsistema de geração fotovoltaica de 400kW.

3.2 FALHAS EM SISTEMAS FOTOVOLTAICOS

Um ponto importante para o estudo e avaliação da ocorrência de falhas, bem como

de seus impactos, é o levantamento e detalhamento de, ao menos, as falhas mais comuns em

sistemas fotovoltaicos como um todo. Neste contexto, Madeti e Singh (2017a) apresentam um

extensivo estudo sobre estas falhas, dividindo-as em duas categorias: falhas do lado de corrente
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contínua e falhas do lado de corrente alternada. As falhas do lado de corrente alternada são as

decorrentes de problemas no(s) inversor(es) do sistema ou na rede elétrica em si. Já as falhas do

lado de corrente contínua são mais numerosas e incluem: problemas com o algoritmo buscador

de máxima potência, ou MPPT, falhas no diodo debypass, falha de aterramento, falhas de arco,

descasamento de células ou módulos (podendo este ser temporário ou permanente), circuito

aberto e curto-circuito, dentre os quais, as três últimas fazem parte do escopo do presente

trabalho.

A falha de circuito aberto ocorre quando, em algum ponto do sistema, há uma descone-

xão, fazendo com que a circulação da corrente elétrica seja interrompida. Do ponto de vista da

geração de energia, esta falha é uma das que tem maior impacto, visto que pode afetar desde

uma únicastring, ou conjunto, de módulos, até o sistema todo, dependendo da localização da

desconexão e da topologia do sistema fotovoltaico.

O descasamento de células ou módulos ocorre quando existem, no sistema fotovoltaico,

células ou módulos com propriedades elétricas muito distintas da maioria, atrapalhando seu

funcionamento. A falha de descasamento pode ser dividida em duas subcategorias: temporário

e permanente. O descasamento temporário é aquele causado por eventos como a deposição de

poeira ou neve e por sombreamento causado por prédios ou linhas de transmissão. Já o descasa-

mento permanente ocorre devido à degradação e dani�cação das células e módulos afetados. No

presente trabalho, ambos os casos são levados em consideração, utilizando o sombreamento e

a degradação como casos de descasamento temporário e permanente respectivamente, ambos

ocorrendo em nível de módulo.

A falha de curto-circuito ocorre quando surge um caminho de baixa impedância no meio

do sistema. No caso dos sistemas fotovoltaicos, isto pode ocorrer em diversos pontos como entre

dois terminais de um mesmo módulo, entre dois pontos de uma mesmastring, de duasstrings

distintas e entre umastringe o terra, por exemplo. Particularmente neste trabalho, será levada em

consideração a ocorrência entre dois pontos de uma mesmastring, mais especi�camente entre o

terminal negativo de um módulo e o terminal positivo de seu módulo adjacente.

A Figura 7 apresenta um resumo das falhas do lado de corrente contínua.

3.3 MÉTODOS VISUAIS

Métodos visuais para detecção e classi�cação de falhas em sistemas fotovoltaicos têm

sido brevemente discutidos na literatura. Em (PACKARDet al., 2012), por exemplo, foi desen-
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Figura 7 – Resumo das Falhas no lado de corrente contínua

Fonte: Adaptado de (MADETI; SINGH, 2017b)

volvido um roteiro para inspeção visual de cerca de 60 módulos fotovoltaicos, visando encontrar

pontos de degradação nos mesmos. Estes métodos tendem a ser baratos, visto dispensarem a

compra de equipamentos. Por outro lado, estes não são facilmente escaláveis para plantas de

grande porte, uma vez que a inspeção de muitos módulos pode levar um tempo considerável e

necessitar de aumento de mão de obra especializada. Além disto, este método não é capaz de

detectar muitos tipos de falhas, estando mais restrito a casos de degradação e sombreamento,

dado que outras falhas podem não apresentar características facilmente identi�cáveis a olho nu.

3.4 MÉTODOS POR TERMOGRAFIA

Métodos por análise de imagens termográ�cas, em contraponto aos métodos visuais,

vêm sendo abordados de maneira um pouco mais extensiva na literatura. Em (TSANAKAS;

BOTSARIS, 2012), é apresentada uma metodologia baseada em termogra�a para detecção de

algumas falhas em módulos fotovoltaicos. A metodologia consiste em, após calibrar a câmera

termográ�ca com dados ambientais, tais quais a umidade e velocidade do vento no momento da

coleta, veri�car pontos quentes, células que apresentam temperatura consideravelmente superio-

res as demais. Estes pontos indicam que a célula em questão está, potencialmente, com algum

tipo de falha. Seguindo a mesma linha, Huet al. (2014) avaliam o comportamento e descasa-

mento de células sob in�uência de falhas de circuito aberto e curto-circuito. Em (TSANAKASet

al., 2015), a termogra�a é utilizada em conjunto com técnicas de processamento de imagens,

sobretudo detecção de bordas, na detecção e localização de pontos quentes. Já em (SINHAet al.,
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2016), a técnica de termogra�a é utilizada para detectar, especi�camente, casos de delaminação

em módulos fotovoltaicos por meio de comparação com simulações.

A utilização de termogra�a neste âmbito torna-se interessante por se tratar de uma téc-

nica não intrusiva e não destrutiva, que pode detectar a presença e localização de algumas falhas,

mesmo que não sejam detectáveis a olho nu. Porém, esta técnica possui algumas desvantagens

relevantes. Apesar de detectar e localizar algumas falhas, utilizando apenas a termogra�a, não

é possível classi�cá-las. Outro ponto é que câmeras termográ�cas tendem a possuir um preço

elevado, além de serem sensíveis à variáveis como umidade e vento, o que pode acarretar na

necessidade de recon�gurações constantes durante uma inspeção prolongada. Ainda, é preciso

utilizar a câmera apontada para cada módulo da planta o que, para plantas maiores, pode gerar a

necessidade de pessoas se locomoverem por toda a planta ou, ainda, de estratégias como o uso

de drones, como apresentado em (TSANAKASet al., 2017).

3.5 MÉTODOS MATEMÁTICOS

Outra abordagem comum no contexto de detecção e classi�cação de falhas em sistemas

fotovoltaicos, é a utilização de métodos matemáticos. Em (CHINEet al., 2014), por exemplo,

é apresentado um método de detecção de falhas em sistemas fotovoltaicos conectados à rede

elétrica por meio da análise dos resultados de cálculos de índice de desempenho comuns em

sistemas fotovoltaicos, tais quais a taxa de desempenho (do inglês,performance ratio) e a

produtividade.

O algoritmo proposto consiste na comparação entre os índices de desempenho da planta

estudada com de uma simulação, podendo alarmar que a planta está com: falha no inversor, falha

em umastring, falha em módulos ou erro no MPPT. Seguindo uma linha similar, Madeti e Singh

(2017b) também propõem a comparação de valores medidos com simulados, porém utilizando

diretamente os valores de tensão, corrente e potência em vez de índices de desempenho, além

de expandir a quantidade de falhas detectáveis. As falhas visadas são: curto-circuito, diodo de

bypassinvertido, circuito aberto (com e sem diodos debypass), sombreamentos parciais (com e

sem diodos debypasse com diodo invertido), bem como casos de circuito aberto e curto-circuito

no inversor. Já em (MANSOURIet al., 2018), é proposta a utilização de uma versão otimizada da

média móvel exponencial combinada com a representação porwavelet. O método foi testado em

um sistema de módulo único, veri�cando o seu comportamento sobre efeito de sombreamento,

descasamento de células e problemas no diodo debypass.
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Os métodos matemáticos apresentados para detecção de falhas em sistemas fotovoltai-

cos, em contrapartida aos métodos por termogra�a, não necessitam de equipamentos caros e

complexos, podendo ser implementados, geralmente, utilizando apenas medições de tensão e de

corrente. Estes métodos podem ser aplicados em plantas maiores sem a necessidade de pessoal

adicional ou deslocamento, além de demonstrarem bons resultados para detecção de falhas. Uma

das maiores desvantagens é que os métodos apresentados carecem de boa capacidade de classi�-

cação destas falhas. Mesmo casos em que a classi�cação de falhas foi levada em consideração,

os métodos tendem a conseguir reduzir a situação da planta a um grupo de possíveis falhas em

vez de determinar qual falha está de fato ocorrendo.

3.6 INTELIGÊNCIA ARTIFICIAL

Outra forma atingir classi�cação e detecção de falhas que vem recebendo crescente aten-

ção e popularidade, é a utilização de modelos de inteligência arti�cial, sobretudo de aprendizado

de máquinas, sendo esta também a forma proposta por este trabalho.

Li et al. (2017), por exemplo, apresentam a utilização de redes neurais arti�ciais para

classi�cação da operação de um sistema fotovoltaico em quatro estados possíveis: Normal

(operação sem falha), degradação, curto-circuito e sombreamento. Este método foi treinado e

testado em ambiente de simulação e obteve uma acurácia de, aproximadamente, 88,89% das

nova amostras de teste. Em um outro trabalho, Chineet al. (2016) apresentam um sistema

em dois estágios, sendo o primeiro para detecção de falhas e o segundo para classi�cação dos

seguintes casos: circuito aberto, degradação, curto-circuito e sombreamento, considerando ainda

estes casos com e sem diodo debypass. Este sistema se baseia na comparação da potência da

planta fotovoltaica com sua correspondente simulada para detecção de falhas e uma rede neural

arti�cial do tipo Perceptron multicamadas para classi�cação, alcançando uma acurácia de 90,3%.

Ainda, este sistema utiliza apenas dados simulados para o treinamento da rede e é testado com

uma planta real e baseia-se na curva VxI do sistema, o que inviabiliza a classi�cação imediata

de falhas, visto que para gerar a curva VxI é preciso desconectar o sistema e conectá-lo a um

equipamento próprio. Seguindo a mesma linha, Chouay e Ouassaid (2018) apresentam um

sistema similar, obtendo uma acurácia de 94.1%, porém com testes em ambiente de simulação

apenas. Seguindo ainda a ideia de métodos inteligentes em dois estágios, em (GAROUDJA

et al., 2017) é apresentado um sistema para detecção de três casos: Normal, circuito aberto e

curto-circuito (este com dois subcasos, um com três módulos em curto-circuito e outro com
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10). A abordagem de dois estágios neste trabalho se dá com a utilização de duas redes neurais

probabilísticas, uma para detecção e outra para classi�cação das falhas citadas. Foram realizados

dois testes para validação do sistema proposto, um com e outro sem ruído. No caso sem ruídos e

em ambiente simulado, as acurácias dos dois estágios foram de 100%. Já para o caso com ruído

arti�cial, as acurácias de detecção e classi�cação foram, respectivamente, 82,34% e 98,19%.

Em uma abordagem mais especí�ca, em (YI; ETEMADI, 2017) é apresentado um

método especializado na detecção de falhas de curto-circuito em diversas situações distintas,

incluindo diferentes quantidades de módulos em situação de curto-circuito. Este sistema utiliza

uma Máquina de vetores suporte, a qual é treinada com dados simulados e testada com uma

planta fotovoltaica real. A validação deste método se deu com testes com 25% e 50% dos

módulos da planta em curto-circuito, obtendo acurácias de 91,4% e 94,74% respectivamente.

Chenet al. (2017), por outro lado, propõem um método utilizando uma variação de redes neurais

arti�ciais chamadaKernel Extreme Learning Machinepara, com base em dados da curva VxI

de um sistema fotovoltaico, classi�car o sistema em um dos seguintes casos: Circuito Aberto,

sombreamento, curto-circuito e degradação. Para avaliação do desempenho do sistema, foram

realizados três estudos de caso, um que utiliza apenas dados de simulação para treino e teste,

outro com apenas dados reais e um último com dados simulados para treinamento e dados reais

para teste. No caso que utiliza apenas dados simulados, o sistema proposto alcançou acurácia

de 100%. No caso com dados reais, as acurácias encontradas variaram entre 97.9% e 99% e, no

caso com dados misturados, a acurácia �nal foi de 98.9%. Em um outro trabalho, (KURUKURU

et al., 2019), uma rede neural arti�cial é combinada com a técnica de termogra�a para tentar

identi�car módulos fotovoltaicos com falhas. O trabalho leva em conta sete falhas, sem citar

especi�camente quais são, e alcançou 92,8% de acurácia para as falhas propostas.

3.7 CONTRIBUIÇÕES

Os trabalhos apresentados na Seção 3.6 apresentam acurácias superiores a 90%, porém

possuem certas limitações. A comum utilização de dados da curva VxI do sistema estudado

como características para os classi�cadores, auxilia no alcance de altas taxas de acurácia, porém

acarretam na necessidade de que a planta seja desconectada e ligada em um equipamento próprio

para análise de curva VxI para então realizar a classi�cação. Outra limitação presente em alguns

trabalhos é a utilização de dados simulados para teste �nal, os quais podem ser distintos o

su�ciente de dados reais para impactar no desempenho do classi�cador numa aplicação prática.
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Ainda, estes métodos não são embarcados, sendo necessário o uso constante de um computador

para utilizá-los.

Assim, o presente trabalho propõe um método de detecção e classi�cação de falhas em

sistemas fotovoltaicos, tendo ainda como suas principais contribuições:

• Realização da detecção e classi�cação não intrusiva das falhas de curto-circuito, degrada-

ção, circuito aberto e sombreamento, em sistemas fotovoltaicos.

• Uso exclusivo de dados simulados para treinamento e validação com dados reais da planta.

• Classi�cador embarcado em um sistema de monitoramento desenvolvido.
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4 METODOLOGIA

O presente Capítulo abordará a metodologia utilizada na realização deste trabalho.

Cinco classes foram escolhidas para serem abordadas: caso normal (sistema sem in�uência

de qualquer falha), caso com módulos em curto-circuito, módulos sombreados, circuito aberto

(stringdesconectada do sistema) e degradação. O caso normal foi escolhido para que houvesse

também a detecção de falhas, além da classi�cação. Já os demais casos foram escolhidos devido

ao fato de serem algumas das falhas mais abordadas na literatura, conforme pode ser visto

em (CHENet al., 2017), (CHINEet al., 2016), (CHOUAY; OUASSAID, 2018) e demais

trabalhos apresentados no Capítulo 3. A Figura 8 apresenta uma visão geral do sistema utilizado.

Figura 8 – Visão Geral do Sistema

Fonte: Autoria Própria

Além disto, o uso dos métodos de aprendizado de máquina, apresentados no Capítulo 2,

requer o uso de características que, de alguma forma, representem o caso no qual a planta

fotovoltaica se encontra. Desta forma foram escolhidas, como possíveis características, dados

elétricos e ambientais, de forma similar a alguns dos trabalhos correlatos apresentados no

Capítulo 2. Ainda, optou-se por utilizar exclusivamente dados simulados para treinamento dos

modelos, utilizando dados reais apenas para avaliação do desempenho dos classi�cadores. Esta

decisão se dá, primariamente, por dois fatores: (i) O uso de dados de simulação acarreta na

redução do tempo que a planta operará sob in�uência de falhas, sendo este tempo reservado

apenas para coleta de dados para validação; e (ii) Simulações podem ser parametrizadas para



42

gerar dados com quaisquer combinações de irradiância e temperatura, muitas das quais poderiam

não ser coletadas durante a elaboração deste trabalho. Além disto, o uso de dados provenientes

exclusivamente de simulação, pode facilitar a implementação destes classi�cadores para outras

plantas fotovoltaicas de forma que em vez de colocar a nova planta sob in�uência de cada uma

das falhas e coletar dados para treinamento, seja necessária apenas uma simples reparametrização

da simulação.

Dadas estas características metodológicas, a estrutura deste Capítulo se dá com a

apresentação, inicialmente, do sistema fotovoltaico utilizado como objeto de estudo, bem como

a forma utilizada para colocá-lo sob a in�uência de cada uma das falhas selecionadas. Na

sequência, será descrito um sistema de monitoramento desenvolvido para aquisição de dados

da planta e para implementação dos classi�cadores. Também será exibida a simulação criada

para geração dos dados de treinamento. Finalmente, é apresentada a forma como os dados de

treinamento e teste foram divididos e como foram determinados os hiperparâmetros utilizados

por cada classi�cador.

4.1 SISTEMA FOTOVOLTAICO

Como objeto de estudo para o este trabalho, foi utilizada uma planta fotovoltaica

instalada no telhado do bloco E da sede Centro do Campus Curitiba da Universidade Tecnológica

Federal do Paraná. A Figura 9 apresenta um diagrama desse sistema, o qual é composto por

duasstringsde oito módulos fotovoltaicos cada. Estes módulos (representados no diagrama por

PV1, PV2, ..., PV8) são de Silício Policristalino, da fabricante Canadian Solar e modelo CS6U-

330P (CANADIAN SOLAR INC, 2018). A Tabela 1 apresenta os principais dados elétricos

deste módulo.

Tabela 1 – Dados Elétricos do Módulo CS6U-330P

Parâmetro Valor
Potência nominal 330W

Tensão operacional ideal (V m) 37.2V
Tensão de circuito aberto (V a) 45.6V

Corrente operacional ideal (Im ) 8.88A
Corrente de curto-circuito (Ic) 9.45A

Coe�ciente de temperatura p/ tensão (� ) -0.31%/ºC
Coe�ciente de temperatura p/ corrente (� ) 0.053%/ºC

Fonte: (CANADIAN SOLAR INC, 2018)

As stringsestão conectadas em duas entradas de um inversor 5K-GDM1 (NHS SIS-

TEMAS ELETRÔNICOS, 2018) da fabricante NHS, sendo este próprio para instalações foto-
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Figura 9 – Diagrama Elétrico do Sistema

Fonte: Autoria Própria

voltaicas. O inversor em questão possui 5kW de potência nominal, é do tipo conectado à rede

elétrica e possui duas entradas com rastreadores individuais de máxima potência (um para cada

string). A instalação dispõe ainda de dois quadros elétricos. O primeiro quadro, que pode ser

visto na Figura 10, foi instalado próximo à planta fotovoltaica e possui disjuntores (no diagrama

representados por D1, D2, ..., D8) e terminais de conexão (T1, T2, ..., T16 no diagrama) extras

entre cada par de módulos, sendo estes equipamentos utilizados para isolamento dos módulos

e introdução de falhas no sistema, o que será detalhado na Seção 4.1.1. Um segundo quadro,

apresentado na Figura 11, foi instalado junto ao inversor e possui circuitos de proteção do sistema

(CP1 e CP2 no diagrama), além de dos disjuntores gerais de cadastring (representados por DS1

e DS2 no diagrama).

Figura 10 – Quadro com dispositivos de manobra

Fonte: Autoria Própria

A Figura 12 apresenta a planta fotovoltaica utilizada.
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Figura 11 – Quadro com dispositivos de proteção

Fonte: Autoria Própria

Figura 12 – Planta Fotovoltaica Utilizada

Fonte: Autoria Própria

4.1.1 Falhas no Sistema Fotovoltaico

Dado o fato que neste trabalho a utilização dos métodos de aprendizado de máquina

e a validação de seus resultados requer dados coletados com a planta fotovoltaica operando

sob in�uência de cada uma das falhas estudadas, torna-se interessante o desenvolvimento de

uma metodologia para implementação das falhas no sistema. Como já apresentado, junto à



45

planta foi instalado um quadro elétrico com disjuntores e terminais de conexão entre pares

de módulos, de forma a facilitar a introdução das falhas de maneira segura, fácil e rápida. Em

seguida será descrita a metodologia utilizada para introdução de cada falha estudada: (1) Módulos

em Curto-Circuito; (2) Degradação; (3) Sombreamento; (4) Circuito Aberto.

4.1.1.1 Módulos em Curto-Circuito

A introdução da falha de curto-circuito é feita diretamente, colocando um condutor

conectado entre os terminais dos módulos. Para se garantir a segurança, os módulos, nos quais o

curto-circuito será introduzido, são isolados do resto do circuito com a abertura dos disjuntores

adjacentes. Em seguida, os módulos em questão são cobertos com tecidos escuros, para que sua

capacidade de fornecimento de corrente elétrica seja reduzida. Por �m, um condutor é conectado

entre os terminais de manobra adjacentes aos módulos, os disjuntores são rearmados e a cobertura

dos módulos é removida. Exempli�cando, para colocar em curto o par de módulos PV5-PV6 no

diagrama da Figura 9, primeiro abre-se os disjuntores D2 e D3, em seguida cobre-se os módulos

PV5 e PV6 e conecta-se os terminais T5 e T6. Finalmente, os disjuntores D2 e D3 são rearmados

e os tecidos removidos.

4.1.1.2 Degradação

A falha de degradação foi representada pelo aparecimento de uma resistência no meio

do sistema, de maneira similar ao apresentado em (CHENet al., 2017). Para aplicação na planta

foi utilizado um banco de resistores em série com asstrings. O método para inserção é similar ao

do curto-circuito. O ponto de falha é isolado utilizando os disjuntores de manobra, os módulos

adjacentes ao ponto de degradação são cobertos e a associação de resistores é conectada entre

dois terminais de manobra. Em seguida os disjuntores laterais são rearmados, deixando aberto

apenas o disjuntor entre os terminais aos quais os resistores foram conectados, de forma que a

corrente circule pelo banco de resistores e, por último, são removidas as coberturas dos módulos.

Novamente utilizando o diagrama da Figura 9 para exempli�cação, caso deseje-se um ponto de

degradação entre os pares de módulos PV5-PV6 e PV7-PV8, abre-se os disjuntores D2, D3 e

D4, cobre-se os módulos PV5, PV6, PV7 e PV8 e conecta-se a associação de resistores entre os

terminais T6 e T7. Por último, os disjuntores D2 e D4 são rearmados e os tecidos removidos. A

Figura 13, em (f), apresenta o banco de resistores utilizado.
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4.1.1.3 Circuito Aberto

A introdução da falha de circuito aberto pode ser feita com o simples desarme manual

do disjuntor (DS1 ou DS2 no diagrama) correspondente àstringque se deseja desconectar do

sistema.

4.1.1.4 Sombreamento

Diferentemente das demais falhas, o sombreamento não foi gerado arti�cialmente para

validar os classi�cadores desenvolvidos para este trabalho. Isto se dá pois foram identi�cados, em

alguns períodos do dia, sombreamentos naturais ocasionados pelos prédios que se encontram ao

redor da planta fotovoltaica instalada. Com isto foi possível utilizar dados reais de sombreamento,

o que permitiu, além de possuir um dado mais realista do que das falhas anteriores, geradas

arti�cialmente, a coleta de uma quantidade muito maior de amostras deste caso.

4.2 SISTEMA DE MONITORAMENTO

Junto à instalação da planta fotovoltaica descrita, foi desenvolvido um sistema de

monitoramento das variáveis elétricas e ambientais que poderiam vir a servir na classi�cação

das falhas selecionadas. Esse sistema foi construído utilizando um controlador CompactRIO,

da National Instruments, o qual é programado utilizando o software LabVIEW. Também foram

instaladas duas ferramentas adicionais na CompactRIO, sendo a primeira um banco de dados

para posterior salvamento dos dados coletados e calculados e a segunda um interpretador Python

para auxiliar na implementação dos classi�cadores no sistema embarcado. A Figura 13 apresenta

a parcela do sistema de monitoramento que �ca dentro do laboratório em que foi desenvolvido e

implantado.

Esta seção abordará alguns dos principais aspectos, físicos e lógicos, acerca do sistema

supracitado.

4.2.1 Variáveis Ambientais

Além da planta fotovoltaica em si, dado o já citado impacto de variáveis ambientais

na geração fotovoltaica, também foi instalada uma estação meteorológica, a qual pode ser vista
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Figura 13 – Sistema no laboratório que inclui: (a) Inversor; (b) Quadro elétrico com equipamentos de pro-
teção; (c) Monitor utilizado para apresentar a interface homem-máquina do sistema de monito-
ramento; (d) CompactRIO; (e) Sensores de corrente CC e CA; (f) Banco de resistores utilizado
para gerar a falha de degradação; e (g) Analisador de qualidade de energia

Fonte: Autoria Própria

na Figura 14, que mede a temperatura ambiente, umidade relativa do ar, além de velocidade e

direção do vento. Além destas variáveis, também são medidas as temperaturas de dois módulos

fotovoltaicos de cadastring, utilizando sensores acoplados à suas faces inferiores, conforme

apresentado na Figura 15, bem como a irradiância solar, medida com o sensor apresentado na

Figura 16. A Tabela 2 apresenta os sensores utilizados na estação meteorológica.

Figura 14 – Estação Meteorológica

Fonte: Autoria Própria

Tabela 2 – Sensores da estação meteorológica

Variável Sensor
Irradiância Solar SP110 (APOGEE INSTRUMENTS, 2019)

Temperatura Ambiente MeteoTemp RH+T (BARANI DESIGN, 2017)
Umidade Relativa do Ar MeteoTemp RH+T (BARANI DESIGN, 2017)

Velocidade do Vento FA01 (NANHUA ELECTRONICS, 2018)
Direção do Vento FA02 (NANHUA ELECTRONICS, 2019)

Temperatura dos Módulos SFCSD 50 (KIMO INSTRUMENTS, 2012)
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