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RESUMO

Diante de variaveis que afetam o processo de uma empresa, as vezes, resolver os
problemas pelo método cartesiano torna-se muito oneroso. Neste sentido, a
modelagem e simulagdo, em especial os algoritmos de aprendizado de maquina,
podem contribuir para a melhoria dos processos de fabricagdo. Assim, o objetivo deste
trabalho, foi testar algoritmos de aprendizado de maquina para processos judiciais de
cobranga de uma seguradora, tentando prever o resultado da agédo. O método utilizado
neste trabalho foi a Modelagem e Simulagéo, onde foi possivel utilizar os algoritmos
de Redes Neurais, Regressdo Logistica e Arvores de Decisdo. Os resultados
alcangados chegaram a quase 80% de predi¢do, indicando uma adequada escolha
dos preditores. Com esta pesquisa, foi possivel demonstrar a possibilidade de
predicdo através dos algoritmos e assim, possuir mais uma ferramenta para a tomada
de decisdo durante a consecug¢ao dos processos da seguradora.

Palavras-Chave: Algoritmos, Redes Neurais, Seguradora.



ABSTRACT

Faced with variables that affect a company's process, sometimes, solving problems
using the Cartesian method becomes very costly. In this sense, modeling and
simulation, especially machine learning algorithms, can contribute to the improvement
of manufacturing processes. Thus, the objective of this work was to test machine
learning algorithms for legal collection proceedings of an insurance company, trying to
predict the outcome of the action. The method used in this work was Modeling and
Simulation, where it was possible to use the algorithms of Neural Networks, Logistic
Regression and Decision Trees. The results achieved reached almost 80% prediction,
indicating an adequate choice of predictors. With this research, it was possible to
demonstrate the possibility of prediction through algorithms and thus, have one more
tool for decision making during the achievement of the insurer's processes.

Keywords: Algorithms, Neural Networks, Insurance.
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1.  INTRODUGAO

As novas tecnologias de informagao estdo revolucionando continuamente a
forma de lidar com a comunicacdo e armazenamento de dados. O avanco da
tecnologia traz a possibilidade de medir e quantificar agdes, tomada de decisbes e
resultados empresariais, fazendo com que a analise desses dados gerados se torne
crucial para o desenvolvimento empresarial. Vale notar que quantidade de dados
gerados pode ser tao alta, que a maior parte das empresas nao consiga usufruir dos

beneficios de possuir todos esses dados.

Nesse sentido, torna-se necessario um investimento de recursos para examinar
os dados e transforma-los em informacdes. Kotler (2000), demonstra a importancia da
informacgéo, afirmando que ela é vendida e comercializada como um produto, seja ao
pagar para realizar algum tipo de curso ou ao comprar revistas ou livros. “A produgao,
a embalagem e a distribuicdo de informagdes constituem um dos principais setores

econdmicos da sociedade de hoje” (Kotler, 2000).

Para se obter uma gestao eficiente € necessario o planejamento ter como base
informacdes precisas, para que dessa forma, a tomada de decisdao se torne mais
concisa. Logo, metrificar e possuir informagdes concretas sobre o resultado de cada

acao da empresa se torna crucial em qualquer tipo de setor.

Com o objetivo de trabalhar a massiva quantidade de dados gerados fazendo
com que a maquina aponte qual pode ser a melhor escolha para uma tomada de
decisdo. Técnicas de aprendizado de maquina tém sido utilizados com sucesso para
esse objetivo. Algoritmos como as redes neurais, regressao logistica e arvore de

decisdes sao exemplos que serao citadas nessa pesquisa.

Visto que ndo existe um algoritmo pré-definido que funcione de maneira ideal
para cada tipo de problema, se torna necessario entender a fundo os detalhes do
problema tratado e por muitas vezes, realizar testes com diferentes tipos de algoritmos

para comparar os resultados encontrados.

No caso de uma empresa seguradora, mais especificamente no setor de
ressarcimento, cujo um dos objetivos € reaver um valor gasto através de processos

judiciais, a confiabilidade e quantidade dos dados trazem mais precisdo e
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confiabilidade na tomada de decisdes. Nesse sentido, um estudo para analisar e
avaliar a chance real de um processo judicial ser ou nao capaz de ressarcir um
determinado valor, pode se tornar interessante ao trazer resultados que impactam

diretamente no resultado do setor.

A principal problematica deste trabalho, se enquadra na analise probabilistica
de determinada agéo judicial, ser cabivel de ter o valor gasto da empresa B, estornado
ou ndo. Problemas para obter essa resolucao, também podem ser encontrados, como
a falta de coleta de dados ou escassez de dados para uma analise precisa, devida ao

fato da empresa B, possuir um historico curto de coleta de dados, com esse intuito.

Serao utilizadas técnicas que sao consideradas relativamente novas para o
tratamento dos dados da empresa. Sdo chamadas comumente de mineragao de
dados, ou do inglés, data mining. E como ferramentas principais estao inclusas: redes
neurais, regressao logisticas, arvores de decisdo, vetores de suportes, entre outros
citados ao longo do trabalho (GARGANO & RAGGAD, 1999).

1.1 OBJETIVO

Essa pesquisa tem como objetivo geral aplicar algoritmos de aprendizado de
maquina para buscar a probabilidade de um processo judicial a ser ressarcido da

empresa B. Como objetivos especificos tem-se:

¢ Definir os métodos de aprendizado de maquina que possibilitem a verificagao

e a viabilidade da judicializacao;

e Otimizar as tomadas de decisao para judicializagdo de um processo;
¢ Diminuicdo de custos desnecessarios com judicializagdo de processos;

e Analisar os resultados obtidos.

1.2. JUSTIFICATIVA

Atualmente, as empresas lidam com um fator inédito: a altissima quantidade de
dados. Com a competividade do mercado e a necessidade constante de reducgao de
custos, definir a melhor estratégia de vendas, tendo como base dados e analises

concretas para essa decisdo, se torna crucial para decisdes acertadas, principalmente
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quando o objetivo é concentrar os esfor¢os em apenas algumas opg¢des dentro de um

universo de escolhas.

Essa pesquisa faz-se necessaria para identificar os processos judiciais que
possuem maiores chance de se obter o valor estornado para empresa, levando em
consideragao dados como valor do processo, localidade geografica do terceiro, do

férum do processo, quantidade de movimentagdes do processo, entre outros.

Essa pesquisa também impacta positivamente a carreira profissional do
pesquisador, pois aumenta a gama de oportunidades dentro da area de ciéncia de

dados e afeta de maneira positiva a imagem dentro da companhia.

Assim essa pesquisa contribuira para dar parametros de resultados para
empresa em analise e para empresas que também possuem o processo de

ressarcimento de valores.
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2. REFERENCIAL TEORICO

Para alcancgar e abordar o tema de maquina de aprendizado, se faz necessario
comentar brevemente sobre mineragao de dados e analise de dados, visto que séo

essenciais para a aplicar os modelos de aprendizado de maquina.

O aprendizado de maquina esta dentro da area da inteligéncia artificial. A
inteligéncia artificial utiliza a técnica de obter conhecimento através de amostra de
dados, ou seja, simula o ato humano de adquirir habilidade através da experiencia.
Para cumprir esse objetivo, sdo utilizados uma série de algoritmos que possuem a
capacidade de classificar conjuntos de elementos. Entende-se que classificagéo, € o
processo de atribuir a um dado uma variavel resposta, ou um rétulo a qual ele
pertence. Portanto, dado um conjunto de dados, a maquina, deve ser capaz de rotular
corretamente cada conjunto (REZENDE et al., 2003).

Para Lorena (2007) o aprendizado de maquina, € uma técnica que é aplicada
um principio de inferéncia denominado indugado, logo pode ser dividido de duas

formas, supervisionado e n&o supervisionado.

No aprendizado supervisionado, um agente externo fornece a maquina os
rétulos corretos para os conjuntos, ou seja, nesse tipo de aprendizado é fornecido a
variavel resposta correta, e entdo o algoritmo se ajusta baseando-se nos rétulos
fornecidos (SANTOS, 2019).

Ja no aprendizado n&o supervisionado, ndo existe a presenga do agente
externo fornecendo a variavel resposta correta, nesse método, o algoritmo absorve e
processa as entradas, analisa as saidas e o seus padrdes, e classifica
automaticamente (FERNEDA, 2006).

Sendo muito utilizado, a area de aprendizagem de maquina possui métodos
que mesmo dado um pequeno conjunto de dados, é feito a busca por padrdes, o que
possibilita a classificacdo de dados. Essa abordagem, pode ser utilizada para realizar
predicdes de diversas situagdes, como por exemplo prever diagnosticos (PRATI e
CRISTIANO, 2006).

A anadlise prescritiva, de acordo com Blanchard e Morison (2013), sdo a
utilizacao de padrdes que foram encontrados no passado, para sinalizar tendéncias
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futuras. Sao coletados dados de anos anteriores da empresa, geralmente dando foco

em uma area de negdcio da organizagdo ou em uma determinada agao especifica.

De acordo com Silveira (2013), com a alta quantidade de dados gerados por
uma empresa, e 0 ambiente corporativo vem se mostrando cada vez mais competitivo,
e assim a analise de dados se torna uma ferramenta crucial, para o processo decisorio
do médio e alto gerenciamento, pois subsidia com informacgao e da suporte a tomada
de decisdo. Carvalho (2019), ilustra a enorme quantia de dados gerados por dia; o
projeto Genoma, possui bilhdes de bases genéticas, armazenando, milhares de dados
para cada uma dessas bases; ou entao, instituicdes que mantém repositérios com

milhares de transagdes dos seus clientes.

Essa alta densidade de dados ocasiona com que, as técnicas tradicionais de
tratamento de dados, se tornem ultrapassadas, principalmente devido a essa alta
quantidade de informacdo. Com o objetivo de suprir essa necessidade, no final da
década de 80, surge o Data Mining, traduzido para o portugués como Mineragao de
dados (FREITAS, 2019).

Lorose (2005), afirma que as empresas investem um alto capital na coleta de
dados, e muitas vezes nenhuma informacéo util é identificada, fazendo com que a
Mineracdo de Dados, se torne tdo importante e promissora. Nao somente pela
iniciativa privada, afirma Chakrabarti (2006), mas o setor publico e o terceiro setor
(ONGt’s) também podem usufruir do Data Mining, porém corre o risco de serem ricos

em dados, mas pobre em informagao.

Para Camilo e Silva (2009), a Mineragédo de Dados € um assunto considerado
multidisciplinar, e varia de acordo com o autor ou com o campo de aplicagao, contudo,
de forma geral, ha trés areas que sao mais utilizadas e representativas no Data Mining,
que seriam: A estatistica, o aprendizado de maquina (do inglés Machine Learning) e

0 banco de dados.

Para Hand et al. (2007), com uma visao estatistica, a "Mineragéo de dados ¢ a
andlise de grandes conjuntos de dados a fim de encontrar relacionamentos
inesperados e de resumir os dados de uma forma que eles sejam tanto uteis quanto

compreensiveis ao dono dos dados".
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Abordando por uma perspectiva de banco de dados, Camilo (2010), afirma que
a Mineracdo de Dados, busca nao s6 dados que sejam utilizaveis, mas também
compreensivel ao usuario. Ele também diz que “Mineragdo de Dados € um campo
interdisciplinar que junta técnicas de maquinas de conhecimentos, reconhecimento de

padrdes, estatisticas, banco de dados e visualizagao”.

E por fim, de uma perspectiva de banco de dados, Bernardi (2010), afirma que
a mineracao de dados ainda é limitada por fatores computacionais, mesmo utilizando
certos algoritmos de descoberta e ainda € considerado um dos passos para a

descoberta de conhecimento dentro de um topico.

Com o objetivo de elucidar o foco da Mineragao de dados, Witten et al. (2000),
expde exemplo de setores que o Data Mining, € mais efetivo: Em bancos ou servigos
de “Telemarking”, para a identificando padrées no comportamento do cliente para
auxiliar no seu tratamento, ou melhoria no acesso a sua informagao; No setor da
saude, aumentando a precisdo de diagnosticos; Na area de seguranca digital,
identificando padrées de comportamento especificos, para antecipar ataques

terroristas.

Ponniah (2001) também cita areas em que a Mineragao de dados pode trazer
melhorias, como por exemplo: A Logistica, com aprimoramento nas escolhas de rotas
e distribuicdo de produtos; No Marketing, melhoria no direcionamento da publicidade;

Vendas, identificacdo do padrao de consumo dos clientes.

Para Santos et al. (2007), o processo de Mineragcao de Dados € uma das etapas
de outro processo, nomeado de KDD (Knowledge Discovery in Databases). Segundo
Santos et al (2007), O KDD, surge com a mesma perspectiva do Data Mining, suprir a
necessidade que a era da informagao trouxe: Tratar de forma efetiva, a grande
quantidade de dados gerados pela empresa. Ainda para o mesmo autor, o KDD
engloba a Mineragéo de Dados, pois ele seria todo processo que transforma os dados

em conhecimento, um processo realizado de acordo com a figura 01.
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Figura 01 — Processo KDD

Aw II agle
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Fonte: Adaptado de Camilo e Silva (2009)

Storopoli (2016) define o KDD, como um processo complexo, que busca
encontrar novos padrdes, que sejam pertinentes e proveitosos para determinada

acdes da empresa.

Silveira (2013), diz que geralmente, essa alta quantidade de informagéo fica
armazenada de formas diferenciadas entre si, como em banco de dados, documentos
ou arquivos. Com o objetivo de unificar essa informagcédo em um apenas um local,

surgem o Data Warehouse (DW).

Ainda Silveira (2013), para transformar essa alta quantidade de dados em
informagédo e sob a mesma o6tica do Data Warehouse, as aplicagbes OLAP (Online
Analytical Processing), séo ferramentas, com o objetivo de analisar essa alta quantia
de dados para determinado objetivo, conectam-se com o DW e tornam possivel
aplicacoes de diversas fungdes de analises. Logo, o OLAP, além de gerar uma
interface amigavel, o usuario (ainda que geralmente tenha a necessidade de ser
capacitado) € capaz de manipular os dados para gerar relatérios analiticos, tabelas

pivd, graficos, entre outros.

De acordo com Turban, Sharda e Arason (2009), tanto o DW e o OLAP, séo
ferramentas tecnolégicas conhecidas como Business Intelligence (Bl), que abordando
de forma superficial, tem como o objetivo, ja citado, de colher dados e organizar, para
suporta a algum tipo de deciséo.

Cabe introduzir brevemente o conceito principal de cada uma das principais
tarefas que a mineracdo de dados pode realizar, visto que sera utilizado como
ferramenta de analise dos dados coletados.



15

De acordo com Camilo e Silva (2009), a tarefa de classificagéo € considerada
uma das mais comuns, ela tem utiliza de dados prévios de determinado objeto e entao
o classifica, alocando-o em um grupo. Por exemplo, tendo como base de dados
informacdes de varias classes de uma escola, com a classificagcdo, € possivel

determinar para qual classe um aluno novo devera ser alocado.

A tarefa de regressao ou estimagao, € semelhante a de classificagdo, contudo
ao invés de utilizar valores categoricos, utiliza valores numeéricos. Ela, assim como a
de classificagao, absorve dados de determinado objeto ja classificados e perante a
um novo objeto, é capaz de classifica-lo, porém na regresséao, de forma numérica. Por
exemplo, ao absorver dados de gastos médios de varias familias no periodo de inicio
do ano letivo dos filhos, ela é capaz de obter uma quantia numérica de qual ira ser o
gasto de outra familia (CAMILO; SILVA, 2009).

A tarefa de agrupamento ou do inglés, clustering, tem como objetivo agrupar
objetos com tragcos em comum, facilitando a visualizagdo de padrdes ou nichos. Como
diferenciagcao das anteriores, ela ndo necessita de dados ja classificados, visto que
ela nao tem como resultado final, predizer ou estimar o valor de uma variavel. Ela
pode ser util para segmentar um nicho de produto ou identificar comportamentos

humanos especificos que resultam em a¢des indesejadas (CAMILO; SILVA, 2009).

Ainda de acordo com Camilo e Silva (2009) a tarefa de associacao é uma das
que obtém melhores resultados, ela utiliza o a l6gica condicional, identificando quais
objetos estdo relacionados entre si. Esse tipo de tarefa € muito utilizado para encontrar
produtos do mercado que sao vendidos em conjunto como o a carne e a cerveja.
Também pode ser utilizado para encontrar efeitos colaterais causados por
medicamentos ou perfis de usuarios que correspondem positivamente a um tipo

oferta.
2.1 MODELOS DE CLASSIFICACAO
2.1.1 Baesiyano

De acordo com Kinas e Andrade (2017) afirmam que para realizar uma analise
estatistica, geralmente s&o utilizados dois métodos, o convencional ou o bayesiano.
O modelo convencional é de fato o mais utilizado, principalmente por motivos

histéricos e por obstaculos computacionais. Contudo, essa soberania tende a mudar,
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devido as vantagens claras do modelo bayesiano, como por exemplo Kinas e Andrade
(2017) citam “o modelo bayesiano nao precisa necessariamente estar associada a
fendmenos medidos por frequéncia relativa ou entdo a maior proximidade do conceito
popular de probabilidade, pois colhe a probabilidade como uma medida racional e

condicional de incerteza.”

De acordo com Souza (2016), a principal caracteristica da inferéncia bayesiana
€ que ela aborda um parametro 8 de uma distribuigdo f(x|6) como uma variavel
aleatdria. Ou seja, € um modelo que considera o quanto o pesquisador conhece sobre

0 experimento, antes de realizar a amostra.

Para Ehlers (2003) a ideia do teorema de bays, consiste em que o pesquisador
desconhece sobre a variavel, ou seja, o valor de 6 é desconhecido e o objetivo é
justamente, diminuir esse fator. E intuitivo que, conforme o observa-se em uma
quantidade aleatéria X, o desconhecimento de 6 tende a diminuir, sendo que ele esta

resumido probabilisticamente através de p(6), de acordo com a figura 02.

Figura 02 — Férmula bayesiana

/(0,7) _ plz|0)p(d) _ p(z|0)p(d)
p(x) p(x) [ p(0,z)d6

p(0lz) =1

Fonte: Prépria (2019)

1/p(x), ndo depende de @, ele € uma constante normalizadora de p(6|x).
A forma usual esta representada na figura 03.

Figura 03 — Férmula bayesiana usual

p(0|xz) oc L(0; z)p(R).

Fonte: Prépria (2019)

Cujo escrita seria: distribuicdo a posteriori o< verossimilhanca x distribuicdo a

priori.
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2.1.2 Arvore de Decisdo

A arvore de Decisdo se inclui em um método utilizado para a classificacdo de
dados, segundo Breiman (1984), € um modelo, que metaforicamente, representa uma
arvore invertida, com “nés e ramos”. O primeiro nd, seria a raiz, os seguintes séo
formados através de decisdes baseadas no né raiz. Cada né seguinte do noé raiz, é
uma avaliagdo e resolugédo do no raiz, formando assim os ramos. No fim da Arvore de
Decisdo estdo as folhas da arvore, que representa a previsao ou resolugao da raiz,

conforme a figura 04.

Figura 04 — Arvore de deciséo

Teste de Atributo

'leste de Atributo @ &ste de Atributo ﬂ &ste de Atributo ﬂ2

Fonte: Prépria (2019)

Para Gama (2000), a Arvore de Decisdo, utiliza de um método comum e tatico
para a resolugao de problemas. Ela subdivide esse problema em outros menores, para

assim ser possivel tratar cada um deles individualmente e com melhor foco.

Quando ha necessidade de visualizar e representar os resultados de forma
hierarquica, o modelo da arvore de decisao, € o unico capaz de trazer esse beneficio.
Com o problema dividido e ranqueado de forma estruturada, a tomada de decisao
tende a dar maior consideragcao para os problemas cujo seriam os de maior
importancia, os do topo (COLARES, 2010).

A Arvore da Decis3o se torna uma ilustragéo de facil compreensao para a base

de codigo computacional. Onde, por exemplo, cada ramo se torna uma regra do tipo
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“se-entao” (INGARGIOLA, 1996). Witten e Frank (2000) afirmam que atualmente, ha

uma grande quantidade de algoritmos que utilizam a Arvore da Decisdo como base.

Com o intuito de evitar erros e avaliar a qualidade da Arvore de Decisées,
Bradzil (1999), afirma que é adequado aplicar testes com dados que nao foram
utilizados na criacdo do modelo, estimando também, a capacidade com que a Arvore
de Decisdo tem de se adequar a novas situagdes e o quanto ela € capaz de

generalizar os dados.

2.1.3 Redes Neurais

Ainda sobre mineragao de dados, e com o objetivo de predizer de informacgdes,
Martins et al (2008), diz que Redes Neurais, procura de uma forma simples, traduzir o
mesmo método que animais usam para aprender algo, utilizando a experiéncia, para

modelos matematicos, logo, como o préprio nome diz, é inspirado em redes neurais.

Um neurdnio biolégico € constituido por um nucleo, a soma, citoplasma, uma
membrana celular e os caminhos de entrada e saida, os dendritos e os axénios,
respectivamente. Nota-se que os axbnios sao geralmente mais extensos se
comparados com os dendritos (MARTINS et al, 2008).

Ja em uma rede neural artificial, os dendritos, assim como os neurénios
biolégicos, sdo os caminhos de entrada de dados, “os pesos” seriam as sinapses do
neurdnio, a “funcado de soma” sdo os estimulos que o neurdnio recebe e a “fungao de
transferéncia” seria o limiar de descarga, ou seja, cada elemento do neurénio biolégico

€ representado no neurénio artificial, conforme a figura 05 (Tafner, 1998).

Figura 05 — Neurdnio unico
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ENTRADAS SAIDA
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Fonte: Adaptado de Tafner (1998)
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Assim como o sistema bioldgico, as redes neurais artificiais recebem toda a
informacéo, de diferentes entradas, e a distribui de forma coordenada para todo resto
do organismo. “Normalmente as informagbes armazenadas por uma RNA sao
distribuidas para todas as unidades de processamento, estando isso diretamente
ligado ao sistema atual dos computadores, de armazenar informagao em um endereco
de memdria” (FINOCCHIO, 2014).

As saidas de um neurbnio, se tornam as entradas para outro, construindo
ligacdes, ocorrendo a unido de diversos neurbénios onde se formam as sinapses e as
informacdes sao transportadas. Esse conjunto de neurdnios artificiais representa uma
rede neural artificial. Tendo a perspectiva como um todo em uma rede neural, cada
conjunto de neurdnio artificial assume uma fungéo, ou seja, cada neurénio fica com
uma parte do processo, neurdnio de entradas, os neurbnios intermediarios e os

neurénios de saida (Tafner, 1998).

Para exercer o aprendizado maquina nas redes neurais, o algoritmo trabalha
alterando os pesos nos neurbnios artificiais, esses pesos, ja iniciam com um
parametro definido para evitar erros ou desvio bruscos. Vale notar que os RNAS, sao
feitos com uma base de dados ja existente, geralmente experimental e quanto maior
for essa base de dados, mais “experiéncia” o RNA tera, logo essa quantidade de torna

importante para a qualidade do resultado final (Finocchio, 2014).

Ao finalizar a construgdo do modelo, e caso se deseje adicionar uma nova base
de dados, a rede neural irda recomecgar, ou seja, sera calculado novas estaticas
baseadas nos novos dados, logo a rede tera que calibrar e aprender novamente
perante os novos dados. Assim que a rede neural estiver com aprendizado suficiente,

ela sera capaz de obter previsdes dos dados de entrada (FINOCCHIO,2014).

2.1.4 Regressao Logistica

A Regressao Logistica é utilizada para suprir necessidades que outros métodos
nao conseguem obter, como por exemplo a regressao linear simples ou multipla. Ela
€ utilizada, principalmente quando é necessario utilizar a variavel dependente
qualitativa e € expressa por duas ou mais categorias, logo, admite mais do que um
unico valor. A Regressao Logistica busca prever a chance de determinado
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acontecimento ocorrer ou nao, ou seja, encontrar a probabilidade de ocorréncia
(Figueira, 2006).

Os valores que a variavel dependente pode assumir sdo nominais, ordinais ou
binarios, sendo que para cada caso € utilizado um tipo de Regresséo Logistica.
Quando a variavel é ordinal, existe uma disposi¢do ordenada entre os valores, entao
se enquadra no cenario de Regressao Logistica Ordinal. Ja quando ndo ha uma ordem
correta entre os valores, se enquadra em Regressdo Nominal. Quando a variavel
resposta apresenta apenas 2 valores, entdo seria para a Regressao Logistica Binaria.
Ha casos em que existe mais de uma variavel independente, portanto se enquadra
em uma Regressao Logistica Mdultipla. E por fim, é cabivel que, a variavel dependente,
com natureza nominal, possua mais de dois niveis de codificagdo, logo uma

Regresséao Logistica Multinominal. (Figueira, 2006).

Camargo, Camargo e Araujo (2012), citam que Abordando a Regressao
Logistica de uma forma geral, a probabilidade de ocorrer um evento, de acordo com

a figura 06.

Figura 06 — Regresséo logistica
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Fonte: Prépria (2019)

Nota- se que uma das vantagens da regresséo logistica é o fato de ela possuir
um alto indice de generalidade. Nota-se que essa caracteristica é reafirmada devido
a sua curva no formato de letra S, variando os valor de X e com determinado valores
para os coeficientes BO0,B1,....Bp. Portando quando g(x) tende ao infinito
positivo(sinal), entdo P(Y=1) tende a 1 e quando g(x) tende ao infinito negativo (sinal),

entdo P(Y=1) tende a 0. (Camargo, Carmargo e Araujo 2012)
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2.1.5 Maquina de Vetores de Suporte

A Maquina de Vetores de Suporte (Support Vector Machines- SVMs) foi criada
em 1995 por Vapnik, ela é empregada para a classificagado de dados, cujo tinha como
objetivo inicial apenas a classificacdo de padrées linearmente separaveis. E uma

técnica baseada na Teoria de Aprendizado Estatisticos (Lorena e Carvalho 2003).

A técnica Maquina de Vetores de Suporte fundamenta-se em Teorias
Estatisticas e tem sido cada vai mais utilizada para a detecgéo de padrdes (Cristianini
e Shawe-Taylor, 2000). Principalmente, por se destacar com melhores resultados se
comparada a algoritmos similares. Fato relatado em tépicos como, o reconhecimento
facial (HEARST ET AL., 1998), em classificacdo de textos (HEARST ET AL., 1998) e
em areas de biologia que utilizam a aplicagdo de técnicas de informatica (Zie net al.,
2000). Ja em outros, o algoritmo SVM se iguala, como com as Redes Neurais
(HAYKIN, 1999).

A técnica de Maquina de Vetores de Suporte, se destaca quando é utilizada
com o foco em algumas caracteristicas, como: A possibilidade de 6tima qualidade de
generalizacao, os classificadores encontrados pela SVM, geralmente atingem 6timos
resultados de qualificagdo, ou seja, independente dos dados utilizados o SVM
encontra bons preditores ou entdo na Convexidade da funcéo objetivo, o SVM possui
apenas um minimo global, uma vantagem quando comparada com Redes neurais,

que possui minimos locais que necessitam ser minimizados (SMOLA et al., 1999).

O SVM separa e classifica, agrupando as variaveis em um unico hiperplano,
quando bem otimizado e oferecido uma base de dados, cuja ndo a necessidade de
ser grande, o SVM estabelece uma linha de separagao clara entre as duas classes.
Os objetos, chamados de vetores de suporte (Suport Vector — SV) sdo os que se
localizam na linha da fronteira entre a separacéo entre as classes e a segunda classe.
“A solugao para o problema de classificagao é representada pelos vetores de suporte,
os quais sao fundamentais na determinag¢ao do hiperplano de separagdo com margem
maxima.” (SOARES, 2008).
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2.2 MODELO DE REGRESSAO
2.2.1 Linear e Nao Linear

A regresséo linear tem como principal objetivo encontrar previsdes, ela
pesquisa numericamente, a relacdo entre variaveis. Uma das suas principais formas
de uso, € de encontrar como o valor do délar varias de acordo como crescimento
econdmico do Brasil, por exemplo. Vale notar que, para que a regressao linear seja
aplicavel, é necessario que haja uma relagcéo entre as duas variaveis (PETENATE,
2019).

Para facilitar o entendimento do conceito de regresséao linear e nao linear,
primeiramente cabe explicar a diferenca entre os dois modelos. Para Thomas (2016),
de forma simplificada, a principal diferenga é que no modelo n&o lineares, sao
caracterizados por fungdes, ja nos modelos lineares sdo compostos por variaveis
dependentes, portanto nos modelos nao lineares, € preciso que pelo uma das

variaveis dependa de um dos parametros.

Para Zeviani, Junior e Bonat (2013): “O modelo estatistico € linear se a
quantidade de interesse, geralmente a média de Y, é funcéao linear dos parametros,
caso contrario € nao linear’. Também afirmam que a motivagcado para optar por um
modelo ndo linear geralmente ndo € empirica e que possui vantagens sobre a
regressao linear como poderem serem parasimoniosos, ja que possuem menos
parametros ou entdo por serem baseadas em teorias ou principios fisicos, quimicos
ou bioldgicos. Contudo, também possui uma desvantagem critica, por necessitarem

de procedimentos iterativos e de valores iniciais para os parametros.

Os modelos nao lineares sao utilizados em diversos campos, como por
exemplo para determinar o crescimento de vegetais com base na quantidade de
nutrientes que ele recebe, ou entdo em o quao efetivo a aplicacdo de catalizadores

sdo, em reagdes quimicas (THOMAS, 2016).
2.2.2. Modelo de Regresséao Florestas Aleatorias

O modelo de regressao de florestas aleatodrias, ou do inglés, Randon Forest, é
um algoritmo de aprendizagem que se demonstrou extremamente eficaz e simples de
ser utilizado, o que o tornou um dos algoritmos mais utilizados. O algoritmo funciona

criando uma “floresta” de arvores de decisdes e por fim realiza uma combinacio entre
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elas, com o intuito de obter maior precisdo. Cada arvore de decisdo possui
ramificagdes, nés e folhas, por onde serdo feitas analises légicas condicionais (se
entdo). Vale notar que ha uma diferenga entre arvores de decisdo e florestas
aleatdrias, enquanto a arvore de decisao, cria regras e nodos conforme aprende e

recebe informacgdes, a Randon Forest, faz isso aleatoriamente (DONGES, 2018).

Como vantagem do uso desse modelo, é que ele pode ser utilizado tanto para
regressado quanto para classificagdo, ele € um algoritmo de facil compreenséao e é
simples de identificar o grau de importancia atribuido para cada entrada, além de ter
a possibilidade de trabalhar com dados sem a necessidade de um pré-processamento.
Contudo, caso ocorra de haver um numero muito elevado de arvores no algoritmo,
isso pode aumentar consideravelmente o tempo de processamento o tornando ruim

para previsao de necessidade imediata (DONGES, 2018).

2.3. MODELO DE ASSOCIACAO
2.3.1 Algoritmo A Priori

Entre as regras de associagao, o algoritmo a priori € o que mais se destaca,
principalmente por ser capaz de trabalhar com um grande numero de atributos, o que
resulta em uma vasta opcgao de alternativas combinatdrias, e realiza essa tarefa com
um baixo tempo de processamento (Agrawal& Srikant, 1994), foi inclusive, apontado
como algoritmo mais promissor de geragcao de regras pela International Conference
on Data Mining (ICDM) (Wu et al., 2007).

O algoritmo a priori, funciona encontrando conjunto de padrdes, os conjuntos
que acorrem com maior frequéncia sdao mantidos, e os com menor frequéncia séo
eliminados, avaliando as associacbes e retornando associagdes com base em
critérios de confianga e suporte (ROMAO, 2002).

2.4. MODELO DE AGRUPAMENTO
2.4.1. K-Means

O K-means é um algoritmo de aprendizado n&o supervisionado, ele é um
método de agrupamento (ou clustering), cujo divide os objetos de dados em grupos

(k-grupos) onde cada uma das observacgdes pertence ao grupo mais préximo da
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meédia. Ao criar essas particdes o K-means gera um diagrama de voronoi, cujo pontos
centrais seriam como “centros de gravidade” ou centroides e as divisdes seriam cada
grupo, ilustrado na figura 07. (TAKAHASHI& BEDREGAL, 2005).

Figura 07 — Diagrama “K-means”

Fonte: Prépria (2019)

Esse algoritmo pode ser utilizado em formar distintas, como para agrupar
produtos com base na velocidade de venda deles ou do custo, ou entdo para agrupar
cliente com base em métricas selecionadas. Uma das suas principais desvantagens
€, cujo € um obstaculo comum em algoritmos com esse objetivo, é a dificuldade do
algoritmo de quando encontra o minimo local, encontrar o minimo global, que seria o
ideal. Outra dificuldade seria pela necessidade de identificar o que significa cada
cluster, pois o algoritmo ndo demonstra, o que cabe a interpretacdo do analista
(SAMPAIO, 2018).

2.4.2 DBScan

A Clusterizagéo Espacial Baseada em Densidade de Aplicagdes com Ruido ou
DBScan, € um método de agrupamento sem a necessidade de parametrizagao
proposto por ESTER et al (1995).

O algoritmo DBScan trabalha de uma forma bem parecida como K-means,
agrupando pontos similares no mesmo espago, porém ele tem como vantagem, nao
ter a necessidade de o analista informar o niumero de cluster através de algum tipo de
métrica, o préprio algoritmo ja é capaz de realizar isso, além de ter uma velocidade de
processamento maior se comparado como K-means. Como desvantagem do

algoritmo, entra o fato dele nao trabalhar bem quando lida com uma variedade muito
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grande de densidades, caso essas densidades sejam umas muito proximas das outras
(LUTINS, 2017).

O método de funcionamento do DBScan é relativamente simples, assim como
ilustrado na figura 08, ele seleciona um ponto aleatdrio, traga uma circunferéncia ao
redor desse ponto, de raio definido e os pontos g estdo inclusos dentro dessa
circunferéncia serdo pertencentes a um agrupamento, 0o mesmo é realizado com cada
ponto desse cluster, incluindo todos os pontos que estiverem dentro da circunferéncia,
quando os pontos acabarem o algoritmo busca outro ponto aleatério e inicia o
processo novamente (MAXWELL, 2016)

Figura 08 — “DBScan”
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Fonte: Prépria (2019)
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3. METODOS E TECNICAS DE PESQUISA

A natureza dessa pesquisa se enquadra como quanti-qualitativa. Para Creswell
e Plano Clark (2011) esse método de pesquisa é a unido das duas técnicas qualitativa
e quantitativa em um unico tipo de pesquisa. Pelo fato de o estudo na area de
engenharia de produgao possuir uma grande variedade de elementos e por explorar
questdbes pouco estruturadas, a pesquisa quali-quantitativa se torna adequada
(ENSSLIN e VIANNA, 2008).

Quanto ao objetivo da pesquisa, ela é de carater explicativo “tem por objetivo
explicar a razédo das coisas” (PIOVESAN e TEMPORINI, 1995). Esse tipo de pesquisa

propde explicar de forma fundamental fenémenos (DUARTE, 2017).

Referente ao método utilizado nessa pesquisa, ela se enquadra como
simulacédo e modelagem. A simulagdo € um método pouco utilizado nas ciéncias
sociais, se comparado ao estudo de caso, ele necessita de um ambiente virtual. Essa
metodologia geralmente utilizada para testar um modelo ou entdo realizar
expectativas futuras para determinada situacdo, “a simulacdo se presta tanto no

contexto de descoberta quanto no contexto da prova “ (VICENTE, 2004).
3.1. As etapas para realizar o trabalho

Para realizar as etapas do trabalho descritos acima, sera utilizado a linguagem
de programagao Python em ambiente IDE Anaconda, com bibliotecas especificas de

analise de dados.
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4. DESENVOLVIMENTO DO TRABALHO
4.1 A EMPRESA

A empresa B, € uma empresa brasileira, de grande porte, fundada em 1945 e
possui sedes no Brasil, Uruguai e Argentina. E uma empresa securitaria que possui
diversos servigos como seguro de vida, seguro de residéncia, seguro para animais,

seguro odontoldgico, entre outros.

Apesar da diversidade de servicos ofertados, a maior parcela de faturamento
da empresa é resultado do seguro de automéveis. Esse cenario ocorre por diversos
fatores internos e externos, mas principalmente por ser um dos primeiros servigos que
a companhia ofertou, portanto esta enraizado e amadurecido dentro da empresa.
Dessa forma, ela apresenta exceléncia na prestagao desse servico, visto que colhe

resultados lucrativos até os dias de hoje.

Vale ressaltar também, a vantagem histérica brasileira para servigos
automobilisticos. Esse servico é impulsionado pela predominancia rodoviaria que o
sistema logistico brasileiro oferece, ocasionando uma alta de demanda de seguros de
automoveis. Vale ressaltar que de acordo com o Denatran, o Brasil tem uma média

de um carro para quatro habitantes.

Com o objetivo de abordar o assunto ressarcimento no ramo de seguros, cabe

abordar os principais termos técnicos da area.

Um dos principais termos utilizados no meio de seguros € a palavra sinistro.
Um sinistro ocorre quando um bem do segurado sofre um prejuizo material, como por
exemplo, quando um automoével que esta segurado pela companhia sofre um acidente

de transito.

Outro termo também utilizado é o termo apdlice de seguro. A apdlice de seguro,
€ justamente o seguro de vida, ou de automadvel. Seria 0 documento emitido por uma
seguradora. Portanto caso um individuo possua uma apdélice de seguro, significa que

ele possui um bem material segurado.

Quando se ha pretensao de se referir ao individuo que nao possui seguro
dentro da companhia, geralmente esse individuo é referido como “terceiro”. Ou seja,
em um acidente de transito que ha dois individuos envolvidos € um deles sendo o

segurado, o outro sera referido como “terceiro”.
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Outro jargao importante para ser descrito € o termo “ressarcido”. O termo
“ressarcido” ou “passivel de ressarcimento” refere-se a um sinistro cujo é possivel

reaver o prejuizo causado pelo terceiro em um bem material segurado pela empresa.
4.2 SEGUROS DE AUTOMOVEIS E SEUS PROCESSO0S

Com o objetivo de abordar o assunto de ressarcimento de valores dentro do
cenario de uma seguradora, torna-se necessario descrever todo o fluxo de
ressarcimento, desde a ocorréncia de um sinistro, até o momento que o terceiro realiza
o devido pagamento a companhia. Dessa forma, ficara mais claro, para tratar do

assunto em questdo e mensurar os ganhos desse trabalho.

O processo inicia com a ocorréncia de um sinistro, por exemplo, um acidente
de transito com uma colisdo na traseira no veiculo do segurado. Tratando de forma
legal, acidentes de trénsito com colisdo traseira, geralmente a responsabilidade n&o
recai sobre o veiculo que teve a traseira danificada e sim o outro. Dessa forma, como
a responsabilidade do acidente ndo € do segurado, cabe ao terceiro arcar com 0s
prejuizos do acidente. Portanto, esse tipo sinistro €& direcionado para o setor

ressarcimento.

Em resumo, o segurado aciona o seguro e a companhia cobre os gastos do
acidente de imediato, independentemente de a responsabilidade ser ou ndo do

segurado.

Esse sinistro, € encaminhado para analise da companhia e nessa etapa €
avaliado se o sinistro € cabivel de ressarcimento ou ndo. Essa analise é feita por
analistas, com pouca utilizacdo de rotinas automatizadas. Sao utilizadas informacdes
como: descrigao do segurado sobre o acidente por escrito no sistema, descricdo do
acidente por contato telefénico, analise da dindmica acidente e conhecimento tacito

do analista.

Caso o sinistro seja julgado como passivel de ressarcimento, esse sinistro é
encaminhado para o setor do ressarcimento e se inicia o processo de cobranca do
terceiro. Caso o terceiro decida entrar em um acordo amigavel, é gerado um acordo e
o terceiro realiza o pagamento do débito para a companhia. Contudo, caso o terceiro
negue o acordo amigavel, é iniciado um processo judicial, e como fim do processo, o

terceiro ira pagar ou nao esse débito, de acordo com a decisdo judicial.
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O estudo desse trabalho é realizado nas etapas finais do processo, quando é
iniciado o processo judicial, pois sdo coletados diversos tipos de dados que sao
cruciais para esse estudo, como dados do terceiro, regido do processo judicial, dados
dos advogados envolvidos, entre outros. Nessa etapa do processo, torna-se
importante encontrar quais processos terao maior probabilidade de serem ressarcidos
ou nado, para reduzir ou evitar gastos desnecessarios da companhia. Logo é a partir
dessa necessidade e utilizando os dados citados que sera aplicado o machine

learning.
4.3 WEKA E PYTHON

Para desenvolver os modelos de machine learning, como se tem o intuito de
aumentar o aprendizado, foi utilizado ndo s6 o software WEKA, mas também a

linguagem Python no IDE Jupyter Notebook.

De acordo com Markov e Russel (2006), o WEKA é software que contém uma
colecao de algoritmos de aprendizado de maquina. Com essa ferramenta é possivel
nao so preparar os dados e aplicar modelos de regressao, agrupamento e regras de

associacido, mas também é possivel visualizar os resultados obtidos.

Por se tratar de um software de cédigo aberto, eficaz para processar big data e
deep learning e possuir cursos gratuitos, tem sido amplamente utilizado pela

comunidade de data science.

Para desenvolver os modelos, também foi utilizada a linguagem Python. Para
Grus (2019), a linguagem Python € uma das melhores escolhas para lidar com
tratamento e modelagem de dados. E uma linguagem gratuita, de rapido e simples
aprendizagem e principalmente, possui diversas bibliotecas que auxiliam no

desenvolvimento.

Ainda para Grus (2019), ainda que haja outras linguagens consideradas mais
robustas, seguras ou estaveis, ao se trabalhar com dados com o objetivo de
assertividade e velocidade de entrega sem perca da qualidade, a escolha acaba por

ser a linguagem de programagao Python.
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4.4 APLICACAO DO “MACHINE LEARNING”

Com o intuito de comparar métodos e verificar qual trara um melhor resultado
para o problema proposto. Foi feito a modelagem com trés métodos, sendo eles: Rede

neural, arvores de decisao e regressao linear.

Nesse capitulo serdo descritas as etapas do codigo desenvolvidos de forma
resumida. Ou seja, ndo sera comentado e explicado cada linha do cédigo, e sim o

intuito por tras de cada bloco de Iégica de programacéao desenvolvido.
4.4.1 Rede Neural

Para o método de redes neurais, foi utilizado a linguagem Python no IDE
Jupyter Notebook. Para realizar o desenvolvimento, como passo inicial, € necessario
tratar os dados da base de dados. Inicialmente, foi necessario trocar valores ou “flags”
como “Sim” e “Nao” para valores numéricos, com “sim” igual a 1 e “nao” igual a 0.

(conforme figura 09).

Figura 09 — Tratamento dos dados com valores categoéricos

my_data.head(3)

Valer
Marca Ramo UF Foro Reu da  Escritério tipo_distribuicac penhorado suspenso acordo sentenca cumprimento_de_sen
Causa

Sperotto
0 Porto Elgizg SC CENTRAL CELESCDISTRIBUIGAOS A 333348 Advogados SORTEIO [} ] 0 1
Associados

Sperotto
880397 Advogados SORTEIO o o o 0
Associados

1 Poro Dano o central  COPELDISTRIBUICACS/A-

Elétrico PARANA

2 Porto Dano PR FAZENDA

Elétrico PUBLICA COPEL &118.41 Van Cleef SORTEIO o o o 0

Fonte: do autor (2021)

Logo apds, com um objetivo semelhante, € necessario utilizar uma técnica
chamada de “onehotencode” para transformar campos que estao em texto em campos
numeéricos. Dessa forma o algoritmo consegue interpretar vetores de tipo string, como

por exemplo um vetor de cidade que esta presente na base de dados (figura 10).
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Figura 10 — Aplicagao do “OnehotEncode”
In [59]: #ONEHOTENCODE,

# seleciona para X apenas as colunas g sao objecto, ou seja as qQue vao ser transformados pelo hotenc
% ohc marca = X[['Marca']l]

x _ohc_escritorioc = X[['Escritério’']l]

®_ohc _ramo = X[['Ramo']]

x_ohc foro = X[['Foro'l]

x ohec uf = X[['UF']]

®_ohc _reu = X[['Reu']]

x_ohc distribuicao = X[['tipe_distribuicao']]
#faz o onehotencod e ja passa para np array
#Reu

#faz uma lista com os valores unicos da coluna

% ohc reu = my data['Reu'].values.tolist()
x ohc_reu unico = list(set(x_ohc_reu))

#cria um dicionario para gquardar o valor numerico e oq ele representa
reu_mapa = {}
for x in range (len(x ohc_reu unico)):

reu mapalx ohc_reu unicolx]] = x

#substitul a lista pelo nimero
for x in range (len(x_ohc reu)):
x ohec reu[x] = reu mapa[x ohc reu[x]]

x_ohc_reu = to_categorical (x_ohc_reu)

Fonte: Prépria (2020)

Portanto, cada vetor que estava como tipo texto, como por exemplo, o vetor de

cidade, prestador ou de ramo, foi transformado em campos numéricos.

Agora, com a base de dados ja tratada, foi utilizado a biblioteca “Keras”, para a

aplicagéo do meétodo de redes neurais (figura 11).

Figura 11 — Modelo Rede Neural

model = Sequential ([
Dense (units=152, input_shape=(303,), activation='relu'),
Dense (units=76, activation='relu'),
Dense (units=38, activation='relu'),
Dense (units=2, activation='softmax')

1)

model.compile (optimizer=Adam(learning rate=0.01), loss='sparse categorical crossentropy', metrics=['accuracy'])

model.fit (x=X, y=y, validation split=0.2, batch size=10, epochs=100, shuffle=True, verbose=2)

Fonte: do autor (2021)

Para a base de dados em questéo, foi utilizado trés camadas na rede neural, a
primeira com 152 neurdnios, a segunda com 76 e a terceira com 38 neurdnios. Com
uma taxa de aprendizagem de apenas 0,01, para obter um melhor resultado e fungao
de ativacgéo linear. Ja para a ultima camada foi utilizado a fungéo de ativagéo sigmoide

ou softmax. Que pode ser definida como na figura 12.
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Figura 12 — Fungao de ativagao sigmoide

o(z)j = ——— forj=1, .. K

Fonte: Prépria (2020)

Ao executar o modelo com 1000 iteragdes, o resultado encontrado foi de cerca

de 78% de acerto.
4.4.2 Regressao Logistica

Para o método de regressao logistica, foi utilizado o software WEKA. Como ja
citado, ele além de possuir os algoritmos para montar os modelos, ele também dispbe

de ferramentas para tratamento de dados.

Como o algoritmo de regresséao logistica aceita rotulos nominais, na etapa de
pré-processamento, foi utilizado o filtro de “Numerictonominal’, para realizar essa

transformacgao nos dados.

Com o intuito de normalizar os valores numéricos, também foi aplicado o filtro
“Normalizer’, assim evitando que valores muito divergentes, causasse um impacto na

analise do algoritmo

Para que o algoritmo trate o vetor de data corretamente, € necessario

transformar ele em numérico, portanto, também foi utilizado o filtro “Datetonumeric”.

Com o mesmo objetivo que o “onehotencode” foi utilizado no algoritmo de redes
neuras, no WEKA, esta disponivel o filtro “StringtoWordVector”, que faz justamente, a
transformacao de palavras em vetores que possibilitam a interpretacdo do algoritmo,
logo esse filtro também foi aplicado a base de dados.

ApoOs a etapa de pré-processamento ser concluida, foi aplicado o algoritmo de

regressao linear, conforme a figura 13.
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Figura 13 — Resultado Regressao Logistica

Time taken to build model: 1 seconds .

== Stratified cross-validation ===
== Summary ===

Correctly Classified Instances 76.6314 .‘
Incorrectly Classified Instances 23.3686 %
Kappa statistic

Mean absolute error

Root mean squared error

Relative absolute error

Root relative squared error $3.1233 %

Total Number of Instances 1609

=== Detailed Accuracy By Class ===

TP Rate FP Rate Precision Recall

0,870 0,513 0,821 0,870

0,487 0,130 0,581 0,487
Weighted Avg. 0,766 0,408 0,756 0,76€

=== Confusion Matrix ===

a b <-- classified as
2021 153 |, & =Sim
| 223 212| b =Meo

Fonte: Prépria (2020)

A regressao logistica apresentou um acerto de 76,63% na classificagédo das

instancias, possuindo um grau de assertividade médio.
4.4.3 Arvores de Decisdo

Para aplicar o algoritmo de arvore de decisdo ou “Randomforest’, também foi
utilizado o software WEKA.

Na etapa de pré-processamento que o software oferece, como ja citado, foi
necessario transformar o vetor de valor, que estavam com os decimais com virgula,
para ponto, devido ao software aceitar apenas o modelo americano. E no mesmo vetor
valor, também foi aplicado o filtro “Normalizer’, para evitar erros na analise do

algoritmo.

E assim como foi feito para o algoritmo de regressao logistica, também foi

utilizado “Datetonumeric”, para tratar o vetor de data e o filtro de “StringtoWordVector’
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para tratar vetor com nome de cidade ou de escritério de terceiros, como feito no

algoritmo anterior.

Com a etapa de pré-processamento finalizada, foi aplicado o algoritmo de

arvore de decisao, conforme figura 14.

Figura 14 — Resultado “Randomforest”

145,1,0.799,-0.201
146,0,0.773,0.773
147,1,0.551,-0.449
148,1,0.847,-0.153
149,1,0.909,-0.091
150, 1,0.909,-0.091
151,1,0.909,-0.091
152,0,0.47,0.47
153,1,0.896,-0.104
154,0,0.638,0.638
155,0,0.747,0.747
156, 1,0.606,-0.394
157,1,0.893,-0.107
158,1,0.893,-0.107
159,1,0.814,-0.186
160,1,0.755,-0.245

== Cross-validation ===
=== Summary ===

Correlation coefficient
Mean absolute error

Root mean squared error
Relative absclute error

Fonte: do autor (2021)

O Random Forest apresentou um grau de correlagdo de aproximadamente

51,69%, ficando com um grau de assertividade baixo.
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5. RESULTADOS E DISCUSSOES

Para ser possivel se obter uma boa previsdo de quais processos possuem
maior ou menor probabilidade de ser ressarcido, foram aplicados 3 algoritmos
diferentes na mesma base de dados, com objetivo de comparagéo de entre si e para
definir qual possui melhor qualificacdo para a base de dados. Os trés algoritmos
obtiverem taxas de acerto consideraveis e serdo expostos para a companhia com o

objetivo de contribuir com os resultados.

Com esse trabalho era esperado criar um modelo de previsdo que fosse capaz
de prever com alta taxa de acerto se um determinado processo judicial, iria ou ndo ter

como resultado o valor ressarcido para a companhia.

Vale ressaltar, que a pesquisa auxiliou também a companhia a investir mais
recursos para esse tipo de projeto, possibilitando novas oportunidades para aplicagao
de aprendizado de maquina em outros topicos ou em bases de dados que a empresa
ja possui.

Nesse mesmo sentido, também surgiu uma maior motivagado por parte da

equipe em nao s6 aumentar coleta de dados para esse tipo de estudo, mas também

em manter os dados atualizados e certificar que estejam corretos.

Ao longo da pesquisa, foi possivel notar que por maior que fosse a quantidade
de dados e variaveis que o modelo possuia, um dos maiores desafios foi superar a
jurisprudéncia que possui um forte papel nesse tipo de processo, pois impacta na
decisdo do juri de uma forma que o modelo de previsdo desenvolvido tem maior

dificuldade em lidar.

Para o método de redes neurais, foi obtido um resultado de 78% de acerto.
Para arvore de decisdes, se obteve um grau de correlagdo de 51,69% e para a
regressao logistica também se obteve um resultado proximo das redes neurais, com

um grau de assertividade de 76,63%.

Como resultado, esperava-se um acerto menor do resultado do aprendizado de
maquina, pelo fato de a base de dados nao possuir um numero tdo alto de amostras
e pelos processos nao seguirem um padrao claro de serem passiveis de

ressarcimento ou nao.
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Se por um lado, a base de dados possuia informagdes que auxiliam na resposta
do julgamento de forma assertiva. Vale levar em consideracao que, algumas “features”
da base de dados, possuiam maior impacto no resultado final, apenas levando em
consideragao a localidade do processo judicial, ja era obter uma previsdo com um

resultado consideravel.

Nota-se que para a base de dados em questdo, o algoritmo possuia ndo sé
informacdes da localidade, mas outras informagées como, o valor do processo, que
pode ocasionar em maior ou menor esforco do escritério parceiro no processo. Mas
possuia também qual o réu envolvido, qual prestador iria conduzir o processo
judicialmente e informag¢des de em qual situagdo o processo se encontra, como por

exemplo, se ja ocorreu penhora dos bens ou se o terceiro ja foi citado ou néo.

Porém, por outro lado, vale notar que um dos principais desafios para se obter
uma alta taxa de acerto, seria que nesse tipo de processo judicial, a questdo da
jurisprudéncia acaba por ter um impacto definitivo no resultado do julgamento, como
ja citado anteriormente. Portanto, para o mesmo processo, o resultado pode variar de
juiz para juiz. Ainda que esse requisito tenha sido relativamente incluso para a decisao
dos algoritmos, ja que na base de dados, discriminava qual era o juiz para aquele
processo. A decisdo humana, acaba sendo um fator dificil de uma maquina prever,

principalmente porque esta passivel a diversos fatores externos.

Outro ponto que ajudaria na obtengédo de melhores resultados, seria uma base
de dados com um maior numero de dados, como por exemplo a informacado da
pontuacao do terceiro no Serasa, ou informagdes mais especificas do terceiro, porém,
a empresa segue uma politica rigida de privacidade de dados e nem todas as

informacdes estao disponiveis para a utilizagio.

Outro fato importante, é que a base de dados nao era robusta em quantidade
de linhas, quanto o desejado, continha cerca de 1500 linhas, o que limita o

aprendizado dos algoritmos. Porém, ainda assim, foi possivel obter bons resultados.

Outro ponto positivo, € que esse tipo de coleta de informagdes se iniciou
recentemente no setor ressarcimento da companhia. E a pesquisa motivou n&o so a
continuar com a coleta de dados, como a buscar por mais informacdes, para aplicar
melhorias esse modelo novamente e para outras frentes de pesquisa. Portanto, ainda
que os resultados dos algoritmos aplicados nao tenham sido com uma taxa de acerto
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acima de 90%, o estudo trouxe outros beneficios, tanto para a companhia quanto para

aprendizado para o pesquisador.
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6. CONCLUSAO

O desenvolvimento do presente estudo possibilitou uma analise, aplicagao e
comparacgao de resultados de trés tipos diferentes algoritmos, para desenvolver um
modelo preditivo e definir se um processo judicial é cabivel de ressarcimento ou nao.
Além disso, também permitiu um aumento da coleta e organizagdo dos dados dentro
da companhia e motivou as partes envolvidas a realizar outras pesquisas com o

mesmo intuito desse trabalho e a aumentar coleta de dados da companhia.

Nesse sentido, com os objetivos iniciais da pesquisa cumpridos, sendo
alcancado uma capacidade de predigao de nivel mediano, cerca de 77% de acerto. E
de construir um modelo de aprendizado de maquina capaz de predizer o resultado de
um processo judicial, identificou-se também a importancia da utilizacdo de ferramental

matematico dentro do ambiente organizacional e seus processos.

Por fim, essa pesquisa abre espago para as descobertas do estudo e a
possibilidade de investiga¢des futuras em outras bases de dados da companhia. Em
pesquisas futuras, pretendo desenvolver uma interface para que o usuario possa
inserir os dados do processo e obter uma resposta ndo sé do resultado, mas a

probabilidade de acerto do algoritmo.



39
7. REFERENCIAS

PRATI, Ronaldo Cristiano. Novas abordagens em aprendizado de maquina para a
geracao de regras, classes desbalanceadas e ordenagao de casos. 2006. Tese

de Doutorado. Universidade de Sao Paulo.

GARRAIO, Joana Rita Barradas. Modelagdao da taxa de anulagcao no seguro

automovel. 2015. Tese de Doutorado.

SANTOS, Ana Cintia Brandao dos; FARIAS, Gilmar Alves de. Reudes neurais: um

conceito para matematica industrial. 2019.

CARVALHO, Maristela Rodrigues de. A contribuicdo da mineragdo de dados na

recuperacao da informacao e suas relagdes com a biblioteconomia. 2019.

FREITAS, Igor Wescley Silva de et al. Um estudo comparativo de técnicas de

deteccao de outliers no contexto de classificagao de dados. 2019.

BERNARDI, Elder Francisco Fontana et al. Uma arquitetura para suporte a8 mineracéo
de dados paralela e distribuida em ambientes de computacédo de alto desempenho.
2010.

HEARST, Marti A.. et al. Support vector machines. IEEE Intelligent Systems and their
applications, v. 13, n. 4, p. 18-28, 1998.

GRUS, Joel. Data Science do zero: Primeiras regras com o Python. Alta Books,
2019. https://books.google.com.br/books?hl=pt-BR&Ir=lang_pt&id=x4-
wDWAAQBAJ&oi=fnd&pg=PT5&dq=python&ots=Lv_fm8ss85&sig=pRFuOHNqabgYc
a8S_1ekXdwxNik#v=onepage&q&f=false

REZENDE, Solange Oliveira. Sistemas inteligentes: fundamentos e aplicagoes.
Editora Manole Ltda, 2003.

EHLERS, Ricardo Sandes. Introducao a Inferéncia bayesiana. URL: http://lwww. leg.
ufpr. br/% 7Epaulojus/CE227/ce227. pdf, 2003.

Figueira, Cleonis Viater. "Modelos de regresséao logistica." (2006).

Markov, Zdravko, and Ingrid Russell. "An introduction to the WEKA data mining
system." ACM SIGCSE Bulletin 38.3 (2006): 367-368.



40

LORENA,A.C.;,CARVALHO,A.C.P.L.F. Uma Introdugcdo as Support Vector
Machines.Revista de Informatica Tedrica e Aplicada,v.14, n.2, p.43-67, 2007.

BREIMAN, Leo et al. Classification and regression trees. Wadsworth Int. Group, v. 37,
n. 15, p. 237-251, 1984.

FERNEDA, Edberto. Redes neurais e sua aplicacdo em sistemas de recuperacao de

informacéao. Ciéncia da Informacgao, v. 35, p. 25-30, 2006.

Turban E., Sharda R., Aronson J. E, King D. “Business Intelligence: Um enfoque

gerencial para Inteligéncia do negdcio”. Porto Alegre: Bookman, 2009, 1 ed., 250p.

SILVEIRA, Juliano Gomes. RSAPP, Um algoritmo baseado em Rogh Sets para o
auxilio ao processo de descoberta de conhecimento em banco de dados. 2013,
Universidade Catolica do Rio Grande do Sul, 2013.
http://repositorio.pucrs.br/dspace/handle/10923/5544 ?mode=full#preview

Chakrabarti, Soumen, et al. "Data mining curriculum: A proposal (Version 1.0)."
Intensive Working Group of ACM SIGKDD Curriculum Committee 140 (2006): 1-10.

SANTOS, Lucas Costa Oliveira. Aplicacao do Processo de KDD a um Ambiente
Industrial. 2007.

STOROPOLI, José Eduardo et al. O uso do Knowledge Discovery in Database (KDD)
de informacdes patentarias sobre ensino a distancia: contribui¢gdes para instituicoes

de ensino superior. 2016.

KINAS, Paul Gerhard; ANDRADE, Humber Agrelli. Introdugao a Analise Bayesiana
(Com R). 1. ed. [S. I]: Consultor Editorial, 2017. 295 p.

SOUZA, Isaac Jales Costa. Estimagao Bayesiana no Modelo Poténcia Normal
Bimodal Assimétrico. 2016. Tese (Pdés-Graduagdo em Matematica Aplicada e
Estatistica) - Universidade Federal do Rio Grande do Norte, Natal, 2016.
https://repositorio.ufrn.br/jspui/bitstream/123456789/21722/1/IsaacJalesCostaSouza_
DISSERT.pdf.

GAMA, J. Arvores de decisdo. 2000. Disponivel em:
<http://www.liacc.up.pt/~jgama/Mestrado/ECD1/Arvores.html>. Acesso em: 31 ago.
2019



41

WITTEN, I.H.; FRANK, E. Data mining: pratical machine learning tools and techniques

with Java implementations. San Francisco, California: Morgan Kaufmann, 2000
PONNIAH, P. Data Warehousing Fundamentals: A Comprehensive Guide for IT
Professionals. John Wiley and Sons, Inc, 2001

COLARES, Peterson Fernandes et al. Processo de indugdo e ranqueamento de

arvores de decisdo sobre modelos OLAP. 2010.

INGARGIOLA, Giorgio. Building Classification Models: ID3 and C4.5. Disponivel por
WWW em: http://www.cis.temple.edu/~ingargio/cis587/ readings/id3-c45.html, 1996.

BRADZIL, P. B. Constru¢cao de modelos de decis&o a partir de dados. 1999. Disponivel
em: <http://www.nacc.up.pt/~pbrazdil/ Ensino/ML/ModDecis.htmI>. Acesso em: 31
ago. 2019.

MARTINS, Marco Anténio dos Santos; METTE, Frederike; MACEDO, Guilherme
Ribeiro. A Utilizacdo de Redes Neurais Artificias para a Estimagao dos Precos da

Petrobras PN na Bovespa. ConTexto, Porto Alegre, v. 8, n.14, 2o semestre 2008.

TAFNER,Malcon Anderson. Redes Neurais Atrtificiais: Aprendizado e Plasticidade.
Revista “Cérebro & Mente”, 2-5 mar/mai, 1998

FINOCCHIO, Noc¢des de Redes Neurais Artificiais. Parana, UTFPR, 2014.

CAMARGOS, M. A.; CAMARGOS, M. C. S.; ARAUJO, E. A. A inadimpléncia em um
programa de crédito de uma instituicao financeira publica de Minas Gerais: uma
analise utilizando regresséao logistica. Revista de Gestao, v. 19, n. 3, p. 467-486,
2012.

Smola, A. J., Barlett, P., Scholkopf, B., and Schuurmans, D. (1999b).Introduction to
Large Margin Classifiers, capitulo 1, paginas 1-28. | nSmola et al. (1999a).

Cristianini, N. and Shawe-Taylor, J. (2000).An Introduction to Support Vector

Machinesand other kernel-based learning methods. Cambridge University Press.

Lorena, A. C. de Carvalho, A. C. P. L. F. (2003) Introdugdo as Maquinas de Vetores
Suporte (Support Vector Machines). Relatério Técnico n® 192 do Instituto de Ciéncias

Matematicas e de Computagao da USP



42

SOARES, Heliana Bezerras. Analise e classificacdo de imagens de lesbes da pele por
atributos de cor, forma e textura utilizando maquina de vetor de suporte. Orientador:
Prof. Dr. Adrido Duarte Déria Neto. 2008. Tese (Pés-graduacdo em Engenharia
Elétrica e Computagédo da) - Universidade Federal do Rio Grande do Norte, Natal,
2008. https://repositorio.ufrn.br/jspui/handle/123456789/15118.

KOTLER, Philip. Administracdo de marketing. 10aed. S&o Paulo:Prentice Hall,
2000. 764 p.

GARGANO, Michael L.; RAGGAD, Bel G., 1999. Data mining - a powerful
information creating tool. OCLC Systems and Services, MCB University Press, v.
15, n. 2, pags. 81-90.

CAMILO, Cassio Oliveira; SILVA, Jodo Carlos. Mineracdo de Dados: Conceitos,
Tarefas, Métodose Ferramentas. [S. .. s. n.], 2009. Disponivel em:
http://www.portal.inf.ufg.br/sites/default/files/uploads/relatorios-tecnicos/RT-INF_001-
09.pdf. Acesso em: 22 nov. 2019.

CAMILO, Cassio Oliveira et al. Uma Metodologia para Mineragdo de Regras de
Associagcao Usando Ontologias para Integracdo de Dados Estruturados e Nao-
Estruturados. 2010.

Wu et al., 2007) X. Wu, V. Kumar, J. R. Quinlan, J. Ghosh, Q. Yang, H. Motoda, G. J.
McLachlan, A. Ng, B. Liu, P. S. Yu, Z. Zhou, M. Steinbach, D. J. Hand, D. Steinberg.
(2007) "Top 10 algorithms in data mining". Knowledge and Information Systems, Vol.

14 Issue 1, pp. 1-37.

TAKAHASHI, Adriana; BEDREGAL, Benjamin René Callejas; LYRA, Aardo. Uma
versao intervalar do método de segmentacdo de imagens utilizando o k-means.
Trends in Applied and Computational Mathematics, v. 6, n. 2, p. 315-324, 2005.

Ester M., Kriegel H.-P., and Xu X. 1995. A Database Interface for Clustering in Large
Spatial Databases, Proc. 1st Int. Conf. on Knowledge Discovery and Data Mining,
Montreal, Canada, 1995,AAAI Press, 1995.

ENSSLIN, L.; VIANNA, W. B. O desing na pesquisa quali-quantitavi em engenharia de
producao - questdes epistemoldgicas. Revista Produgao Online, Santa Catarina, v.
8, n. 1, mar 2008



43

CRESWELL, J. W.; PLANO CLARK, V. L. Designing and conducting mixed
methods research. Los Angeles: SAGE Publications, 2011.

DONGES, N. Towards Data Science. Towards Data Science, 2018. Disponivel em:
<https://towardsdatascience.com/random-forest-in-python-24d0893d51c0>. Acesso
em: 23 nov. 2019.

DUARTE, V. M. D. N. Brasil Escola. Monografia Brasil Escola, 2017. Disponivel em:
<https://monografias.brasilescola.uol.com.br/regras-abnt/pesquisas-exploratoria-

descritiva-explicativa.htm>. Acesso em: 21 Novembro 2019.

LUTINS, E. Medium. Medium, 2017. Disponivel em:
<https://medium.com/@elutins/dbscan-what-is-it-when-to-use-it-how-to-use-it-
8bd506293818>. Acesso em: 23 Novembro 2019.

MAXWELL. PUC - Rio. Maxwell, 2016. Disponivel em:
<https://www.maxwell.vrac.puc-rio.br/24787/24787 6.PDF>.  Acesso em: 23
Novembro 2019.

PETENATE, M. Escola EDTI. Escola EDTI, 2019. Disponivel em:
<https://www.escolaedti.com.br/o-que-e-regressao-linear-entenda-aqui>. Acesso em:
23 Novembro 2019.

PIOVESAN, A.; TEMPORINI, E. R. Pesquisa exploratoria: procedimento metodoldgico
parao estudo de fatores humanos no campo da saude publica. Saude Publica, Sao
Paulo, Maio 1995.

SAMPAIO, P. E. Medium. Medium, 2018. Disponivel em:
<https://medium.com/@paulo_sampaio/entendendo-k-means-agrupando-dados-e-

tirando-camisas-e90ae3157¢c17>. Acesso em: 23 Novembro 2019.
THOMAS, G. Regressao Nao Linear. Universidade de Sao Paulo. [S.l.]. 2016.

VICENTE, P. O uso de simulagdo como metodologia de pesquisa em ciéncias sociais.
EBAPE, Rio de Janeiro, Novembro 2004.

ZEVIANI, W. M.; JUNIOR, P. J. R.; BONAT, W. H. Modelos de regressio nio linear.
Universidade Federal do Parana. Campina Grande, p. 98. 2013.



44



