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RESUMO

BORGES, Pedro Pinguelli. Aplicagdo de Redes Neurais para a Determinagao do
Coeficiente de Atrito de Filmes Plasticos Flexiveis. 56 f. TCC (Curso de
Engenharia Quimica), Universidade Tecnologica Federal do Parana (UTFPR).
Londrina, 2020.

As embalagens plasticas flexiveis tém seu uso sendo aumentado
gradativamente, visto que sdo as embalagens mais versateis, com variadas
aplicacgdes, e de grande durabilidade. Para a obtengao dessas embalagens, faz-
se necessario toda uma estratégia de produgdo que passa nao sé pelo seu
processo produtivo, como pelo controle de qualidade do produto. Visando a
predicdo de parametros, o presente trabalho tem como objetivo a determinagao
do coeficiente de atrito (COF) em filmes plasticos flexiveis por meio da utilizag&o
de redes neurais do tipo Perceptron. De acordo com os dados obtidos nos testes
experimentais, as redes neurais tanto em Python quanto em Matlab obtiveram
resultados satisfatérios para a determinagao de COF dos filmes, chegando a um
R? = 95% e um erro médio de 0,01 sendo assim, criou-se um aplicativo para
ambas as redes neurais para que 0s engenheiros de materiais pudessem
interagir como usuarios com estas redes. As redes neurais surgem como um
possivel auxiliar para os testes de controle de qualidade, visando a melhoria na
velocidade de obtencdo e analise de informagdes, mantendo a precisao das
respostas.

Palavras-chave: Redes Neurais. Perceptron. COF. Plastico. Flexiveis.



ABSTRACT

BORGES, Pedro Pinguelli. Application of Neural Network for Determination of
Friction Coefficient in Flexible Plastic Films 56 f. TCC (Course of Chemical
Engineering) - Federal University of Technology — Parana (UTFPR). Londrina,
2020.

Flexible plastic packaging is gradually being used, since it is the most versatile
packaging, with various applications, and of great durability. In order to obtain
these packages, a whole production strategy is required, which involves not only
its production process but also the product quality control. Aiming the parameters
prediction, the present work aims to determine the friction coefficient (COF) in
flexible plastic films by using Perceptron neural networks. According to data
obtained in experimental tests, the neural networks in both software (i.e., Python
and Matlab) obtained satisfactory results for determining the COF of the films with
an R?2=95% and a mean error of about 0.001, therefore, an application was
created for both neural networks so that material engineers could interact as
users with these networks. Neural networks appear as a possible aid for quality
control tests, aiming at improving the speed of achieving and analyzing, keeping
accuracy of responses.

Keywords: Neural Network. Perceptron. COF. Plastic. Flexibles
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1 INTRODUGAO

Na industria, a embalagem é um recipiente ou uma envoltura em que se
armazena determinado produto visando sua protegao ou seu agrupamento de
unidades. As primeiras embalagens surgiram a 10.000 anos somente com
fungdes alimenticias, como utensilios para comer, beber e armazenar alimentos,
sendo eles recipientes naturais como, casca de coco ou conchas. Com a
evolugao da humanidade, desenvolveram-se também embalagens ainda simples,
como tigelas de madeira e bolsas de pele de animais (SOUSA, 2012).

A descoberta do vidro trouxe uma grande mudanga no ramo, pois pela
primeira vez na histéria, houve a producéo em larga escala, e pelo fato de vidro
ser um material maleavel, a apari¢gao de diferentes moldes de embalagens que
sao utilizadas até hoje, podendo sem encontradas nos ramos de perfumarias,

alimentos entre outros como mostra a Figura 1.

Figura 1 - Embalagens de vidro

Fonte: Brasil Escola (2020)

Por volta de 1830, iniciou-se a comercializagao de enlatados de alimentos
utilizando estanho em sua fabricagdo. Com o comeco da primeira guerra mundial,
o preco do estanho estava elevado, fazendo com que os produtores de
embalagens procurassem por novas alternativas de matéria-prima, iniciando
assim o ramo de embalagens a partir de ferro (COSTA, 2005). A Figura 2 mostra

uma embalagem de ferro.



Figura 2 - Embalagem de Ferro

Fonte: AYALA (2018)

ApOs a segunda guerra mundial surgiram os supermercados, e com eles
a necessidade de producédo em larga escala e estocagem. Para contornar este
obstaculo, surgiram as embalagens de papel e papelédo, como as que podem ser
observadas na Figura 3, e também as embalagens plasticas que atenderam a

estas necessidades do mundo pds-guerra (COSTA, 2005).

Figura 3 - Embalagem de Papelao

Fonte: KraftBox (2017)

De forma breve, embalagens plasticas sao revestimentos feitos para com
a finalidade de proteger e aumentar o seu tempo de vida util. De acordo com
Fachin (2006), para determinados produtos: “A embalagem de plastico pode ser
adaptada a qualquer necessidade e constantemente melhorada para
acompanhar o desenvolvimento dos proprios produtos e também dos habitos e
requisitos dos diversos tipos de consumidor com os seus diversos estilos de vida”.

As embalagens plasticas estdo ganhando cada vez mais destaque no

cenario brasileiro atual, devido a sua versatilidade e alta gama de propriedades



distintas (RODRIGUES,2018), sendo elas, o maior mercado do plastico
atualmente, seguido da utilizagdo para construgdes e produgado de automoveis,
respectivamente. Ademais, o setor agroalimentar € o que mais consome
embalagens de plastico, sendo responsavel por 65% das suas aplicagdes

(PLASTVAL, 2008). A Figura 4 mostra o consumo de plastico por setor no mundo.

Figura 4 - Consumo de plastico por setor

Consumo de plastico por setor

m Embalagens = Elétrica e eletronica = Automovel

Construcao = Qutros

Fonte: Adaptada de PlastVal (2020).

Segundo a Associagdo Brasileira de Embalagens - ABRAE (ABRAE,
2018), no ano de 2017, o valor bruto da produgéo fisica de embalagens atingiu
o patamar de R$71,5 bilhdes, o que corresponde a um aumento de 5,1% em
relacdo ao ano de 2016, sendo que, o setor de embalagens plasticas
correspondeu a 38,35% do valor total desta produgao. Ainda, segundo a ABRE,
o setor de embalagens no brasil apresentou um crescimento de 3,0% no ano de
2019 (ABRE,2019). A Figura 5 apresenta alguns exemplos de embalagens

plasticas.



Figura 5 - Embalagens plasticas

Fonte: Asterplas (2020).

Outro destaque importante do setor € que, em comparacdo com outras
matérias-primas como vidro, fibras e metal, a resina plastica apresenta melhores
caracteristicas em relagdo ao processo produtivo, comercial e de reciclagem,
com um maior reaproveitamento de produtos ja utilizados, revelando uma
vantagem do plastico perante aos seus concorrentes em termos de degradacgéao
ambiental, um ponto importante no desenvolvimento do setor de embalagens.
(RODRIGUES, 2018)

Observando a crescente no mercado de plasticos tanto flexiveis quantos
rigidos frente aos demais tipos de embalagens, o presente trabalho procura, por
meio da utilizacdo de redes neurais, melhorar a produgdo de embalagens
plasticas flexiveis visando o aumento da velocidade de resposta para teste de
qualidade e o aumento da eficacia da resposta obtida, pois, 0 mesmo, podera
reduzir gastos e possiveis erros de leitura, o que acarreta em desperdicio de
material ja produzido.

Uma vez produzidas, as embalagens plasticas flexiveis sao utilizadas em
varios ramos e, em todos eles, para que sejam consideradas embalagens de
qualidade, é necessario que atendam as performances minimas de qualidade,
especificas de cada setor, de propriedades fisicas, como resisténcia a tracao,
resisténcia ao rasgo, alta forga de laminagao, resisténcia a perfuragcdo e alta
forga de selagem.

De forma complementar ao estudo dos parametros das embalagens e

com grande relevancia, também se faz necessario o estudo de caracteristicas



de cada filme que compde a embalagem em si, para que este percorra com
eficiéncia dentro do maquinario da empresa e, a posteriori, atenda a utilidade do
cliente.

O coeficiente de friccdo (COF) do material analisado deve atender a
especificagao dos equipamentos de corte, impressao e envase (maquinario do
cliente). Tal parametro € avaliado em uma escala de 0 a 1 €, quanto mais préximo
de 1 o material alcangar, mais atrito ele possui. Logo, quanto maior seu valor de
COF, maior sera a for¢a necessaria para que haja movimentagéo e deslize do
filme nos maquinarios.

Quando o COF esta fora do padrdo estabelecidos nos filmes de
embalagem, problemas graves no processo de envase ocorrem, como por
exemplo:

- Baixo COF: O material desliza mais que o necessario e escapa da pinga
de coleta, perdendo o envase e podendo ocasionar em grandes perdas de lotes.

- Alto COF: O material trava a maquina, impedindo que o processo ocorra
em regime continuo.

Normalmente, o estudo e avaliacdo do COF feito pelas empresas
produtoras de filmes, é realizado embalagem por embalagem, utilizando uma

maquina de ensaio de atrito, como a ilustrada na Figura 6.

Figura 6 - Equipamento de leitura de COF

Fonte: medicalExpo (2020).

De forma a interferir e corrigir o coeficiente de fricgdo das embalagens, na
estocagem é aplicado na superficie do flme um material denominado de anti-

block, responsavel por fazer com que os filmes, apds o corte, ndo se aglomerem



em blocos (blocagem) enquanto estdo armazenados em bobinas. Além disso,
em certos casos, para o controle do atrito, utilizam-se aditivos (silicone ou
erucamida) na composigao dos filmes, sendo uma pratica primordial para o bom
deslizamento dos filmes nas maquinas.

Tendo em vista a quantidade de variaveis que interferem no COF do filme
e a necessidade de testar experimentalmente a influéncia de tais parametros, ha
uma grande demanda de tempo para a realizagédo de testes experimentais para
predicao de suas caracteristicas, tanto para a criacdo de novos filmes quanto
para a aprovacao do mesmo. Visando a otimizacao deste processo, este trabalho
propde a implementacdo de uma rede neural artificial para a determinagao do
COF de filmes plasticos flexiveis de até trés camadas (3 canhdes), com a
utilizacdo de caracteristicas como: espessura total do filme, gramatura de cada
camada, quantidade de anti-block, quantidade de aditivo em cada camada e

densidade do filme.



2 REVISAO BIBLIOGRAFICA

2.1 Processo Produtivo

Logo, quando se trata de embalagens plasticas, deve-se considerar que
elas sdo constituidas, basicamente, por filmes plasticos que, em sua maioria,
sdo compostos por polimeros formados pela unido de substancias simples
chamadas de mondmeros. A produgdo destes filmes, pode ser realizada de
diversas formas, distinguindo-se entre si de acordo com a necessidade de cada
produto. Neste trabalho, serdo estudados filmes do tipo flexiveis e seu processo
produtivo inicia-se dentro de uma maquina extrusora com os pellets de resinas
que compdem o filme, como descrito adiante com as demais etapas. A Figura 7
apresenta, de forma simplificada, as etapas para a fabricagdo de embalagens

feitas a partir de filmes flexiveis.

Figura 7 - Diagrama de blocos referente as etapas para fabricagdo de embalagens

[Exrsto] e { Loriragio | memmn s smmmmnp [ Gor | mmmmnp [ v |

Fonte: O autor (2020)

12 Etapa de processamento: Extrusao

A extrusdo é realizada em um equipamento chamado extrusora (Figura
8(a)), constituido por uma ou mais entradas denominadas canhdes, na qual se
depositam os pellets de materiais.

ApoOs passar pelos canhdes, a resina é passada por um recipiente
aquecido contendo um parafuso giratério, que realiza a homogeneizagéo da
massa formada pela mescla de resinas pré-selecionadas para que, a posteriori,
essa mesma massa seja levada para o baldo de extrusao (Figura 8(b)), no intuito
de reduzir sua temperatura ao longo de sua passagem pelo balédo e, assim, se

transformar em um filme plastico.



Figura 8 - (a) Coextrusora parafuso; (b) Balao extrusor

Fonte: (a) Ming Jilee (2014); (b) Megateelmaquinas (2016).

22 Etapa de processamento: Laminagao

Apés a produgao do filme extrudado, o filme plastico segue para o
processo de laminagdo, no qual ocorre a jungéo, por meio de adesivos, de dois
(ou mais) filmes com caracteristicas distintas, para alcangar as caracteristicas
requeridas do produto, isto €, da embalagem plastica desejada. Esta etapa pode,
em certos casos, ser realizada junta com o processo de impressao, dependendo
de qual maquinario estara sendo utilizado. Este processo pode ocorrer por

flexografia ou rotografia. A Figura 9 apresenta a uma maquina de laminagéo.

Figura 9 - Maquina de laminagao

Fonte: Hcpackingmachine (2020).



32 Etapa de processamento: Impressao

A impressao pode ocorrer de duas maneiras, flexografia e rotografia, e a
escolha depende da qualidade que é desejada. A rotografia traz maior nitidez
para a impressao, porém, demanda mais capital do que a flexografia.

A flexografia ocorre com a utilizagdo de chapas em alto relevo feita de
borracha chamada de clichés (Figura 10 (a)), as quais sao utilizadas em formato
de rolo por onde o filme percorre. Cada cliché é responsavel pela pigmentagao
de uma cor especifica, sendo necessario varios clichés para formar uma sé6 arte
(GRAVAPAC, 2020).

A rotografia também ¢é realizada utilizando-se rolos para impressao
(Figura 10(b)), porém, ao invés de clichés, utilizam-se cilindros revestidos de
cobre e cromo. Por cima deste revestimento sado gravadas as figuras utilizadas

nas artes, tendo como caracteristica principal o baixo relevo em seus cilindros.

Figura 10 - (a) Flexografia; (b) Rotografia

Fonte: (a) Flexografia total (2019); (b) Inova print (2017).

42 Etapa de processamento: Corte

Sendo a ultima etapa de processamento antes da embalagem estar
pronta, o corte é utilizado para que o filme atenda o tamanho requerido pelo
cliente e seja dimensionado para rodar em sua prépria maquina, pois todo filme
produzido pelas extrusoras possuem a mesma largura, ja as maquinas dos
clientes sado distintas, necessitando o corte adequado para se tornar uma

embalagem util. A Figura 11 apresenta uma maquina de corte.
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Figura 11 - Maquina de corte

Fonte: Poli Maquinas (2019).

52 Etapa de processamento: Envase

Realizado na maioria das vezes na empresa que solicita a embalagem
(cliente), € o processo em que ha alocagao do produto dentro de sua embalagem,
sendo realizado em distintas temperaturas e de diferentes formas, de acordo
com as exigéncias do filme produzido. A Figura 12 mostra uma maquina de

envase de sucos.

Figura 12 - Maquina de envase.

Fonte: Sulprint Embalagens (2019).

2.2 Redes Neurais

Redes neurais sdo formadas por um conjunto de neurdnios artificiais que
procuram simular a forma, o comportamento e as fun¢des de neurbnios
biolégicos. Ao comparar os dentritos (projecées de um neurdnio), representados
pela Figura 13, com as fungdes das redes neurais, observa-se que séao

semelhantes com as informagbdes de entrada, denominadas de Inputs, e a
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informacédo de comando que é gerado para o corpo, pode ser relacionada com
uma fungao de ativagdo. Ademais, a ponderagao para a tomada de deciséo pode
ser realizada atribuindo-se pesos, de forma a representar as sinapses neurais

do corpo humano.

Figura 13 - Representacao dos Dentritos

| Sentido de propagagéo do impulso nervoso :>

Dendrito

Sinapse quimica

Corpo Celular
(porgdo volumosa)

Fonte: Resumos de Biologia (2019).

Para que se possa aumentar os graus de liberdade da rede neural
costuma-se utilizar uma variavel denominada de bias, a qual possibilita um
intervalo maior de valores de saida. Ainda fazendo a relagcdo com os neurdnios
bioldgicos, depois de analisadas as possiveis decisdes, 0 homem chega a uma
conclusao e repassa esta informacao ao corpo humano, que a executa. De forma
semelhante, a rede neural pondera todos os pesos e, apds analisa-los, também
executa a acao final. Esta acdo é denominada target da rede neural.

Rede neurais sao utilizadas em varios ramos distintos, como em carros
autbnomos, identificagdo de imagens, reconhecimento facial, entre outros; e
funcionam de acordo com os principios basicos de sistemas de inteligéncia
artificial.

Para exemplificar este comportamento, consideremos a situagao

hipotética de um homem avistando um cachorro, como ilustrado na Figura 14.
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Figura 14 - Imagem ilustrativa de um homem avistando um cachorro.

Fonte: O Autor (2020)

Apos avistar o cachorro, o homem averigua alguns detalhes, como, por
exemplo, o semblante do animal, a distancia entre eles, o tamanho do cachorro
e como esta o ambiente que os cerca. Esta captagao de informagdes ocorre em
milésimos de segundos e, apos a coleta, o cérebro dara maior ou menor
importancia a cada uma destas informacdes, para que, assim, o homem tome
uma decis&do qualquer, seja se aproximar ou se distanciar do animal.

O comportamento do homem de analisar todos os detalhes ao seu redor
representa o computador simulando as informagdes de entrada, o pensamento
em relacao a atitude a ser tomada, representa a multiplicagcdo dessas entradas
por cada peso pré-estabelecido e a acdo tomada pode ser substituida pelo output,
Ou seja, a resposta que o programa dara ao analisar um determinado problema.
No entanto, para que o homem chegasse a esta acdo, ele necessitara ter
passado pela fase de aprendizado, que quando comparada com as redes
neurais, € representada pela etapa de treinamento. Para o ser humano, esta
etapa pode acontecer de forma empirica, entrando em contato com cachorros
quando crianga para aprender o seu comportamento ou aprendizado guiado
pelos pais. Ja na rede neural, sdo fornecidas as respostas para que a rede
pondere seus pesos e consiga, na sequéncia, encontrar a resposta sem a
necessidade de seu valor tabelado.

Dentre as formas de aprendizado de redes neurais, a utilizada neste
trabalho € denominada como Aprendizagem Supervisionada, na qual, o valor a
ser buscado como Target, é fornecido de varias formas diferentes para a rede, a
fim de que haja a estabilizagdo dos neurdnios e a obtencdo de respostas
diferentes das fornecidas pelo banco de dados apdés o final do treinamento. No

entanto, com a Aprendizagem Nao Supervisionada, os valores de respostas n&o
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sdo fornecidos a rede, ocorrendo um aprendizado por reforgos positivos ou
negativos, dependendo da resposta dada pela rede. Ha também outra variagao
de aprendizado denominado como Aprendizado Misto, no qual ocorre a mescla
entre os dois tipos de aprendizado.

Ha algumas diferengas entre as formulagdes utilizadas dentre as redes
neurais existentes para a construgdo de algoritmos de inteligéncia artificial. A
classe de algoritmos compreendidos na forma de ANN'’s (Artificial Neural
Networks) abrange todas as outras categorias, sendo a mais genérica de todas
as construc¢des de rede, na qual os comandos da rede acontecem em sentido
unico, ou seja, a informacao passa apenas uma vez por cada neurOnio até
alcancar o target e retornar ao inicio.

Uma das vertentes de redes neurais sdao chamadas de CNN
(Connvolutional neural networks), as quais sdo as mais utilizadas atualmente.
Diferentemente da forma mais generalizada (ANN’s), as do tipo CNN possuem
neurénios artificiais correlacionados, capazes de criar blocos de informagdes.

Além das CNN’s, existem as redes neurais mais complexas, denominadas
RNN'’s (Recurrent neural networks). Ao contrario das anteriores, as informagdes
podem retornar ao neurdnio para serem reavaliadas, ou seja, o sistema nao
avalia apenas o output encontrado, mas, sim, avalia as saidas de cada camada
desde as camadas internas da rede até o target.

Neste trabalho, sao utilizadas as redes neurais em sua forma mais simples,
pois, ainda assim, apresentam grande eficacia em seus resultados. Dentre os

modelos de rede ANN optou-se pela rede neural do tipo Perceptron.

2.3 Redes Neurais do tipo Perceptron

A rede Perceptron € uma das redes neurais mais objetivas e abrangentes
a serem utilizadas em estudos preditivos, porém, de grande eficacia. Como um
exemplo das principais aplicagcdes, pode-se citar a sua utilizagao para a analise
da concesséo de crédito para consumidores (LIMA, 2009). O fluxograma basico

do funcionamento de uma rede do tipo Perceptron esta ilustrado na Figura 15.


https://www.geeksforgeeks.org/introduction-convolution-neural-network/
https://www.geeksforgeeks.org/introduction-to-recurrent-neural-network/
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Figura 15 - Estrutura tipica de uma rede Perceptron multicamada

CAMADA DE : CAMADA
ENTRADA ITERMEDIARIA DE SAiDA

Fonte: Viceri (2020)

Como representado na Figura 15, inicialmente, na avaliagdo de um
sistema, ha o input das informagdes oriundas de um banco de dados
previamente organizado e estabelecido (indicado pelas cores azuis). A rede
neural recebe as informagdes que seguirdo para o processo de analise, dados
estes que sao as variaveis diretamente relacionadas ao problema. Os Inputs
variam de acordo com o problema a ser resolvido e cada input presente na rede
possuira um peso especifico, ou seja, cada input presente no modelo do sistema
sera multiplicado por um valor, de acordo com a sua relevancia. Esta ponderacao
visa maximizar ou minimizar a influéncia do input na resposta do sistema e, a
partir da informagao de entrada, o comando € passado para a proxima camada
presente na rede, representada pela cor laranja, para que a rede neural chegue
em uma resposta que € comumente conhecida com target ou output (Cor verde).

Inicialmente, os pesos propostos sao utilizados de forma aleatdria, porém,
durante o treinamento da rede neural, estes valores vao sendo poderados para
atender as necessidades dos input e output/target, a fim de que seja alcangado
o valor ideal para a obtencdo da(s) resposta(s). Este método de trabalho é
conhecido como backpropagation, no qual, a rede neural € treinada por meio de
informacgdes de target e input previamente conhecidas (SOARES, 2018).

Primeiramente, o sistema é equacionado para realizar operacdes

matriciais multiplicando todas as entradas de 1 até n por seus respectivos pesos
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somando-os ao bias de acordo com as seguintes equacodes (1-3):

uh; = ¥4 _, wix; + bias (1)
uh, = YL _, wix; + bias (2)
uh, = ¥'_, w;x; + bias (3)

nas quais: h representa os neurénios artificiais intermediarios; x sdo as
entradas de informacdes; w os pesos associados a cada entrada e bias, a
variavel que aumenta o grau de liberdade dentro da equacéo.

Apds a obtengdo dos valores internos dos neurbnios artificiais, é
necessario utilizar uma fungao de ativacdo, a qual possui caracteristicas que
facilitam o processo de aprendizagem da rede neural, pois trazem caracteristicas
de nao-linearidade ao processo.

Esta funcdo converte valores de grandezas diferentes para um
espagamento amostral entre 0 e 1, ou seja, independentemente do valor
encontrado dentro de cada neurbnio, este valor, apdés aplicada a fungao de
ativacdo, se encontrara no intervalo entre 0 e 1, facilitando a comparacéao
numérica e a ponderacgdo. Utilizou-se a fungdo sigmoide, pois, ela traz a ndo
linearidade ao sistema e, quando utilizada como funcao de ativacao, a saida de
resposta nao é linear (Deep Learning Book,2018).

Funcéo sigmoide (4-6):

g(h) = — (4)
9(h2) = — (5)
g(hn) = — (6)

Considerando um sistema de interagao simples, pode-se descrever que o

neurénio final é representado pelas equacdes (7-9):
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uo, = ¥_,jigh; + bias (7)
uo, = Yh_1jigh; + bias (8)
uo, = Yh-yjigh; + bias 9)

nas quais, o neurdnio final sera representado pela letra u, os pesos
presentes na segunda camada pela letra j e gh representa as i fungdes de
ativacao;

Encontrados os valores dos neurbnios finais, aplica-se novamente a
funcdo de ativagdo, para que novamente os valores sejam normalizados e

estejam em grandezas conforme as equacoes (10-12):

1

90D = ——m (10)
1

g(OZ) = 1+eu02 (11)
1

glon) = —— (12)

Devido a aleatoriedade dos pesos, € provavel que a resposta da primeira
iteracdo nao seja condizente com a resposta esperada. Portanto, sera
necessaria a correcao dos valores dos pesos de acordo com a distancia entre
as respostas.

Para determinagao do erro total da rede (E;,:4;), Sera utilizada a expressao
do erro quadratico médio, por meio da qual, é feita a comparacao entre o valor
encontrado pelo sistema e o valor real. Esta equacdo é muito utilizada em
analises de investimentos financeiros e em probabilidade e estatistica (Mais
Retorno,2020) (Eq. 13):

Evotat =3 X1 (dk — g(0k))” = Eol + Eo2 (13)

na qual, os erros das respostas sdo escritos como Eo, a resposta é
representada pela letra d e as respostas encontradas no sistema sao descritas

como g(ok), sendo este erro calculado para todos os outputs presentes da rede.
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Para atualizacdo e corregdo dos valores dos pesos, € necessario
encontrar os gradientes de erro, que indicam a distancia do valor encontrado
pela rede do valor target utilizado para o treinamento, pois, embora o valor exato
nao seja conhecido, sabe-se a direcdo para a qual o gradiente deve ir, seja
buscando aumentar o valor do peso ou diminui-lo. Este processo deve ser
realizado para cada um dos outputs o que torna o processo, muitas vezes,

inviavel de ser realizado manualmente (Eq. 14).

0Etotai _ 0E(orq1 0gon duon (14)
ow  dgon duon Ow

Apos determinagao do valor do gradiente, pode-se encontrar os novos

valores dos pesos (Eq. 15).

aEtotal (1 5)
ow

wy(t+1) =wy(t) — 7
na qual, w,(t + 1) sera o novo valor do peso e w,(t) o primeiro valor do

peso. n representa a taxa de aprendizado (previamente determinada) e o

, . . OE o ~
gradiente de diregao at—“:f“l que indica se os valores dos pesos deverao ser

aumentados ou diminuidos.

Ao encontrar o novo peso, o processo se repete até que o erro seja
minimizado, dado um critério de convergéncia, e as respostas possam ser
avaliadas com confianca e representatividade.

Normalmente, para a escolha da rede neural ideal, muitas vezes utiliza-
se a regressao linear de dados, porém, quando a mesma varia, pode-se utilizar
a resolucdo dos graficos candlestick com erro quadratico e a sua respectiva
incerteza do sistema. Graficos estes que indicam o ponto inicial e final de uma
variavel em um determinado tempo junto com sua incerteza. A equacgao (16)

descreve a equagao de incerteza utilizada:
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/z(é— e)? (16)
n—1

Vn

na qual, € é o erro médio presente no grupo amostral e € o erro amostral
e n representa o numero de amostras utilizadas.

Dentro da area proposta de pesquisa, ha alguns trabalhos semelhantes,
porém, ndao ha nenhum que aplique nas mesmas funcionalidades/condi¢cdes
deste trabalho. Yang et al. (2012) no trabalho An artificial neural network for
predicting the friction coefficient of deposited Cr1-xAIxC films propuseram a
utilizacao de redes neurais para a predigao do coeficiente de atrito de filmes com
depdsito de Cr1-xAIXC, e encontraram aproximadamente apenas 0,97% de erro
em sua rede neural, mostrando assim sua validade e viabilidade de aplicagao.

Deiab (2009), no artigo On Prediction of Friction Coefficient Using Artificial
Neural Networks, comparou o COF encontrado experimentalmente e o COF
encontrado pela rede neural de pecas metalizadas encontrando resultados
razoaveis de erro com a diferenga entre a resposta e o valor verdadeiro menor
que 0,01 em grande parte das analises. Nasir et al. (2009), no trabalho An
artificial neural network for prediction of the friction coefficient of multi-layer
polymeric composites in three different orientations, utilizaram aproximadamente
7389 corpos de prova de polimeros orientados em todos os sentidos para realizar
os testes de coeficiente de atrito e a posteriori utilizar seus dados nas redes
neurais, € encontraram uma alta acuracia superior a 90%.

Roushangar e Homayounfar et al. (2015) publicaram um trabalho
intitulado Prediction of Flow Friction Coefficient using GEP and ANN Methods e
utilizaram rede neurais para a determinacdo de coeficiente de atrito em
tubulagdes, notando que a redes neurais juntamente com a programagao genica
obtiveram boas respostas, em suas melhores condigdes encontraram um
R?=0,958.

Nematollahi e Khaneghah (2019) no artigo Neural network prediction of
friction coefficients of rosemary leaves estudaram o coeficiente de atrito de folhas
de alecrim com superficies variadas (ago galvanizado, vidro entre outras).

Quando utilizado MLP (Multi Layer Perceptron) para a determinagéo desse atrito
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obtiveram um coeficiente de regressdo R? =0,968, sendo este um valor
consideravel e eficaz para uma rede neural.

Portanto, a redes neurais surgem com um carater inovador para a
otimizagao dos testes de qualidade dos filmes plasticos flexiveis apresentando
um grande potencial para a predicdo do coeficiente de atrito, trazendo ao
processo maior confiabilidade, praticidade e velocidade na obtengdo de

respostas.
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3 METODOLOGIA

Para a analise e predicdo do Coeficiente de friccdo (COF) dos filmes
plasticos, foi utilizada uma rede neural artificial multicamadas do tipo Perceptron,
utilizando comandos auxiliares dos softwares Matlab® e Python. Neste processo,
foram utilizados 65 padrées previamente analisados pela rede, ou seja, 65
resultados de analises de COF obtidos experimentalmente na produgao de filmes
plasticos flexiveis e que alimentam o banco de dados da rede.

A Tabela 1 exemplifica o banco de dados utilizado, sendo que, os dados
escritos na cor preta sdo os dados de entrada e o destacado em vermelho seria
o valor de target, valor este que a rede neural deveria alcangar. Inicialmente,
tem-se o peso total do filme e, em seguida, os dados subdivididos em 1, 2, 3, 0
que representa cada canh&o da extrusora, dividindo, assim, cada camada do
filme coextrudado. Porém, os dados estao distorcidos por questdes de politicas

de seguranga da empresa.

Tabela 1- Tabela reduzida do banco de dados

Parametros Valores
Peso total 355,3438
Gramatura camada1 123,0236
LayerRatio1 256,8804
Densidade1 245,0836
Slip 1 9089,5
AB1 52311
Gramatura Camada 2 116,123
LayerRatio2 242,5598
Densidade2 10,6848
Slip 2 9089,5
AB2 7791
Gramatura Camada 3 116,123
LayerRatio3 242,5598
Densidade3 10,61906
Slip3 9089,5
AB3 7791
COF 1,4098

Fonte: O Autor (2020)
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Utilizou-se, inicialmente, um banco de dados com as composi¢des de 50
filmes para o primeiro treinamento, no qual analisou-se o comportamento da rede
frente aos dados, pois, a partir deste teste iniciaram-se os ajustes até atingir os
parametros desejaveis. Para as entradas (/nputs), serdo consideradas as
caracteristicas que influenciam diretamente a magnitude do COF divididas por
camadas, camadas estas que correspondem aos canhodes de coextrusado. Estes
dados sdo calculados com a ponderagao de composi¢cdo com suas respectivas
resinas internas, séo elas:

- Peso total do filme: Altera propriedades mecanicas do filme como
resisténcia a tracao, resisténcia a rasgo, resisténcia a perfuragdo e regula
interferéncias realizadas por gordura, agua e o ar.

- Gramatura de cada camada: determina a quantidade de massa presente
em uma area pré-estabelecida. Em filmes, utiliza-se normalmente g/m?.

- Quantidade de anti-block (AB): Aditivo utilizado para que n&o haja a
aderéncia das camadas da bobina. Este processo recebe o nome de blocagem.

- Quantidade de aditivo deslizante em cada camada (Slip): responsavel
pelo deslizamento do filme dentro dos maquinarios.

- Densidade do filme: regula o peso do material e auxilia em propriedades
mecanicas.

- LayerRatio: Valor total da Propor¢cdo de cada resina dentro de cada
camada.

Para a criacdo da rede neural, primeiramente realizou-se um
levantamento das propriedades de 50 filmes distintos com 3 camadas de filme
(i.e., trilaminados) ja produzidos em uma empresa de fabricagdo de filmes
plasticos da regido de Londrina, sendo estes dados, relacionados aos valores
citados anteriormente. Apos compilados estes dados, gerou-se uma planilha
para a organizagado e, posteriormente, transferéncia de informagdes para os
softwares de avaliagdo da rede neural. Com estes dados, foi realizado o
treinamento da rede neural, que consiste nas etapas presentes no processo de
backpropagation descrito previamente. Apds o treinamento, realizou-se o
primeiro teste de resposta da rede, com as propriedades de 5 novos filmes como
entradas na validagdo da rede e verificou-se o erro em relagdo ao valor

verdadeiro, fazendo com que haja ajuste na quantidade de dados até que o erro
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esteja dentro de um padréo pré-estabelecido anteriormente. Este erro varia de

acordo com o problema a ser estudado.

3.1 Configuragoées em Matlab

Para configuragao da rede Perceptron no Matlab, utilizou-se a ferramenta
suplementar do Matlab chamada nntool, a qual possui uma interface capaz de
avaliar redes neurais internas, na qual o usuario pode definir os parametros
iniciais de controle.

Primeiramente, o banco de dados, na forma matricial, € importado para o
Matlab. Apés a importacao, os dados sao divididos entre valores input e valores
target. Tendo em vista que a ferramenta do Matlab entende as variaveis em forma
de linha, fez-se necessario a utilizagao da funcao franspose para que os valores
que estavam em forma de coluna fossem convertidos para a configuracdo em
linha.

Uma vez carregados os dados na forma de variaveis para serem
trabalhadas na compilagao do cédigo do Matlab, ha a inicializagao da rede neural,
utilizando o comando nntool. A Figura 16 mostra a interface de inicializagdo da

rotina de aplicacido da rede neural.

Figura 16 - Tela inicial de ferramenta nntool

4% MNeural Network/Data Manager (nntool) — =
s Input Data: m Metworks | Output Data:
@Target Data: a Error Data:
>) Input Delay States: ) Layer Delay States:
'% Import... T New... Open... Export... P& Delete '\‘) Help @ Close

Fonte: O Autor (2020).
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Em seguida, para que os dados importados para o Matlab fossem
selecionados no suplemento da rede neural, utilizou-se a fungao import,

localizada no canto inferior esquerdo da tela, como mostra a figura 17.

Figura 17 - Tela inicial de importagcéo nntool

“ Import to Network/Data Manager — >
Source Select a Variable Drestination
(® import from MATLAB workspace (no selection) Wemme
_— BancocDeDados
() Load from disk file !
MAT-file Name Input Import As:
T "
Target Metwork
Browse (® Input Data

() Target Data
() Initial Input States
() Initial Layer States

(9] Output Data

() Error Data

mport @ Close
Fonte: O Autor (2020).

Neste momento, ha a selecdo dos dados para que os mesmos sejam
divididos em Inputs e Targets. Apdés a selegdo, deve-se configurar as
especificagdes de aplicagao da rede e o nntool disponibiliza para que os usuarios
facam modificacbes internas na mesma. As Figuras 18 e 19 ilustram a

inicializac&o da criagdo da rede junto para as modificagdes dos parametros.

Figura 18 - Definigbes dos parametros da rede nntool

Create Metwork or Data >
Metwork Data
Name
Rede Meural
Network Properties
MNetwork Type: Feed-forward backprop ~
Input data: (Select an Input)
Target data: (Select a Target]
Training function: TRAIMLM ~
Adaption learning function: LEARMNGDM -~
Performance function: MSE ~
Mumber of layers: 2|
Properties for: | Layer 1 ~
Mumber of neurcns: |10
Transfer Function: TAMSIG
3 view "¢ Restore Defaults
@ Help ¢ Create & Close

Fonte: O Autor (2020).
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Nesta interface (Figura 18), o usuario pode definir o nome € o tipo de rede
utilizada (BackPropagation), selecionar dentro do banco de dados do nntool
quais serao os inputs e os Targets para o treinamento da rede, definir a formula
utilizada para o calculo do erro e, consequentemente, o término do treino, além
das suas respectivas fungdes de transferéncia e o numero de camadas internas.

Em ambas as redes, utilizou-se a formula de erro quadratico e a fungao
sigmoide, porém, em Matlab , utilizou-se apenas 10 camadas internas na rede,
pois, como ha poucos dados de entrada, caso o sistema tivesse uma quantidade
excessiva de camadas internas, a rede poderia sofrer o processo de oveffitting,
no qual, ao invés de aprender e fornecer respostas, ela inicia uma padronizacao
tdo especifica para aquele conjunto de dados que, se impostas caracteristicas
levemente diferentes, a rede ja ndo corresponde de forma adequada.

Apods configurada a execugdo da rede neural, utiliza-se o botdo open,
presente na Figura 16, para abrir a tela de treinamento da rede, mostrada na
Figura 19. Nesta tela, ha os campos de preenchimento para os farget e inputs,
nos quais, pode-se selecionar o que sera utilizado como input e como target para
aquela rede neural em especifico. Nestes campos ha a importagcao de dados

para dentro do sistema da rede neural.

Figura 19 - Tela de treinamento nntool

11 Network: RedeMeural - a X

View Train Simulate Adapt Reinitialize Weights View/Edit Weights

Training Info Training Parameters

Training Data Training Results

Inputs (zeros) ™ Outputs RedeNeural_outputs
Targets (zeros) ~ Errors RedeNeural_errors

Init Input Delay States (zeros) Final Input Delay States RedeNeural_inputStates

Init Layer Delay States (zeros) Final Layer Delay States RedeNeural_layerStates

"tj Train Network

Fonte: O Autor (2020).
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Além de treinar a rede, este campo também permite ao usuario definir
varios outros parametros para o seu melhor desempenho, como, visualizar a

rede. Na Figura 20, pode-se observar estruturalmente como € montada a rede.

Figura 20 - Visualizagao de rede nntool

¥ Network: RedeNeural

View Train Simulate Adapt Reinitialize Weights View/Edit Weights

-
Hidden Layer Output Layer

Fonte: O Autor (2020).

AFigura 21 mostra a interface de simulagdo da rede. Com esta ferramenta,

€ possivel simular e salvar as respostas para serem analisadas posteriormente,
sem interferir no treinamento da rede.

Figura 21 - Simular a rede nntool

I Network: RedeNeural

- m} =
View Train Simulate Adapt Reinitialize Weights View/Edit Weights
Simulation Data Simulation Results
Inputs (zeros) 4 Qutputs RedeNeural_outputs
Init Input Delay States (zeros) Final Input Delay States RedeNeural_inputStates
Init Layer Delay States (zeros) Final Layer Delay States RedeMeural_layerStates
Supply Targets O
Targets (zeros)

Errors RedeNeural_errors

Simulate Network

Fonte: O Autor (2020).

Os parametros de adaptacéo (Figura 22), sao utilizados para quando a

rede neural ja estiver treinada com os pesos estabelecidos, sendo adaptada para
ser executada com um novo bando de dados.



Figura 22 - Adaptar valores nntool.

I Network: ReceNeural

] X
View Train Simulate Adapt Reinitialize Weights View/Edit Weights
Adaption Info  Adaption Parameters
Adaption Data Adaption Results
Inputs (zeros) ~ Qutputs RedeNeural_outputs
Targets (zeros) ~ Errors RedeNeural_errors
Init Input Delay States (zeros) Final Input Delay States RedeNeural_inputStates
Init Layer Delay States (zeros) Final Layer Delay States RedeNeural_layerStates

Adapt Network

Fonte: O Autor (2020).
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Uma possibilidade de renovar as repostas dadas pela rede, é faze-la partir

de locais diferentes, o comando de reinicializar os pesos da rede de forma

randémica (Figura 23), faz exatamente esse processo, pois reinicializa os pesos

para que a rede possa novamente calibra-los.

Figura 23 - Redefinigdo dos pesos nntool.

1 Network: ReceNeural

View Train Simulate Adapt Reinitizlize Weights  View/Edit Weights

Directions

Click [REVERT WEIGHTS] to set weights and biases to their last initial values,
Click [INITIALIZE WEIGHTS] to set weights and biases to new initial values.
Use the "Input Ranges" area below to view and edit input ranges.

Input Ranges

[24.94 161.92
7355139,
13.538.89,
0.07844 209.8146;
03000;
08187.5;
9266122
30.6949.17:
02637;
01941.5;
02200;
73960.03;
24.29 42.85;
0.9254.1661;
01402
0 10000]

Get from input: ~ Revert Input Ranges Set Input Ranges

Revert Weights Initialize Weights

Fonte: O Autor (2020).

Quando ha o conhecimento de um bom ponto de partida da rede neural a

aba de ver/editar os pesos da rede pode facilitar o processo de aprendizado

podendo editar os pesos para um melhor desempenho (Figura 24).
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Figura 24 - Tela de edigido dos pesos nntool.

¥ Network: RedeNeural - o X
View Train Simulate Adapt Reinitialize Weights View/Edit Weights

Select the weight or biasto view: | iw{1,1} - Weight to layer 1 from input 1 ~

[0.95921 -1.0435 0.47466 0.62796 -0,18669 -0.68263 0.76381 10384 -0.45211 -1.2927 -1.0296 -0.15074 -1,1988 -0.20904 1.076 -0.25215;

0.8937 1.0364 -1.0225 -1.0311 -0.26085 0.39577 -0.53937 -0.54116 0.7286 -0.98236 0.64812 -0.91658 1.0173 0.90439 0.26881 -0.99182;

-1.0337 1.2660 0.95747 -0.61817 0.73578 0.42979 0.016508 0.87092 0.23620 0.085343 -0.52314 -0.75103 -1.3727 -0.88164 -0.41303 1.116;

1.1088 -0.039225 1.1641 -1.2173 0.79178 -0.90494 0.53396 -0.68792 0.13337 074878 0.076531 1.1087 0.73736 -0.63353 0.035538 1.193;

0.32606 0.74176 0.44152 -0.99518 -0.7735 -0.94117 0.96562 1.0604 1.0306 1.0721 -0.82593 -0.85871 0.78382 -0.8756 -0.24256 -0.022568;
-1.0835 -0.96409 0.69387 0.87079 -0.027536 -0.0044042 12365 -0.40386 -0.57655 -0.99634 0.27455 0.87714 0.99257 -0.97975 -1.1416 -0.028933;
-0.71892 -0.25394 0.78912 0.63235 -0.17661 1.4922 0.13325 -0,98475 0.83478 0.22338 -0.76931 0.12445 -1.3488 1,1986 -0.84414 -0.52671;
0.14368 1.2741 -0.3303 -0.56055 0.44841 -0.48918 -1.1075 -0.76287 0.77762 -0.09381 0.47222 1.5205 -0.30714 0.24428 -1.1544 1.2261;

1.272 0.8124 0.43226 1.2517 0.58208 0.23706 -0.97504 0.32263 -0.33239 -1.357 0.52606 -1.1728 -0.66761 0.13862 -0.87881 -0.36352;
1.23411.2197 -0.87285 -1.2358 0.67608 -0.73316 -0.64371 -0.070906 0.18004 -0.43237 0.65873 -0.15216 0.79635 -0.94249 -0.69031 -1.0321]

Revert Weight Set Weight

Fonte: O Autor (2020).

Apds o treinamento da rede, a mesma estara apta para ser utilizada e
realizar a predicao do coeficiente de atrito dos filmes de prova.

Apos a implementacdo da rede neural, propbés-se a criacdo de uma
interface interativa para os usuarios que venham a utilizar e aprimorar a rede
posteriormente a este trabalho. Para isso, utilizou-se uma ferramenta prépria do

Matlab chamada GUIDE. A Figura 25 mostra a tela inicial da interface.

Figura 25 - Interface GUIDE
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< >
Tag: figurel Current Point: [254, 21] Position: [680, 678, 560, 420]

Fonte: O Autor (2020).
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Dentro do GUIDE, o layout funciona de forma interativa, no qual € possivel
selecionar os botdes, as barras e as informagcdes que serdo inseridas e
posiciona-los de forma manual apenas com o auxilio do mouse.

Apdés a montagem do layout, faz-se necessario a criagdo das
funcionalidades do sistema. Para isso, utilizou-se a ferramenta GUIDE do Matlab,
que proporciona uma criagcdo de interface interativa, de “arrasta e solta”,
podendo-se inserir botdes, area de texto e caixa em branco para obtencao de
dados. A partir disso, o cddigo é gerado automaticamente, sendo necessario,
somente atribuir um nome a cada caixa utilizada e atribuir funcdes internas ao
botdo. Dentro dos comandos do botéo € coletado todos os dados inseridos pelos
0Ss usuarios, e sao transformados em numeros a partir do comando “str2double”,
e armazenados dentro de uma unica variavel chamada “inp”. Apés coletados séo
transpostos a partir do comando “franspose” e lidos pela rede como input para
gerar a resposta de COF. A Figura 26 mostra a captagao das informacgdes de

entrada da rede neural e a posteriori apresentacao da resposta do sistema.

Figura 26 - Codigo da funcionalidade do botdo no GUIDE.

function Calculc Callback(hObject, eventdata, handles)

% hCkhbiject handle to Calculo (see GCBO)
% eventdata reserved - to be defined in a future wersion of MATLAB
% handles structure with handles and user data (see GUIDATL)

P = str2doukle (get (findok]j (gcf, "Tag™,"P"), "String"} ) ;
BEWl =str2double |(get (findobj (gcf,"Tag™,"BW1"),'"'String"));
BWZ2 =str2double (get (findobkj (gcf,"Tag™,"BW2"),"'String"));

BW3 =str2double (get (findobj (gcf,"Tag™, "BW3"), 'String'));:

o

o

L1l = str2double (get (findobj (gcf,"Tag™,"L1™),"'String'))
L2 = str2double (get (findobkj (gcf,"Tag™,"L2"),"'String'));
L3 = str2double (get (findobkj (gcf,"Tag™,"L3"),"'String'))

D1 = str2double (get (findobkj (gcf,"Tag™,"D1™), "'String')) ;!
D2 = str2double (get (findobkj (gcf,"Tag™,"D2™), "'String')) ;!

o

o

D3 = str2double (get (findokj (gcf,"Tag™,"D3™), "'String'))
51 = str2double (get (findokj (gcf,"Tag™,"S51™),"String')) !
52 = str2double (get (findokj (gcf, "Tag™,"52"),"'String'));
53 = str2double (get (findokj (gcf, "Tag™,"53™),"'String'));
Al = str2double (get (findokj (gcf,"Tag™,"21"™),"'String'))

42 = strZdoukle (get (findok]j (gcf,"Ta String")):

43 = str2double (get (findokj (gcf,"Tag™,"2A3™),"'String'))

inpg = [P; BW1l; BW2; BW3; L1; L2; L3; D1; D2; D3; 51; 52; 53; R1l; RA2; B3]
input= transpnselhnp]

o

mompaw
e TRIT),

RedeNeural [input]
set (findobj (gcf, "tag', "COF') , "String' ,RedeNeural) ;

Fonte: O Autor (2020).
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Afigura 27 mostra a Interface criada em Matlab onde as camadas de filme
sao representadas pelos canhdes e a gramatura é representada na interface pela
nomenclatura de BasisWeight ja as outras entradas estdo com a mesma

nomenclatura do que na tabela de entrada.

Figura 27 - Interface GUIDE pronta

Interface - X

«
B N

Para utiliza-la por favor informe os parametros abaixo:

Calcular COF

Fonte: O Autor (2020).

3.2 Configuragées em Python

Mesmo possuindo melhores funcionalidades e uma interface ja preparada,
o0 Matlab € um software licenciado e, por esse motivo, para comparagcao e
validacado dos dados, também houve a aplicagao e treinamento da rede neural
em programacao Python, a qual é uma ferramenta gratuita e pode ser utilizada
e melhor adaptada para o ambiente empresarial.

David Cornapeau desenvolveu o sklearn em 2007 em um evento
internacional da google chamado “Google Summer of Code”, o pacote veio
sendo desenvolvido com mais outros programadores durante os anos para que
ferramenta tenha como finalidade ter em sua biblioteca uma ampla variedade de
algoritmos de aprendizado de maquina, com varios tipos de aprendizados.
(scikit-learn,2020)
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A Figura 28 apresenta o codigo desenvolvido em linguagem Python para
aplicagao da rede neural e, também, cada linha de programacgao necessaria para

sua execucgao.

Figura 28 - Codigo Python.

Fonte: O Autor (2020).
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Inicialmente, neste ambiente de programagao, converteu-se o banco de
dados que estava em formato do Excel (.xIsx) para data frame utilizando as
ferramentas do Pandas, para que, assim, possam ser reconhecidos como
variaveis de trabalho no Python. Com os dados carregados, separou-se os dados
de Input que foram nomeados como atributos, e os dados Targets nomeados
como atrib_prev. Apds separados os dados, em Inputs e Targets, € necessaria
uma nova separacao dos dados entre dados de teste e dados de treino. Esta
divisdo foi feita randomicamente, de forma que 2% do banco dados sejam
sempre destinados para o teste. Apds esta etapa, ha a inicializacdo da rede. A
rede neural utilizada no Python foi a rede MLPRegressor, da ferramenta sklearn,
sendo esta, a rede neural utilizada para a resolugado de problemas com variaveis
discretas e continuas. Dentro da rede neural chamada de “ppn” ha a
possibilidade de escolher alguns parametros, foi-se utilizado a fungao sigmoide
como funcao de ativacao além de usar o método de backpropagation, com uma
camada interna de 80 neurdnios. Apos o treino, ha a utilizagdo da ferramenta
matplotlib e a sklearn.metrics para a apresentacado dos resultados em forma de
graficos e texto e a utilizagao da ferramenta pickle que salva a rede ja treinada
para ser utilizada na interface posteriormente. A Figura 29 mostra o

Pseudocadigo do algoritmo desenvolvido em Python para a rede neural.

Figura 29 - Pseudocddigo em Python

Criagdo do Transformacio do Divisdo de dados

, Divisio de dados entre chamada e definicio dos
hanco de |:> banco de dados em |:> entre inputs x |:> ) |:>
TreinoxTeste parametros de rede

dados Dataframe outputs

Salvar rede ‘<:|| Treinamento da rede

Fonte: O Autor (2020).

De forma similar ao Matlab para a construcdo de uma interface, para o
Python, utilizou-se a plataforma denominada PythonSimpleGUI, a qual
diferentemente da ferramenta do Matlab nao é interativa. Portanto, para criar a
interface que interage com usuario, ou seja, o layout de entrada de informacdes

pelo usuario (front-end), houve a necessidade de linhas adicionais de
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programagao no codigo. A Figura 30 apresenta o cédigo utilizado na construgao

da interface de uso da rede neural desenvolvida em Python.

Figura 30 - Cédigo Front-end da Interface desenvolvida em Python.

Fonte: O Autor (2020).
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7

Primeiramente é importada a ferramenta PySimpleGUI e cria-se uma
classe chamada de Tela de Rede. Dentro dessa classe utiliza-se o comando

"__init__” que realiza a inicializagdo de um objeto dentro de uma definigdo para
se iniciar o layout, dentro do layout cria-se as caixas de informagéo e a caixa em
branco para a entrada de dados do usuario, logo ap6s ha a chamada da tela da
interface definindo o nome e o tamanho da mesma. Coloca-se um comando
While para que os proximos comandos funcionem enquanto uma linha de cédigo
for verdadeira. Dentro desse comando, os dados inseridos pelo usuario sao
guardados, transformados em um vetor de entrada no formato de DataFrame,
apos coletados os dados, é chamada a rede neural criada para que ela execute
em cima dos valores coletados e retorne o valor de COF ao usuario. A Figura 31

mostra a interface criada em Python.

Figura 31 - Interface Python pronta para uso da rede neural.

? Caleulo do COF - X

pesros

Canhéo 3 (Azul)

BasisWeight

LayerRatio

Calcular COF

Fonte: O Autor (2020).

Vale ressaltar que, previamente aos testes da rede, realizou-se uma
reunido com o0s engenheiros responsaveis do setor de pesquisa e
desenvolvimento da empresa e estipulou-se que, para que a rede seja eficaz, é

necessario atingir uma regressao com eficacia superior a 70.
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4 RESULTADOS E DISCUSSOES

4.1 Resultados Matlab

Para obtencdo dos resultados dos testes realizados com o software
Matlab, utilizou-se o cédigo apresentado na figura 32 para, primeiramente,
nomear uma nova matriz com dados de dentro da matriz base de banco de dados,
essa nova matriz contém todos os dados de entrada e por esse motivo é
nomeada como Input. A posteriori, selecionar os dados restantes que contenha
os dados de COF do banco de dados e nomea-lo como Target, ap6s divididos,
houve a transposicao com a utilizagédo do comando transpose dos dados para

que estes possam ser lidos pela ferramenta nntool.

Figura 32 - Cédigo Matlab

Srra T AT mars & radAds maeitrasl —— CC A=
Fvalores para a rede neural com 55 dad

Input = BancoDeDados(l:65,1:16);
Target= BancoDedados (1:65,17)

=]

(=)

I = transpose (Input);

T = transpose (Target):

fvalores para a rede neural com &5 dados
I5 = transpose (BancoDeDados (1:55,1:16))
TS = transpose (BancoDeDados (1:55,17));

nntool

Fonte: O Autor (2020)

Figura 33 - Interface de ajuste dos parametros nntool

T Network: Rede - [} s
View Train! Simulate Adapt Reinitialize Weights View/Edit Weights

Training Info  Training Parameters

showWindow true deltald 0.07
showCommandLine false delt_inc 12
show 25 delt_dec 0.5
epochs 1000 deltamax 50
time Inf

goal 0

min_grad 1e-09

max_fail &

") Train Network

Fonte: O Autor (2020).
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Dentro dos parametros propostos foi-se estipulado que a rede teria um
numero maximo de épocas de treinamento (epochs) igual a 1.000 tendo o tempo
maximo para treinamento (time) infinito, ou seja, o tempo ndo sera um fator
definitivo para a rede. A classe Show esta definida como true para que apareca
o status do treinamento durante a execucgao. Ja a classe ShowCommandLine =
false faz com que os comando de linhas implicitos a ferramenta ndo sejam
exibidas na tela de comando. Goal € o objetivo de parada, e se definido com
valores baixos e se a funcao cair abaixo desse valor, o sistema para de executar
a rede, junto com todos os outros deltas proporcionalmente baixos que também
estipulam a hora de parada do sistema, caso o gradiente do sistema esteja
inferior ao valor de mingrad a rede também é finalizada.

Inicialmente, a rede neural foi avaliada com 55 dados coletados de COF
(Target) e suas respectivas caracteristicas (/nputs), pois era necessario um
numero consideravel de amostras para que houvesse uma grande variedade de
valores de output que buscassem representar o range de valores reais para
filmes coextrudados de trés camadas de filme. Previamente. A Figura 34 ilustra

graficamente a regressao realizada pela rede neural.

Figura 34 - Grafico de regressao da rede neural com 55 dados nntool.
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Fonte: O Autor (2020).

Como visto o gréafico de regressdao dos dados encontrados pela rede
Matlab na figura 32, o eixo y representa o eixo de resposta da rede e o0 eixo x 0s

dados de COF presente no banco de dados. A linha tracejada representa onde
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os valores do target seriam exatamente iguais aos valores respondidos, a linha
vermelha representa a resposta encontrada pela rede, para os valores de teste
escolhidos randomicamente pelo programa, ja os pontos nomeados como Data
representam os dados do banco de dados escolhidos randomicamente para
serem utilizados como teste. Quando analisados, nota-se que ambas estéo
préximas, portanto, se obtém resultados medianos a partir do grafico.

Nota-se que a resposta dada pela rede neural obteve um baixo
desempenho, pois, como comentado anteriormente, para que houvesse uma
resposta confiavel, a rede neural necessitava de um desempenho superior a 70%,
ou seja, a0 menos a rede necessitava predizer ao menos 70% dos resultados
(R?>=70). Portanto como obteve um R2<70 a rede neural treinada com 55 dados

nao obteve sucesso na predicdo COF dos filmes testados.

Tabela 2 - Respostas da rede com R?=0,34

Target R?=0.34
0,13 0,1691
0,16 0,1712
0,165 0,17155
0,23 0,1761
0,235 0,17645
0,2 0,174
0,1 0,167
0,34 0,1838

Fonte: O autor (2020)

Analisando os dados da tabela 2 nota-se que a rede neural 1 manteve os
valores de respostas basicamente constante, com seu range visivelmente
pequeno nao conseguindo atingir valores mais altos, como o exemplo do
target=0,34 ou valores menores com o target=0,13, sendo assim esta ndo é uma
rede que corresponde aos critérios exigidos.

Em seguida, em busca de melhorar o desempenho da rede, ampliou-se 0
numero de filmes do banco de dados de 55 para 65, mantendo todos os outros
parametros de treino iguais, porém, reduzindo o valor de erro final de 1 para
1€, e diminui-se a quantidade de erros maximos de 6 para o valor de apenas

2, a Figura 35 mostra as alteragdes realizadas.
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Figura 35 - Tabela de edigéo dos valores de treino nntool

11 Network: RedeNeural65 — m} x

Training Info  Training Parameters

showWindow true deltald 0.07
showCommandLine falze delt_inc 1.2
show 25 delt_dec 0.5
epochs 10000 deltamax 50
time Inf

goal 0

min_grad le-20

max_fail 2

\'-':] Train Metwork

Fonte: O Autor (2020).

Tal mudanga acarretou em uma diferenga menor entre o valor encontrado
e o valor Target, porém, aumenta-se o tempo de execugdo do algoritmo
teoricamente. Contudo, pelo fato de que o aumento corresponde a um banco de
dados inicial, esse aumento no tempo de processamento foi imperceptivel.

Consequentemente, para a nova rede, a Figura 36 apresenta os

resultados encontrados para uma rede treinada com 65 dados.

Figura 36 - Grafico de regressao da rede neural com 65 dados nntool
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Fonte: O Autor (2020).
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Em oposicédo aos dados encontrados com 55 dados, a rede neural com
65 dados obteve grande sucesso em relagao a sua regressao de treino, obtendo

um aproveitamento de aproximadamente 95% em relagao as respostas obtidas.

Tabela 3 - Respostas R?=0,95

Target R?=0.95

0,12 0,1294
0,125 0,13325
0,14 0,1448
0,16 0,1602
0,17 0,1679
0,175 0,17175
0,18 0,1756
0,19 0,1833
0,21 0,1987
0,225 0,21025

Fonte: O Autor (2020)

Analisando os dados da Tabela 3 nota-se que, diferentemente das
respostas encontradas pelo primeiro treinamento da rede, o segundo
treinamento trouxe mais assertividade em suas respostas, sendo que, mesmo
com valores baixos com o de 0,12 a rede neural atendia o valor, além de também
atender valores maiores como o de 0,225, superando o limite exigido para o seu

desenvolvimento e validagao.

4.2 Resultados em Python

Devido aos resultados encontrados em Matlab, nos quais foi possivel
verificar que a rede neural performa melhor com 65 dados do que com 55 dados,
criou-se e testou-se a rede neural em Python ja com 65 dados.

A Figura 37 mostra a curva de regressao criada pela rede neural

programada em Python.
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Figura 37 - Grafico de regressao da rede neural com 65 dados Python

Regressao

Dados Respondidos pela Rede

° o o o o o

s = = [ Y N

= & ) S N N
°

=)
=
N

T T T T T T T T
012 0.14 0.16 0.18 0.20 0.22 0.24 0.26
Banco de Dados

Fonte: O Autor (2020).

A Figura 37 mostra o grafico de regressao dos dados encontrados pela
rede Python, com o eixo y sendo o eixo de resposta da rede e 0 eixo x os dados
de COF presente no banco de dados. A linha azul representa a resposta
encontrada pela rede, para os valores de teste escolhidos randomicamente pelo
programa, ja os pontos vermelhos representam os dados do banco de dados
escolhidos randomicamente para serem utilizados como teste. Quando
analisados, nota-se que ambas estdo proximas, portanto, se obtém um bom
resultado a partir do grafico.

A Figura 38 mostra a resposta do sistema tendo como dados os valores
de COF destinados como Target, seguido dos resultados da rede neural e, por
fim, os valores do erro quadrado e coeficiente de correlagdo (R?) da curva de

regressao (Figura 37).

Figura 38 - Tela de dados de respostas Python

Fonte: O Autor (2020).
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A partir desta avaliagcédo, nota-se que a rede neural testada em linguagem
Python também atingiu valores superiores ao estabelecidos inicialmente e foram

similares aos resultados obtidos com o software Matlab, com um R? de 95%.

4.3 Python x Matlab

A Tabela 4 traz uma comparagéo entre os R? dos melhores treinamentos
das redes neurais, tamanho de codigo, Interatividade da interface em ambas as

linguagens de programacao consideradas.

Tabela 4 - Dados comparativos Python x Matlab

. Erro Quadrado Tamanho do Interatividade
2
Linguagens R Médio codigo da interface
Python  94,85% 0,000108 médio Alta
MatLab ~ 94,97% 0,000500 pequeno Baixa

Fonte: O Autor (2020)

A Tabela 4 mostra que ambas as linguagens apresentaram otimos
resultados para a resolugdo do problema, ou seja, ambas as redes neurais
descrevem com boa exatidao aproximadamente 95% das analises a serem feitas,
com os erros médios baixos, sendo que em Python exige mais linhas de
programacgao, porém ha mais funcionalidades, e apesar de quase nao houver
linhas de codigo em Matlab, o mesmo tem poucas funcionalidades.

Mesmo com a eficacia alta em relagdo a regressdo de dados, quando
treinadas as redes por varias vezes consecutivas com diferentes bancos de
dados, esta regresséo pode variar. Logo, para tentar encontrar uma distingéo
entre as redes propostas, foi-se utilizada a rede para obter 50 respostas em cada
interface e calculou-se o erro quadrado médio (Eq.13), determinou-se o erro
médio para cada rede. A partir disso, calculou-se a incerteza de cada analise
para que, com a compilacao destes dados, seja possivel a criacao do grafico de
dispersdo do erro junto da incerteza do sistema. A seguir, as Figuras 39 e 40
mostram graficamente suas respectivas dispersdes em relagdo ao erro, sendo

elas cabiveis de comparacao.
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Figura 39 - Gréafico de dispersao do erro Python
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Fonte: O Autor (2020).

Figura 40 - Grafico de dispersao do erro Matlab
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Fonte: O Autor (2020).

Apesar das duas redes neurais testadas corresponderem as exigéncias
impostas ao sistema, com base na analise dos graficos, a rede da dispersao
meédia dos erros em Python possui uma tendéncia melhor em relagdo a rede
testada com o software Matlab, pois grande parte dos valores estao abaixo de
0,04, enquanto no Matlab, alguns valores se encontram proximos a 0,06 de erro.
As incertezas para cada sistema obtiveram valores pequenos quando
comparados com os valores encontrado dos erros, valores de aproximadamente

0,003, o que auxilia no bom desempenho da rede.
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5 CONCLUSOES

O trabalho realizado obteve sucesso em sua proposta, uma vez que,
ambos os sistemas (Python/Matlab) atenderam a qualidade requerida obtendo
em seus melhores treinamentos um R?=0,9497 para a rede em Matlab e
R?=0,9485 para a rede em Python, com um erro médio muito inferior a 0,01. A
partir do estudo de comparagdes dos dois sistemas notou-se que o sistema em
Python, além de possuir maior interatividade, também obteve melhor
desempenho em relagdao ao erro médio. As interfaces feitas para os usuarios
obtiveram um layout limpo, com a utilizagcdo de forma intuitiva e sem dificuldades.
As redes neurais, se mostraram um caminho interessante para a melhoria do
processo, pois, além de possuir uma resposta concisa, entrega-as com
velocidade e de forma clara, podendo assim ser aplicadas futuramente a mais
parametros e em maiores escalas além de utilizar as interfaces convertidas em
aplicativos mobile para que seja utilizada de forma mais pratica, ou serem

utilizadas no auxilio de resolugao de problemas.
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