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1 INTRODUCAO

A desregulamentacdo do mercado de energia, ocom@fa ultimos 20 anos,
introduziu novas formas de contratacdo de enedifierenciadas daquelas praticadas pelas
concessionarias e desenvolvidas por empresas imdiepies do mercado de energia.

Atualmente, critérios para particionamento dos gomndores sdo estabelecidos em
concessionarias de varios paises, sendo que aiandédes é baseada nos valores nominais da
carga e parametros relacionados ao tipo de atigidacconsumidor. Geralmente este critério
nao se adapta corretamente com o perfil do congumid

Hoje no Brasil, uma faixa expressiva de consumi&ldem o seu processo de
medicdo efetuado com o medidor de energia horosahzoma vez que estdo atrelados a
contratos entre consumidor e concessionaria. O doediermite efetuar a medicdo de
demanda de poténcia de 15 em 15 minutos, e, poyti@vantar a curva horaria do perfil da
demanda, o que se configura a curva de carga gacmesumidor.

No presente estagio da evolugédo dos sistemas dgieeétrica e mercados, ha um
especifico e crescente interesse em estabelecg@rasasso de classificagdo de padrbes de
carga, especialmente do ponto de vista das empdesiabuidoras de energia (CHICCO;
ILIE, 2009). A introducdo de tecnologias avancadasmedicdo permite aos operadores do
suprimento receber inUmeros dados de consumo deadwerconsumidor, permitindo a
analise utilizando algoritmos dedicados.

O crescente interesse na classificacdo de constesidem conduzido os estudos
para multiplas finalidades, entre as quais pod#eseacar:

e com o objetivo de classificar o tipo de consumider modo a estabelecer
critérios de tarifacdo (CHEN; HWANG; HUANG, 1997);

» para analisar a interacdo do consumidor com o merfé@nte a resposta a
programas de demanda (VALERO et al., 2007);

e com o objetivo de classificacdo do padréo dos dddasmrga de consumidores
individuais  referentes a diferentes periodos do af®@SEKOURAS;
HATZIARGYRIOU; DIALYNAS, 2007);

» para a deteccéo de pontos fora da curva exibinehpadgamento andmalo, tais
como aqueles afetados de varias formas por pe&tatennicas (MONEDERO et al.,
2006).
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O particionamento das curvas de carga de consuesid®ro seu agrupamento de
acordo com certas caracteristicas podem ser efetudel varias formas e a literatura tem
apresentado inameros trabalhos com algoritmosdiestam diferentes tipos de dados, tais
como o métoddollow-the-leader k-meansfuzzy k-meansagrupamento hierarquico, mapas
auto-organizaveis de Kohoned@M - Self-organizing mae outros métodos estatisticos e de
redes neurais.

O algoritmok-meansclassifica informacdes de acordo com os propraod. Esta
classificacédo, € baseada na analise e na compagag& os valores numeéricos do conjunto.
Assim, o algoritmo fornecerd uma classificacdo senecessidade de supervisdo. Por causa
desta caracteristica, k-meansé considerado como um algoritmo de aprendizagem na
supervisionado.

Foi a partir da teoria estatistica, que a maquenaeator de suporte foi desenvolvida,
sendo que a mesma foi introduzida pelo matematissor Vladimir Naumovich Vapnik, a
qual é constituida por dois estagios. Primeirameéate determinados 0s vetores suportes a
partir dos dados das curvas de carga com diferéotagatos e o segundo estagio utiliza o
resultado obtido na primeira fase para formar osggnentos (BURGES, 1998).

O trabalho aqui descrito, portanto, tem por firediel efetuar o particionamento das
curvas de carga e posterior agrupamento daquetasajam semelhantes dentro de critérios
predefinidos. Para atingir este objetivo foram datlas e analisadas algumas técnicas de
agrupamento, como a maquina vetor de supottemeans para subsidiar a formacédo de
perfis de carga com a finalidade de estabelecéadatiferenciadas para cada perfil.

Os resultados obtidos com este trabalho foram:tendimento sobre o sistema de
contratacdo e medicdo de energia praticada peleessionaria; grandezas associadas ao
processo de medicao, que podem ser obtidos condmondnorossazonal; estudo de técnicas
de Inteligéncia Artificial e sua utilizacdo paratemas de energia; estudo de técnicas de
programacao e utilizagdo de programas disponixeeniente na Internet ou desenvolvidos
via programacao propria; obtencdo de um agrupantenferfis a partir dos dados de curvas
de carga e dos algoritmos utilizados; relatério conprocesso de simulacdo efetuado
juntamente com a descricdo dos programas utilizadaesenvolvidos, resultados alcancados

e comparacdes entre 0S mesmos.



1.1 TEMA

1.1.1 Delimitacdo do tema

Este trabalho busca agrupar curvas de demanda di&ando a demonstracdo de
uma alternativa tarifaria para consumidores indaisti(geralmente com entrada em média-
tensdo — 13,8 kV) de diversos setores da regidmpwitana de Curitiba — PR, independente
da poténcia demandada.

Para isso utilizou-se algoritmos conjuntamente cotmas esoftwareslivres ja
desenvolvidos e técnicas de agrupamento. As té&cnaashecidas como Maquina de Vetor de
Suporte Support Vector Machinee k-meansforam programadas e simuladas saftware
MATLAB’.

1.2 PROBLEMA E PREMISSAS

Segundo Chicco et al. (2004), a abertura do mereadoyético tem contribuido para
que as empresas distribuidoras de energia elétejeen colocadas frente a frente a novas
mudancas em fornecer servicos mais satisfatoriesaans consumidores. A recente abertura
do mercado no setor de energia elétrica, aliadagalamentacdo no setor de distribuicdo da
mesma, estad possibilitando aos fornecedores (csinodsias e empresas de venda de
energia) estudar as diferentes classes de consiwide modo a definir tarifas dedicadas e
de acordo com um conjunto de clausulas de restiig@ostas pelo marco regulatorio.

Esta mudanca requer que os consumidores sejamaagsi@dequadamente em

classes de consumo, refletindo o comportamentealagio da curva de carga diaria.



1.3 OBJETIVOS

1.3.1 Objetivo geral

Estabelecer um agrupamento de curvas de demanda ohdustriais da regido
metropolitana de Curitiba utilizando algoritmosterticas de agrupamentdystering como

alternativa tarifaria.

1.3.2 Objetivos especificos

Os objetivos especificos a serem desenvolvidosifora

» Fazer uma reviséo bibliogréafica dos sistemasiskeiltlicdo de energia, dando énfase para
0S assuntos:

- Contratacao de fornecimento de energia,

- Medicao de energia em sistemas de distribuigao;

- Perfis de curva de carga,;

- Tarifacdo no mercado de energia elétrica;
 Estudar redes neurais, aprendizagem de maquenegptrone mapas auto-organizaveis de
Kohonen §OM - Self-organizing map
 Estudar a separacdo de padrbes com a utilizacBtaduina de Vetor de Suport&-eneans
* Estudar os processos de agrupamesitsiering;
* Estudar os algoritmos para determinacdo dose®ibe suporte, verificando as variaveis de
entrada e saida e as adaptagfes necessériasspargdm do problema especifico;
» Realizar simulacdes para diferentes perfis dgacarparametros;
» Efetuar os agrupamentos e compara-los, analisasdadiferencas para as simulacdes

efetuadas.



1.4 JUSTIFICATIVA

Ja que a introducéo de uma tarifacdo para cadawaetsr ndo é factivel, uma boa

alternativa € uma estrutura composta por agruparsele consumidores similares.

“Uma justa politica tarifaria deve proporcionar utagifa que possa, ao mesmo
tempo, induzir o consumidor ao uso racional e egood da energia elétrica e
promover a eficiéncia da empresa prestadora doigegreom o méaximo de

qualidade e produtividade.” (BITU; BORN, 1993).

Formar grupos tarifarios com base no perfil de @arglividual, em funcédo da
semelhanca do comportamento da mesma, possilgliegga os consumidores que impdem
custos similares ao sistema (ANDRADE, 2003), pama estes sejam tarifados conforme seus

perfis.

“Enfim, a formacdo de agrupamentos de consumidmesbase no perfil de carga
individual, além de aumentar a oferta de servigfessahciados com o atendimento
personalizado ao consumidor, pode ainda, ser eraicde uma nova tarifa de
energia elétrica customizada e capaz de promoweelhoria da racionalidade do
uso dos recursos energéticos do pais.” (ANDRADB320

1.5 ESTRUTURA DO TRABALHO

O Trabalho de Conclusdo de Curso apresentara tulceptomo descrito a seguir.

No Capitulo 1 sera apresentado a proposta do t@bekscrevendo os objetivos
Geral e Especificos, o problema a ser estudado,doeno a justificativa para este estudo.
Também neste capitulo € descrita a metodologiaengeregada no trabalho.

No Capitulo 2 serdo apresentados os conceitos swmlecdo de energia, contratos
de fornecimento, perfis de curva de carga e ta@dac

No Capitulo 3 sera apresentado o0s principais ctmcaplicados em aprendizagem
de maquina, além de explicar sobre a Maquina der\&t Suportek-meanse 0s processos
de agrupamentalustering.

No Capitulo 4 serdo apresentados os dados coletadammpresas e os resultados
das simulacbes realizadas.

Por fim, o Capitulo 5 apresentara as principai€kmdes obtidas no trabalho.
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2 CONCEITOS DE ESTRUTURA TARIFARIA

2.1 INTRODUCAO

A fatura de energia reflete 0 modo como a energigiea é utilizada e sua analise
por um periodo de tempo adequado, permite estavalelacdes importantes entre habitos e
consumo.

Dadas as alternativas de enquadramento tarifargpodiveis para alguns
consumidores, o conhecimento da formacédo da faudas habitos de consumo permite
escolher a forma de tarifagdo mais adequada eejudta em menor despesa com a energia
elétrica (PROCEL, 2001).

Este capitulo apresenta os principais conceitoa pagntendimento das estruturas

tarifarias utilizadas no Brasil.

2.2 CONCEITOS

Define-se estrutura tarifaria como sendo o conjudéo tarifas aplicaveis aos
Componentes de Consumo de Energia elétrica e/ouabdande Poténcia, de acordo com a
modalidade de fornecimento (ANEEL, 2005).

Dessa forma, € importante definir:

- Demanda média das poténcias elétricas ativas ou reats@gitadas ao sistema elétrico
pela parcela da carga instalada em operacao naden@nsumidora, durante um intervalo de
tempo especificado, expressa em quilowatts (kW) udowplt-ampére-reativo (kvar),
respectivamente.

- Demanda Contratada: demanda de poténcia ativa a ser obrigatoria eint@mhente
disponibilizada pela distribuidora, no ponto deregd, conforme valor e periodo de vigéncia
fixados em contrato, e que deve ser integralmeat@,pseja ou nao utilizada durante o

periodo de faturamento, expressa em quilowatts (kW)
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- Demanda Faturavel: valor da demanda de poténcia ativa, considerada fias de
faturamento, com aplicacdo da respectiva tarifpresssa em quilowatts (kW).

- Demanda Medida: maior demanda de poténcia ativa, verificada patigde, integralizada
no intervalo de 15 (quinze) minutos durante o plride faturamento, expressa em quilowatts
(kW).

- Consumo de Energia:a energia elétrica consumida por uma instalac@gamento
compdem-se de uma parcela ativa, e outra reativa.

- Energia Ativa: é a energia que sera convertida em outra fornendegia, e que é cobrada
de todos os consumidores, ou seja, € 0 que sernaafmura de energia elétrica (SORIA;
FILIPINI, 2010).

- Energia Reativa: € a energia que circula continuamente entre ashg campos elétricos
e magnéticos, de um sistema de corrente altersadaproduzir trabalho (SORIA; FILIPINI,
2010).

A estrutura de tarifaria depende de alguns cregémelacionados ao cliente
consumidor. Séo eles:
- Demanda contratada;
- Nivel de tenséo;
- Classes e subclasses de consumo;

- Sazonalidade diaria e anual.

2.3 SAZONALIDADE

As estruturas tarifarias sao, excetuando o casarila Convencional (que sera visto
no item 2.8.1), segmentadas segundo o periodo ena gmergia € consumida. Existem duas
diferenciacfes: diaria (Ponta - P, Fora de porf®); obedecendo as variacdes decorridas
durante as vinte e quatro horas do dia, e anuab(seS, umido - U), obedecendo as
diferencas climaticas entre os meses do ano.

Segundo a ANEEL, em sua Resolucdo n°® 414/2010gaeseacido dos chamados

postos tarifarios é feita da forma como mostrasegaiir.
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2.4 SEGMENTOS HORARIOS

Os segmentos horarios, dividem-se em horario deagé) e horario fora de ponta
(FP):

a. Horario de ponta (P): periodo composto por 3 (thésas diarias consecutivas definidas
pela distribuidora considerando a curva de cargaedesistema elétrico, aprovado pela
ANEEL para toda a area de concessao, com excegaaés sabados, domingos, terca-
feira de carnaval, sexta-feira da Paixdo, Corpusstthe os seguintes feriados descritos

na Tabela 2.1:

Tabela 2.1- Feriados nacionais

Dia e més Feriados nacionais Leis federais
01 de janeiro Confraternizacao Universal 10.607%&2/2002
21 de abril Tiradentes 10.607 de 19/12/2002
01 de maio Dia do Trabalho 10.607 de 19/12/2p02
07 de setembro Independéncia 10.607 de 19/12/2002
12 de outubro Nossa Senhora Aparecida  6.802 dé/3@80
02 de novembrg Finados 10.607 de 19/12/2002
15 de novembra Proclamacédo da Republica 10.60B/d2/2002
25 de dezembrg Natal 10.607 de 19/12/2002

Fonte: ANEEL, 2010.

b. Horario fora de ponta (FP): Periodo composto petmjunto das horas diarias

consecutivas e complementares aquelas definidasendoo de ponta.

E justamente no horario de ponta que as redessttibdicdo assumem o maior valor
de carga, atingindo o seu valor maximo aproximaadenas 19h, com pequenas variacdes de
regido para regido. Conclui-se portanto, que dewdomaior carregamento das redes de
distribuicdo, o atendimento de um novo consumidesten horario de maior solicitagéo,
custard mais a concessionaria, do que em qualaquey borario do dia, tendo em vista a

necessidade de ampliacdo de seu sistema.
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2.5 SEGMENTOS SAZONAIS

A geracao de energia elétrica no Brasil € essenerge hidrelétrica dependendo
portanto, do regime de chuvas. Os periodos do aomodefinidos como seco e umido
(ANEEL, 2010), determinados da seguinte forma:

a. Periodo seco (S): 7 (sete) meses consecutivosaieanmovembro, inclusive;
b. Periodo umido (U): 5 (cinco) meses consecutivogemdro de um ano a abril do ano

seguinte.

A Figura 2.1 mostra os periodos seco e umido de@simeses do ano, sendo que a
curva “A” representa a disponibilidade média danuiade de agua nos reservatorios das
usinas hidrelétricas, constituindo portanto, o poied para geracdo de energia elétrica, ja a
curva “B” representa o comportamento médio do nuErcde energia elétrica, a nivel
nacional, assumindo um valor maximo justamente eriogo em que a disponibilidade de
agua é minima. Este fato, permite identificar, emcéio da disponibilidade hidrica do ano, o
denominado periodo seco, aquele compreendido erare e novembro do mesmo ano, e
periodo umido, de dezembro até abril do ano seg(RAMOS, 2003).

O atendimento ao mercado no periodo seco s6 évpbssn virtude da capacidade
de acumulacdo dos reservatorios das usinas queaestagua afluente durante o ano.
Percebe-se assim, que o fornecimento de enerdgric&l@o periodo seco, € também mais
oneroso, pois leva a necessidade de se constamdes reservatorios e, eventualmente,
colocar em operacdo usinas térmicas alimentadasnaiaria das vezes, por energeéticos

importados.
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Figura 2.1 — Comportamento do consumo/demanda duraa o ano.
Fonte: RAMOS, 2003.

2.7 MODALIDADES TARIFARIAS

S&o duas as modalidades tarifarias (ANEEL, 2010).

Os consumidores do Grupo B (baixa tensdo) tématardnémia, isto €, sdo cobrados
apenas pela energia que consomem.

Os consumidores do Grupo A tem tarifa binbmia, &tesdo cobrados tanto pela

demanda quanto pela energia que consomem. Esteancimlores podem enquadrar-se em
uma de trés alternativas tarifarias:

- Tarifagdo convencional,
- Tarifacdo horossazonal verde, ou

- Tarifacdo horossazonal.

2.8 TARIFAS DO GRUPO A

As tarifas do “Grupo A” sdo para consumidores commécimento em tensao igual
ou superior a 2,3 kV, ou, ainda, atendidos a pddisistema subterraneo de distribuicdo em
tensdo secundaria, caracterizado pela estruturgggdf@ria bindbmia e subdividido nos
seguintes subgrupos:

- Subgrupo Al — tensao de fornecimento igual oesapa 230 kV;
- Subgrupo A2 — tensao de fornecimento de 88 k8&KV;
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- Subgrupo A3 — tensao de fornecimento de 69 kV;
- Subgrupo A3a — tensao de fornecimento de 30 &¥ laV;
- Subgrupo A4 — tensao de fornecimento de 2,3 RS kv,
- Subgrupo AS - tensao de fornecimento inferior,& KR/, atendidos a partir de sistema
subterraneo de distribuigdo.
A Figura 2.2 exemplifica os tipos de consumidores adiferentes modalidades

tarifarias.
Linha de Linha de
Transmissdo Sublransmissao
(acima de 230KV Circuitos Circuitos
Primdrios Primarios

(3,8KV a 34 5KV (110 - 4400)

e 3 ] ] :“.. :
L i CiE i ,I-ﬂ i

Clientes de Clientes da. Clientes de Clientes de
Altz Tenséo Alta Tensao Media Tensao Baixa Tensao
Al AZ Al epd B1,B2 BieB4
{Secundarios)

Figura 2.2 — Modalidades tarifarias.
Fonte: COPEL, 2008.

As tarifas do “Grupo A” sédo construidas em trés atidddes de fornecimento:
- Convencional,;
- Horossazonal azul;

- Horossazonal verde.

2.8.1 Estrutura tarifaria convencional

Esta modalidade é caracterizada pela aplicaca@ridfast de consumo de energia
elétrica e demanda de poténcia independentemestéhatas de utilizacdo do dia e dos

periodos do ano.
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O enquadramento na tarifa Convencional exige untratmn especifico com a
concessionaria no qual se pactua um unico valademaanda pretendida pelo consumidor
(Demanda Contratada), independentemente da hated® ou FP) ou periodo do ano (S ou
U).

O consumidor atendido em alta tensdo pode tambéar ppla estrutura tarifaria
convencional, se atendido em tensdo de fornecimaanxo de 69 kV, sempre que tiver
contratado uma demanda inferior a 300 kW.

A fatura de energia elétrica desses consumidomEaTgosta da soma de parcelas
referentes ao consumo, demanda e ultrapassagemardelp de consumo é calculada
multiplicando-se o consumo medido pela tarifa desomo.

A parcela de demanda é calculada multiplicando-seridga de demanda pela
demanda contratada ou pela demanda medida (a ded&s), caso esta ndo ultrapasse em 5%
a demanda contratada.

Nos casos em que ocorre ultrapassagem acima deaS#erdanda contratada é
cobrada uma parcela calculada multiplicando-seriéatde ultrapassagem pelo valor da

demanda medida que supera a demanda contratada.

2.8.2 Estrutura tarifaria horossazonal

A estrutura tarifaria horossazonal € caracterizgdda aplicacdo de tarifas
diferenciadas de consumo de energia elétrica eedwada de poténcia, de acordo com 0s
postos horarios, as horas de utilizacdo do dissgddodos do ano. O objetivo dessa estrutura
tarifaria é racionalizar o consumo de energia iet@o longo do dia e do ano, motivando o
consumidor, pelo valor diferenciado das tarifasp@sumir mais energia elétrica nos horarios
do dia e nos periodos do ano em que ela for magasb@ANEEL, 2005). Tem por finalidade
deslocar cargas para periodos do dia em que onsisiEnha maior disponibilidade, assim
como, orientar o0 consumo de energia para o pedodmo em que ha maior disponibilidade
hidrica.

Para as horas do dia sdo estabelecidos dois pgridelcominados postos tariféarios:
0 posto tarifario “Ponta (P)” e o posto tarifariedra da Ponta (FP)”.

Ja para o ano, sdo estabelecidos dois periodosiodpeseco (S)”, quando a

incidéncia de chuvas é menor, e “periodo Umido uEndo é maior o volume de chuvas. As
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tarifas no periodo seco sdo mais altas, reflettndwior custo de producédo de energia elétrica
devido a menor quantidade de agua nos reservata®sisinas hidrelétricas, provocando a
eventual necessidade de complementacédo da cargenagéo térmica, que € mais cara.

A tarifa horossazonal é dividida em duas formageificacdo distintas: Azul e
Verde.

2.8.3 Tarifas horossazonal azul

A tarifa horossazonal azul é a modalidade de fommemto estruturada para a
aplicacao de tarifas diferenciadas de consumo degienelétrica, de acordo com as horas de
utilizacdo do dia e dos periodos do ano, bem coentadfas diferenciadas de demanda de
poténcia, de acordo com as horas de utilizacdoadASNEEL, 2010).

E aplicavel obrigatoriamente raodalidadetarifaria horossazonal azul as unidades
consumidoras com tensao de fornecimento igual persar a 69 kV, opcional para demandas
maior ou igual a 30 kW.

A tarifa horossazonal azul tem a seguinte estrutura

Demanda de poténcia (kW):
v" Uma tarifa para o horario de ponta (P);

v' Uma tarifa para o horario fora de ponta (FP).

Consumo de energia (kWh):
v' Uma tarifa para o horario de ponta em periodo Ur(dd);
v' Uma tarifa para o horario fora de ponta em periodao (FPU);
v' Uma tarifa para o horario de ponta em periodo §egy;
v" Uma tarifa para o horario fora de ponta em pergmtm (FPS).

A Figura 2.3 explica, por meio de um diagrama,teutga da tarifa horossazonal
azul.
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TARIFA HORO SSAZONAL AZUL

CONSUMO DEMANDA
|
[ |
PONTA FORA DE PONTA — PONTA

| SECO | SECO
(Mai a Nov) (Mai a Nov) —| FORA DE PONTA

UMIDO || UmIDO

(Dez a Abr) (Dez a Abr)

Figura 2.3 — Tarifa horossazonal azul.
Fonte: Autoria prépria.

Essa modalidade tarifaria exige um contrato espeaibm a concessionaria no qual
se pactua tanto o valor da demanda pretendidacpakumidor no horéario de ponta (demanda
contratada na ponta) quanto o valor pretendidchoeas fora de ponta (demanda contratada
fora de ponta). As tarifas de consumo na pontaade ponta sédo diferenciadas por periodo
do ano, sendo mais caras no periodo seco (maiveiwo).

Para fins de tarifacdo, a parcela de demanda @éladéc somando-se o produto da
tarifa de demanda na ponta pela demanda contratag@nta (ou pela demanda medida na
ponta, de acordo com as tolerancias de ultrapasgage produto da tarifa de demanda fora
da ponta pela demanda contratada fora de pontpglaudemanda medida fora de ponta, de
acordo com as tolerancias de ultrapassagem). #astale demanda nao sao diferenciadas por
periodo do ano.

A parcela de ultrapassagem € cobrada apenas qaatetoanda medida ultrapassa a
demanda contratada acima dos limites de toler&uea de 5%.

A parcela de ultrapassagem é calculada multiplicaseda tarifa de ultrapassagem
pelo valor da demanda medida que supera a demanttatada. As tarifas de ultrapassagem

sao diferenciadas por horario, sendo mais carakaras de ponta.



19

2.8.4 Tarifas horossazonal verde

A tarifa horossazonal verde é a modalidade de éomento estruturada para a
aplicacéo de tarifas diferenciadas de consumo dmienelétrica, de acordo com as horas de
utilizacdo do dia e os periodos do ano, assim cdmama Unica tarifa de demanda de
poténcia (ANEEL, 2010).

A tarifa horossazonal verde é opcional as unidamesumidoras atendidas pelo
sistema elétrico interligado com tensdo de fornenim inferior a 69 kV e demanda
contratada maior ou igual a 30 kW, com opc¢éo dewandor pela modalidade azul ou verde
se igual ou maior que 300 kW.

A tarifa horossazonal verde tem a seguinte esautur

Demanda de poténcia (kW):
v" Uma tarifa Unica.

Consumo de energia (kWh):
v" Uma tarifa para o horario de ponta em periodo Ur(fdd);
v' Uma tarifa para o horario fora de ponta em periodao (FPU);
v' Uma tarifa para o horario de ponta em periodo @89,
v' Uma tarifa para o horario fora de ponta em pergmm (FPS).

A Figura 2.4 mostra o diagrama de tarifacéo déat&iwrossazonal verde.

[ TARIEA HOROSSAZONAL Vere |
[ covsuno_] [ oewos ]

Figura 2.4 — Tarifa horossazonal verde.
Fonte: Autoria propria.
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Essa modalidade tarifaria exige um contrato espeaibm a concessionaria no qual
se pactua a demanda pretendida pelo consumidora(akcontratada), independentemente
da hora do dia (ponta ou fora de ponta).

Para fins de tarifacdo, a fatura de energia etétt&sses consumidores é composta da
soma de parcelas referentes ao consumo (na pdota elela), demanda e ultrapassagem,
sendo que no periodo seco (maio a novembro) dastae consumo na ponta e fora de ponta
sao mais caras que no periodo umido.

A parcela de demanda é calculada multiplicando-seridga de demanda pela
demanda contratada ou pela demanda medida (a deles), caso esta ndo ultrapasse em
mais de 5% a demanda contratada. A tarifa de desm@ninmhica, independente da hora do dia
ou periodo do ano.

A parcela de ultrapassagem € cobrada apenas qaatelmanda medida ultrapassa
em mais de 5% a demanda contratada. E calculad#licanhdo-se a tarifa de ultrapassagem
pelo valor da demanda medida que supera a demanttatada.

2.9 TARIFAS DO GRUPO B

As tarifas do “Grupo B” se destinam as unidadessgomdoras com fornecimento
em tenséao inferior a 2,3 kV, caracterizado peleugsticao tarifaria monémia e subdividido
nos seguintes subgrupos:

- Subgrupo B1 - residencial,
- Subgrupo B2 — rural;
- Subgrupo B3 — demais classes;

- Subgrupo B4 — iluminacédo publica.

As tarifas do “grupo B” séo estabelecidas someata p componente de consumo
de energia, em reais por megawatt-hora, considergnd o custo da demanda de poténcia
esta incorporado ao custo do fornecimento de esnergimegawatt-hora (ESCELSA, 2004).

Unidades consumidoras ligadas em tensdo primadamooptar por faturamento
com aplicacdo da tarifa do grupo B, correspond@ntespectiva classe, se atendido pelo
menos um dos seguintes critérios:

— a poténcia nominal total dos transformadoreggiaal ou inferior a 112,5 kVA;
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— a poténcia nominal total dos transformadoresdwal ou inferior a 750 kVA, se
classificada na subclasse cooperativa de elegémaural;

— a unidade consumidora se localizar em area @@e® ou turismo cuja atividade
seja a exploracdo de servicos de hotelaria ou pausadependentemente da poténcia
nominal total dos transformadores;

— quando, em instalacdes permanentes para agodgi@tividades esportivas ou
parques de exposicdes agropecuarias, a cargaanestabs refletores utilizados na iluminacao
dos locais for igual ou superior a 2/3 (dois teygzscarga instalada total (ANEEL, 2010).

Ainda ha a possibilidade, quando a unidade consamaidiver carga instalada
superior a 75 kW e for atendida por sistema sufnten de distribuicdo em tensdo secundaria,

optar pela mudanca para o grupo A, com aplicacdartda do subgrupo AS.

2.10 OPCAO PELO MELHOR SISTEMA TARIFARIO

Respeitados os critérios de classificacdo obrigatdrcliente responsavel por uma
unidade consumidora podera optar pela tarifa quean#he convier. Com base nos dados de
sua demanda e consumo, podera fazer uma analis®neica criteriosa, simulando o
faturamento de sua conta, para efeito de comparagéva aplicacédo das tarifas verde, azul
ou convencional.

Em linhas gerais, a estrutura convencional é imdigaara unidades consumidoras
que utilizam a energia elétrica de uma forma maisgilar, tais como condominios
residenciais.

A estrutura horossazonal verde é mais indicada pamaidade consumidora que
possam reduzir a carga no "horério de ponta" dentea um Fator de Carga na Ponta baixo.

J& estrutura horossazonal azul € mais recomendadanidades consumidoras
industriais que tenham dificuldade em diminuir argtisar suas atividades no "horario de
ponta” e que tenham um Fator de Carga na Pontadslewe, portanto, apresentam um
consumo significativo de energia elétrica nesséoger além de apresentarem um elevado
grau de eficiéncia na utilizacdo da Demanda Cadeatou seja, apresentam um consumo
maior por quilowatt de demanda (ESCELSA, 2004).
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2.11 CONCLUSAO

Este capitulo apresentou os principais conceitbsestarifacdo de energia elétrica,
explicando os diferentes tipos de estruturas déa¢aon, bem como a classificagcdo dos
consumidores.

Este trabalho engloba consumidores de diversosesetia regido metropolitana de
Curitiba — PR que utilizam uma das trés estrutwaagarias supracitadas: convencional,
horossazonal verde e horossazonal azul.

Para o bom entendimento dos resultados obtidogatdas técnicas de agrupamento
€ importante conhecer os termos técnicos fundamegrdea a analise dos perfis de carga, que
possibilitem uma base para avaliar as tarifas exies, bem como futuros estudos de

alternativa tarifaria.
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3 TECNICAS DE AGRUPAMENTO

3.1 INTRODUCAO

Este capitulo apresenta os principais conceitasdadbs para o desenvolvimento
deste trabalho. Como o objetivo do trabalho é estabr os melhores agrupamentos para
curvas de carga de industrias de Curitiba, foramggisadas algumas técnicas de
agrupamento e ferramentas computacionais que podeseparar as curvas em grupos de
acordo com suas caracteristicas. Neste trabalhtacaes-se o estudo e utilizacdo de
algoritmos baseados na Maquina de Vetor de Supdambém o algoritmk-means

As técnicas de agrupamento sdo aplicadas quandcexiétem classes a serem
previstas. Geralmente faz-se uso delas quando astra® devem ser divididas em grupos
com caracteristicas naturais entre si (HUTCHINSO394).

E chamadalustertodo conjunto de amostras que estio proximas sitfepalavra
“proximas” s6 faz sentido quando as amostras edasd@stdo em um espaco meétrico

(conjunto munido de uma métrica/distancia).
Espago métrico(X,d) é um conjuntoX dotado de uma fungdd: X? - R

chamada métrica ou distancia que associa a cadiepgdementos dX uma distancia entre

eles. Esta distancia deve satisfazer os seguixi@sas:

d(x, y) éumnamerareal ndonegativoefinito
d(x,y)=0< x=y

d(x, y) = d(y, x) (simetria)

d(x, z) < d(x, y) + d(y, z) (desigualadetriangula)

O protoétipo natural para um espaco meétrico € o mumel, onde a métrica é a
distancia euclidiana que se pode medir com umaarégada posi¢cdo no espacgo euclidiano
pode ser descrito por trés coordenadas. Isto gigmjue é possivel mensurar uma média de
varias posicoes. Portanto, por exemplo, ao seaausha revoada de gaivotas, pode-se falar
sobre o centro do bando. Este € um ponto onde p@aéaver nenhuma ave. De fato, se as
gaivotas estdo todas em um circulo, entdo o celatrbando estd a uma certa distancia de
qualquer um dos passaros (HUTCHINSON, 1994).
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Sendo a distancia euclidiarnk :

Seja X=(X1,X2,...,Xn) e yz(yliyZ""!yn)

de =06 = V. + 06 -y, )P+t (%, - v, )

Para realizar o agrupamento de qualquer tipo, éssaco uma pseudo-métrica. A
pseudo-métrica é uma funcdo que satisfaz a tod@xiosnas da métrica e que excetua a
distancia entre dois pontos distintos que podeeser.

Estesclustersrefletem mecanismos de funcionamento no domingtadeamostras.
Tal mecanismo faz com que em alguns casadusserstenham uma forte semelhanca entre
Si para com as amostras restantes. Agrupamentiogsainaente, requerem técnicas diferentes
das de classificacéo, pois sdo métodos de aprgetizque buscam realizar associacoes.

Existem diferentes formas em que o resultado dopagnento pode ser expresso. Os
grupos podem ser identificados como: exclusivosbregmstos, probabilisticos, ou
hierarquicos (WITTEN, 2005).

Quando exclusivo, qualguer amostra deve pertenaer anico grupo. Caso seja um
grupo classificado como sobreposto as amostrasnp@éetencer a mais de um grupo. Ja os
grupos com caracteristica probabilistica revelamapda amostra pertence a cada grupo com
uma certa probabilidade. E no agrupamento consldetamo hierarquico, ha uma diviséo
grosseira dos dados de nivel superior, que saoadefs posteriormente, normalmente
recaindo em casos individuais.

Realmente, a escolha entre essas possibilidades s#evditada pela natureza dos
mecanismos por tras dos fendmenos particulares gtapamento. No entanto, tais
mecanismos raramente sdo conhecidos - a propstegia declustersé, afinal de contas,
algo que se tenta descobrir - e também por razdgsn@ticas, a escolha é geralmente ditada
pelas ferramentas de agrupamento que estdo digo(MVITTEN, 2005).

As diferencas entre os métodos de agrupamentoedas neurais sdo qualitativas e
quantitativas. Todas as entradas para uma redalrséur simples e similares, e normalmente

h& muitas delas.
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3.2 A MAQUINA DE VETOR DE SUPORTE

Fundamentada na Teoria da Aprendizagem Estatistitiquina de Vetor Suporte,
do inglés Support Vector Machine - SVM, foi desdaita com o intuito de resolver
problemas de classificacéo de padroes (VAPNIK, 1995

Segundo Vapnik (2000) a maquina de vetor de supérteim sistema de
aprendizagem que faz uso de um algoritmo baseatkoria estatistica de aprendizagem. Em
linhas gerais, 0s vetores do espaco de entrademmgafeados nao-linearmente em um espaco
com caracteristicas de alta dimensionalidade. Nesgiaco entdo € construida uma superficie
de decisao linear, que se constitui de um hipeopld® separacdo Otima e que apresenta
propriedades que garantem alta habilidade de dera®@0o da maquina de aprendizagem.

Exemplos de aplicacdes de sucesso podem ser eammsitem diversos dominios,
como na categorizacdo de textos (JOACHIMS, 2002)amélise de imagens (JUNG; KIM;
PARK, 2002) (PONTIL; VERRI, 1998), na Bolsa de M\a&® e no estudo de tarifagbes, por
exemplo.

Devido a sua eficiéncia em trabalhar com dadodtdalanensionalidade, a Maquina
de Vetor de Suporte € reportada na literatura cama técnica altamente robusta, muitas
vezes comparada as Redes Neurais (MUKKAMALA; SURME)3).

3.3 TEORIA ESTATISTICA DA APRENDIZAGEM

A Teoria do Aprendizado Estatistico visa estabeleomdicdes matematicas que
permitem escolher um classificador, com bom desahmpepara o conjunto de dados
disponiveis para treinamento e teste (CARVALHO; IEDNA, 2003). Em outras palavras
esta teoria busca encontrar um bom classificadanko em consideragéo todo o conjunto de
dados, porém se abstendo de casos particulares.

As técnicas de Aprendizado de Maquina (AM) utilizam principio de deducéo
denominado inducdo, através do qual chegam-se @usfes genéricas a partir de um
conjunto de exemplos (CARVALHO; LORENA, 2007). Orapdizado indutivo pode ser

supervisionado ou nao-supervisonado.
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No aprendizado supervisionado tem-se a figura deptofessor externo, o qual
apresenta o conhecimento do ambiente por conjutgasxemplos na forma: entrada, saida
desejada (HAYKIN, 1999).

No aprendizado nédo-supervisionado ndo ha um puafes®© algoritmo de AM
aprende a agrupar as entradas submetidas seguradmedida de qualidade. Essas técnicas
sao utilizadas principalmente quando o objetivo dacontrar padrées ou tendéncias que
auxiliem no entendimento dos dados (SOUTO et @03

O tipo de aprendizado utilizado neste trabalho serdo-supervisionado dado que o
algoritmo tera que, a partir dos dados a ele fadoe@grupar aqueles que sejam semelhantes
num unicocluster.

Sabe-se que as técnicas de AM devem ser robuptag@de serem capazes de lidar
com dados que contenham algum tipo de ruido, posedados utilizados neste trabalho sédo

deterministicos, por conseguinte ndo contém ruidos.
3.4 VETORES DE SUPORTE
3.4.1 Conceitos basicos

O desempenho desejado de um classificadérque o0 mesmo obtenha o menor erro
durante o treinamento, sendo o erro mensuradometeero de predigdes incorretas fle
Sendo assim, é definido risco empl’ricEQmp(f) como sendo a medida de perda entre a

resposta desejada e a resposta real. A equacdon@sfra a definicdo do risco empirico.

Runo1)= 2 2e(f(4).3,) @)

i=1

sendo c(J] a funcdo de custo relacionada a previsBix,) com a saida desejadg

(CARVALHO; LORENA, 2003), na qual um tipo de funcde custo é a “perda 0/1” definida
pela equacao (3.2).

_[1 seyf(x)<0
C(f(xi)’yi)_{o ,casaontrario (3.2)
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O processo de busca por uma fungdoque represente um menor valor E%p(f)
é denominado d®linimizacdo do Risco Empirico.

Sobre a hipétese de que os padrdes de treinan(xintm) sdo gerados por uma
distribuicdo de probabilidadeP(x, y) em OV x{-1+1} sendo P desconhecida. A
probabilidade de classificagéo incorreta do classibr f é denominada de Risco Funcional,

que quantifica a capacidade de generalizacdo, woef@& mostrado pela equacao (3.3)
(SMOLA et al., 1999a) (SMOLA et al., 1999b).

()= [l (x) P, ) @3

Durante processo de treinamenmmp(f), pode ser facilmente obtido, ao contrario
de R(f), pois em geral a distribuicdo de probabilidad®es desconhecida (CARVALHO;
LORENA, 2003).

A partir disto, dado um conjunto de dados de tregmto (xi,yi)com x 00Ve
y, O{-1+1}, i :{l2,...,n}, sendox; o vetor de entrada g o rotulo da classe.

O objetivo entéo é estimar uma fungho 0" - {-1+1}. Caso nenhuma restrigéo
seja imposta na classe de funcbes em que se eskcahdmativaf , pode ocorrer que a

funcdo obtenha um bom desempenho no conjunto iarmento, porém néo tendo o0 mesmo
desempenho em padrdes desconhecidos, sendo @steefemdenominado de “overfitting”.

Em outras palavras, a minimizacdo apenas do risguireo Remp(f) nao garante
uma boa capacidade de generalizacdo, sendo desejadalassificador f” tal que
R(f”)=min, R(f), ondeF é o conjunto de fungdet possiveis.

A Figura 3.1 mostra um exemplo onde uma classenighes pode ser utilizada para
separar padrdes linearmente separaveis. E necedséerminar uma fungdo que minimize o

R.mps representado na figura pela reta do Hiperplanm®t
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Hiperplano
Otimo

Maximizacao :
Margem de Separacio

Figura 3.1 — Classe de hiperplanos com um hiperplandtimo.
Fonte: SEMOLINI, 2002.

A TAE (Teoria de Aprendizado Estatistico) provénias de limitar a classe de
funcbes (hiperplanos), com o intuito de prevenirdelos ruins, ou seja, que levem ao
“overfitting”, implementando uma funcdo com a cagade adequada para o conjunto de
dados de treinamento (HEARST et al.,, 1998). Esiastalcbes sdo impostas ao risco
funcional da funcédo. Os limites utilizam o conced® dimensao Vapnik-Chervonenkis (VC)

que sera explanado mais adiante.

3.4.2 Conceito de margem e vetor de suporte

Sendo f(x):(WD<)+b um hiperplano, pode-se definir como margem a menor

distancia entre os exemplos do conjunto de treinémne o hiperplano utilizado para
separacao destas classes (LORENA;CARVALHO, 2008nargem determina quao bem

duas classes podem ser separadas (SMOLA et aBpL9® margemp de um classificador

f é definida por:

p=miny, f(x) (3.4)
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A margem é obtida pela distancia entre o hiperplarms vetores que estdo mais
proximos a ele, sendo estes vetores denominadogetdees de suporte. De acordo com
(SMOLA et al., 1999b) os vetores de suporte sdodesdcriticos, que sozinhos determinam o
hiperplano 6timo, sendo os outros padrbes (namasjtirrelevantes, podendo ser removidos
do conjunto de treinamento sem afetar os resultad@$-igura 3.2 os vetores de suporte sao

destacados por circulos externos nos padrées.

¥ l.-‘l.-fu.r'_qt:m. Ie

-

Figura 3.2 — Identificacdo da margemp e dos vetores de suporte sobre a linha pontilhada.
Fonte: LIMA, 2002.

3.4.3 Classificacédo de padrdes linearmente separéve

Uma classificac&o linear consiste em determinar fumgéo f : X O R" - R", que
atribui um rétulo(+1) se f(x)=0 e (1) caso contrério. Considerando uma fungéo linear,

pode-se representa-la pela equacéo (3.6).

f(x)=(wx)+b (3.5)

ﬂ@:iwm+b (3.6)
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em quew e bOR" xR" | sdo conhecidos como vetor peso e bias, sends patametros
responsaveis por controlar a funcao e a regra deéate(LIMA, 2002). Os valores de& e b
sao obtidos pelo processo de aprendizagem a gastidados de entrada.

O vetor pesow) e o bias(b) podem ser interpretados geometricamente sobre um
hiperplano. Um hiperplano é um subespaco afim, djuele um espaco em duas partes,
correspondendo a dados de duas classes distinkd4,(R002). O vetor pescﬁw) define uma
direcdo perpendicular ao hiperplano, como mostfégara 3.3, e com a variagdo do bias o
hiperplano é movido paralelamente a ele mesmo.

Sendo assim uma SVM linear busca encontrar um plgges que separe
perfeitamente os dados de cada classe e cuja malgeseparacdo seja maxima, sendo este

hiperplano denominado de hiperplano 6timo.

Figura 3.3 — Interpretacéo geométrica dew e b sobre um hiperplano.
Fonte: LIMA, 2002.

3.4.4 Hiperplano 6timo

Assumindo-se que o conjunto de treinamento é lineate separavel, o hiperplano

otimo é o hiperplano de separacdo com maior mar@ehiperplano 6timo € definido como:

(WX)+b =0 (3.7)

sendow e b, o vetor peso e biasrespectivamente.
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Considerando a restricdo imposta pela equacao (B8)lassificadores lineares que

separam um conjunto de treinamento possuem margsitivp. Ou seja, esta restricao afirma

que ndo ha nenhum dado enfw(X)+b=0 e (WX)+b=+1, sendo a margem sempre

maior que a distancia entre os hiperplalémsik>+b20 e ‘(w&>+b=ﬂ. Devido a estas

suposi¢des, as SVMs obtidas sdo normalmente chand@ddVMs com margens rigidas (ou
largas).

(WIX)+b=+1, paray, =+ 1
(WIX)+b< -1, paray, =- 1
(3.8)

Estas equacgbes podem ser combinadas em

y((w)+b)21  i={12..0} (3.9)

Seja d+(d_) a distancia euclidiana entre os vetores de supogiivos (negativos) e
o hiperplano, define-se como marggmde um hiperplano de separagdo como sendo a maior
margem geomeétrica entre todos os hiperplanos, posiespresentar pop = (d+ + d_).
Denotar-se-a pod, (w,b; x, ), como a distancia de um daco ao hiperplandw,b),

sendo calculado pela equacéo a seguir (LIMA, 2002):

di(W,b, Xi): ‘<WD(i>+b{ _Yi (<WD(i>+b) (3.10)

bl

levando em consideracao a restricdo imposta pelkacéqg (3.9), pode-se escrever

difw,b,x )= (3.11)

v

. . e 1 o oA
Com isso pode-se |dent|f|cT como o limite inferior da distancia entre os vesor

W

de suporteXi e o0 hiperplano de separat;évm b). As distanciagd, e d_ficam
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d, =d =+ (3.12)

Como suposto anteriormente que a margem € semjoe qua a Ultima instancia, a
minimizag&o dejw| leva a maximizag&o da margem. A partir disto peeletefinir a margem
p através da equacéo (3.13)

p:(d++d_):ﬁ (313)

A Figura 3.4 mostra a distancia entre hiperplanos eetores de suporte.

hipemiano pd

Figura 3.4 — Distancia entre hiperplanos e vetorede suporte.
Fonte: LIMA, 2002.

O hiperplano 6timo é dado pela minimizacao da onaconsiderando a restricao

da equacdo (3.9).

3.4.5 Classificacao de padrbes ndo-linearmente se@eeis

As SVMs apresentadas até agora, trabalham apenas quanduado§es sao
linearmente separdveis. Em problemas reais estatedistica € dificilmente encontrada,
sendo a maioria deles complexos e nédo-lineares. €dender &VM linear a resolucéo de
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problemas n&o-lineares foram introduzidas funcGessy que mapeiam o0 conjunto de
treinamento em um espaco linearmente separdeshaco de caracteristicas

Um conjunto de dados € dito ser ndo-linearmentaragpl, caso ndo seja possivel
separar os dados com um hiperplano. A Figura 3.&tmaam conjunto linearmente e outro
ndo-linearmente separavel.

B c
L I
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. . ® :.Il »
¥ ox |
x x /
* x /0,
— - x = . Joo.
a o x ,/:_H- *®
:: _E; o '/ - J;.
[1F) b3 - . -
o f
E -E " ,"‘r' [ ] * .
1E [l - -
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o x % F:" . . . .
-
® » .f. . . -
Parametro 2 Parametro 2

Figura 3.5 — Exemplos de padrdes linearmente e ndioearmente separavel respectivamente.
Fonte: LORENA; CARVALHO, 2003.

O teorema de Cover afirma que um problema nao+liteea maior probabilidade de
ser linearmente separavel, em um espaco de maidiattensionalidade (SMOLA et al.,
1999Db). A partir disso, a SVM néo-linear realizaaumudanca de dimensionalidade, por meio
das funcbes Kernel, caindo entdo em um problen@adsificacao linear, podendo fazer uso

do hiperplano 6timo.

3.4.6 Dimensad/C (Vapnik-Chervonenkis)

De acordo com (SMOLA et al., 1999b), dado um cotgute fungdes sinab , sua
dimensédo VC (Vapnik-Chervonenkis) é definida comdamanho do maior conjunto de
pontos que pode ser particionado arbitrariamentesgencdes contidas efa.

Dessa forma, a teoria estatistica da aprendizagenearia VC, estabelece como
imperativo restringir a classe de fungdes de oﬁébew) € obtido, para aquelas que possuam

a capacidade de representar o conjunto de dadosiizmento.
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Em outras palavras a dimensdo VC do conjunto deds de classificacd@ € o
namero maximo de exemplos de treinamento que pedapsendido pela maquina sem erro,
para todas as rotulages possiveis das funcddasdificacdo (HAYKIN, 1999).

Matematicamente, a dimensdo VC de um conjunto deois f(x,w) € 0 maximo

namero h de vetoresx, X,,.......X, que podem ser separados em duas classes, deagdas

possiveis formag", utilizando fungdes do conjunto, isto €, 0 méaxindmero de vetores que
pode ser fragmentado pelo conjunto de funcdesafeym dado niamerb de pontos existir
um conjuntol de vetores que podem ser fragmentados pelo confimtfuncdes, entdo a
dimensao VC é igual a infinito (VAPNIK, 2000).

Para conceituar melhor fragmentacédo (separacaadesye dimVC, considere-se
que os dados de entrada estéo situado&ene o conjunto de fungddd (x,w)} consiste de
linhas. Assim para uma dada linha, os pontos simadh um lado assumem a classe +1, e 0s
situados no outro lado assumem a classe —1.

Conforme mostrado na Figura 3.6, onde a orientdeéalinha indica o lado em que
0s pontos assumem a classe +1, podemos observér ppssivel obter para trés pontos nao
alinhados, a separacdo de no maximo trés pontds, qomjunto de funcdes, ndo sendo
possivel obter o mesmo resultado para quatro pano&*, conforme mostrado na Figura

3.7. Assim a dimVC de um conjunto de linhas oridagaemR? é trés.
O
O o © o\ @
Q w\ O
(y{ O O
(@) @ O (@)
(@)
(@) O @
Figura 3.6 — llustracéo de trés pontos néo alinhadp pertencentes a duas classes diferentes, em uipeE®

de dimensaoR?, separados por linhas orientadas.
Fonte: BURGES, 1998; MARKOWETZ, 2003.
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Figura 3.7 — llustracdo de quatro pontos em um esga de dimens3oR?, onde nio é possivel efetuar a
separacao com linhas orientadas de pontos pertemtes a classes diferentes.
Fonte: MARKOWETZ, 2003.
Considerando hiperplanos no espac®", pode-se provar o seguinte teorema

(BURGES, 1998):

Considere-se um conjunto de m pontos Rfn Escolha-se qualquer um dos pontos
como origem. Entdo, os m pontos podem ser sepafamoglanos orientados, se e somente

se, a posicao vetorial dos demais pontos for linearte independente.

A dimVC de um conjunto de hiperplanos orientados Bfi¢ n+1, desde que
sempre podemos escolher+ pdntos (caso da Figura 3.6), escolhendo um do®pa@omo
origem, de forma que a posicdo vetorial dospontos remanescentes seja linearmente

independente, mas nunca sera possivel encontrar de tais pontos (caso da Figura 3.7),

uma vez que os demais+ vetores deR" ndo sdo linearmente independentes.

3.4.7 Teoria de Lagrange

Na presenca de problemas de otimizacdo que nasespaen restricoes, a solucdo da
funcao objetiva pode ser caracterizada na formpgsta por Fermat, em 1629, e generalizada
por Lagrange, em 1797 (PLATT; CRISTIANINI; TAYLORDO02).

Teorema 3.1(Fermat) A condi¢do necessaria para que seja um minimo def (W) sendo

f uma funcéo quadratica convexaafé(WD)MW:O, sendo, juntamente com a condicao de

convexidade def , uma condigéo suficiente.
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Para problemas com restricbes € necesséario defina funcdo, conhecida por
funcdo Lagrangeana, definida pela soma da funcetival e uma combinacgéo linear da
funcdo de restricdo, onde os coeficientese [ sado denominados de multiplicadores de
Lagrange.

Dado um problema de otimizacdo com funcéo objetik/(ew), e restricdo de

igualdadeh (w) =0, i =12,......m, define-se a fungéo Lagrangeana, como:

m

L(w,B) = f(w)+> Bh(w) (3.14)

i=1

Teorema 3.2 (Lagrange) A condigdo necessaria para que um pootmal w" seja um

minimo de f (w) sujeito a restricad, (w), com f , h OC?, é:

angD} 0o

ow (3.15)
| O
LW _,
0B
A condicéo descrita pelo Teorema 3.2 € suficieessld que a fungéb(WD,,BD) seja

funcdo convexa dev. As duas condigbes geram dois sistemas de equapiesesolvidos
juntos apresentam a solucao do problema de otiduzac
Considerando-se um problema de otimizacdo comigésy de igualdade e

desigualdade, pode-se obter uma funcdo Lagrangeaeaalizada. Desta forma, dado

minimizar f(w) wiQ
. (3.16)
R . [g(w<=<0 i=12,...... k
sujeitoasrestricbe
h(w)=0 i=12,.....m
define-se a fungcédo Lagrangeana generalizada como:
Lw.a, )= f(w)+ . Ah ()= f(w)+a'g(w)+Bh(w) (3.17)
i=1

Anteriormente definiu-se o problema de otimizac@ionprdial que apresenta uma
fungéo objetivo convexa e restrigcdes lineares. Bargproblema de otimizagao restrita como
este é possivel construir um outro problema chandagwoblema duglcom a utilizacdo dos

multiplicadores de Lagrange para obter a soluciéaaot
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Dado o problema primordial da definido pela equag®@»), o problema

Lagrangeano dual se apresenta como:

maximize  6(a,B)=inf ., L(w,a,B)
(3.18)

sujeitoa a=0

A relacédo fundamental, entre os problemas primbeddual, é dada pelo teorema da

dualidade.

Teorema 3.3Para uma solucao viavel do problema de otimizacdo primordial (equacao

(3.4)), e, para uma solugéo vié\(et ,6’) do problema dual descrito em (3.18), existe a;&ela

f(w)=6(a,p).

As condi¢cdes para uma solucdo 6tima de um probléenatimizacdo geral séo

apresentadas pelo teorema de Kuhn-Tuchker.

Teorema 3.4 (Kuhn-Tucker) Dado um problema de otimizacdo cmminio convexo

QOR"

minimizar f(w) wiQ
s . [(g(w=s0 i=12,....k (3.19)
sujeitoasrestricbe
h(w)=0 i=12,....m

com fOC' convexo e, g, h fungbes de restricdo lineares, as condigbes nai@ss

suficientes para que um ponto nornval, seja um ponto 6timo, é que devem existir valores

ae [, tais que:

W =0
aL(w’,a”, g 0
0B - (3.20)
g, (WD =0, i=1..Kk
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A terceira relagdo é conhecida como condicdo comgiear de Karush-Kuhn-

Tucker (KKT), a qual implica que para restricoes/ast aiDZO, enquanto que para

restrigdes inativasr,” = 0.

3.5 FUNCAO NUCLEO

Para muitos problemas complexos do mundo realerequse hipdteses de espaco
mais expressivas do que simples representacaor.liMedatos problemas ndo podem ser
resolvidos simplesmente através da combinacédorlowsaatributos (vetor de entrada), mas, a
partir da aplicagdo de caracteristicas mais absti@bs dados a serem explorados (PLATT;
CRISTIANINI; TAYLOR, 2000).

Uma boa performance na generalizacdo de classificate padrdes pode ser
determinada quando a capacidade da funcdo defidagdo é maior do que o tamanho do
conjunto de treinamento. Classificar com um nimelevado de parédmetros a ajustar e
também com uma grande capacidade, provavelmenteluzibdA a um processo de
aprendizagem sem erro, mas, que apresentara um thesempenho de generalizagdo. Por
outro lado, classificar com capacidade insuficieotdreinamento ndo consegue apreender
todas as caracteristicas do problema. No entamii@ esses dois extremos existe um processo
de classificacdo 6timo capaz de minimizar a geizaigdo de erro esperada para um dado
conjunto de dados de treinamento (BOSER; GUYON; MAE 1992). A representacao
através de fun¢des nacleo oferece uma alternaéveollicdo a partir da projecao dos dados
em um espaco de caracteristicas com alta dimerisiade, incrementando a capacidade da

maquina de aprendizagem linear naquele espaco.

Definicado: Funcéo ndcleo é definida como sendo uma furkﬁaioz), tal que para

todo x e z pertencente X , tem-se:

k(x,2) = (¢Ax). ! 2)) (3.21)

em que¢g € o mapeamento dX para um (produto interno) espaco de caracteassfic

(PLATT; CRISTIANINI; TAYLOR, 2000).
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A idéia da maquina de vetor de suporte é: mapedadss de treinamento para um

espaco de caracteristicas com alta dimensionalidatt@avés da funcdg, e construir o

hiperplano de separacédo, com a maxima separacsse Bspaco. Este procedimento resulta
em uma superficie de decisédo néo linear no espagmiiada. Utilizando a funcdo nuclko
(equacao (3.21)), é possivel computar o hiperpld@oseparacdo, sem a necessidade de
projetar o mapeamento no espaco de caracteri¢804®©LA; BARTLETT; SCHOLKOPF;
SCHUURMANS, 2000).

Este € um ponto importante da funcdo nucleo, poigproduto escalar €
implicitamente efetuado no espaco de caractersstisem a necessidade de mapear
explicitamente. Como conseqiiéncia direta deste edioento, tem-se (SCHOLKOPF;
SMOLA; MULLER, 1998): Todo algoritmo(linear) que somente utiliza prodwgscalar,
pode implicitamente executd-lo no espaco de caratieas pela utilizacdo de funcgbes
nacleo, isto €, pode-se construir, de uma formaaeiee, uma versdo nao-linear de um

algoritmo linear.

3.5.1 Espaco de caracteristicas com alta dimensidiuzde.

A complexidade da funcdo alvo a ser apreendida mikpeda forma como é
representada, e a dificuldade apresentada pelesgsoae aprendizagem varia de acordo com
essa representacdo. Assim, uma estratégia de gqmésgamento nas maquinas de
aprendizagem envolve introduzir modificacdes naesgntacdo dos dados, transformando os
dados para um espaco de alta dimensionalidadem@eforma nao-linear, satisfazendo o
teorema de Cover de separabilidade de padrbes,equdermos qualitativos pode ser
formulado como (COVER, 1965 apud HAYKIN, 2001):

Um problemacomplexo de classificacdo de padrdes, dispostolin@armente, em
um espaco de alta dimensionalidade tem maior prihidalde de ser linearmente separavel

do que em um espaco de baixa dimensionalidade.

Mapeando o espaco de vetores de entrada X dentraingdenovo espago

9={gx)/x0X} onde ¢:X — S transforma o espaco de entrada de dimenms&m um
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novo espaco de alta dimensionalidade de dimehsadoonforme mostrado na Figura 3.8, que
pode ser escrito:

X= (%, %%, ) = 6lX) = (%), 45 (x)..... 5 (x)) (3.22)

o

Figura 3.8 — Transformacéo dos dados de entrada despaco de dimensadR"”, para um

espaco da alta dimensionalidadeR", através da aplicacdo de um
mapeamento nao lineard .
Fonte: SMOLA, 1996.

Exemplificando de como através de uma determinagmesentacdo em outro
espaco, um problema se transforma de n&o-linearuemproblema de solucdo linear,

considere-se a lei de Coulomb, dada por:

f(ql’qz,r):Kql_(;I2 (323)
r

onde a lei € expressa pelas quantidades obseryvaagiss elétricag, g, e distancia entre as
mesmas r. Efetuando uma transformacao de coordenadas,

(0,,9,.r)=(x,y.2)=(Ing,Ing,Inr) tem-se a representagéo nesse novo espago:

a(x,y,2)=Inf(0,,0,,r)=INK +Ing, +Ing, —2Inr =k + x+y -2z (3.24)

que pode ser apreendida por uma maquina linear.

A Figura 3.9 mostra uma ilustracdo de um mapeameetcaracteristicas de um
espaco de entrada de dimensdo dois para um espagaratteristicas da mesma dimensao,
onde os dados no espaco de entrada ndo podempsaeads por funcdo linear, no entanto

permitem a separacao linear no espaco de caraic&sis
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Figura 3.9 — Um mapeamento em um espaco de caradiicas pode simplificar o processo
de separacéo de padrées.
Fonte: CRISTIANINI; TAYLOR, 2001.

O espaco de caracteristicas resultante da trarsfdond® apresenta uma alta
dimensionalidade, o que pode redundar em dificddada otimizacdo do problema
considerando o que se denomina de maldicdo da diomatidade, uma vez que para funcdes
complexas do espagco de entrada necessitar-se-&ndespde amostra densos, para bem
representa-las. A complexidade aumenta exponeremétom a dimensionalidade, levando
a deterioracdo das propriedades de preenchiment@sgaco para pontos distribuidos
aleatoriamente em espacos de dimensdes mais eselrdtigKIN, 2001).

Apesar da maldicdo da dimensionalidade, apreenderuen espaco de alta
dimensionalidade, segundo a teoria estatistica ptandizagem, pode ser mais simples
utilizando baixa complexidade, isto €, classes Emple regras de decisdo, por exemplo
classificagdo linear (MULLER; MIKA; RATSCH; TSUDASCHOLKOPF, 2001). Desta
forma toda a variabilidade necessaria para mekyoresentar os pontos de entrada e obter
assim uma classe de fun¢Bes capaz de representiiltsoduzido através do mapeamento
para o0 espaco de alta dimensionalidafle isto €, o ponto de interesse ndo é a
dimensionalidade, mas sim, a classe de func¢des RWAP2000). Intuitivamente pode-se ver
na Figura 3.10, onde a superficie de decisdo dagcespe dimensdo dois é extremamente
complicada e nao-linear, enquanto no espaco detedisticas de monémios de 2° grau a

separacao € um hiperplano linear.
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Figura 3.10 — Exemplo de classificacdo bidimensiohdNo espaco de entrada (esquerda) a superficie de
decisdo é elipsoidal e ndo-linear, enquanto, no eg de caracteristicas de mondmios de
2°grau(direita), a superficie de decisao é um hipptano linear.

Fonte: MULLER; MIKA; RATSCH; TSUDA; SCHOLKOPF, 2001 .

3.5.2 Modularidade

Uma das caracteristicas importantes das fun¢cddeasié a sua modularidade. O
mesmo algoritmo pode trabalhar com qualquer nueleem qualquer dominio. A matriz
nacleo, K, que é totalmente desvinculada do processo de&wldo problema, pode ser
reutilizada para diferentes algoritmos, uma vez @geprocedimentos de solucdo sao
adaptados para utilizar somente produtos escadates valores de entrada, e, a matriz ndcleo
é formada com os produtos escalares das imagaedmgiealores no espaco de caracteristicas,
possibilitando a implementacdo do algoritmo em 8pago de alta dimensionalidade. A
Figura 3.11 mostra os estagios envolvidos na impiteatdo da andlise de padrbes através de
nacleos. Os dados sdo processados utilizando mliglem constroem a matriz nacléq,que
por sua vez € utilizada pelo algoritmo de analsealdrdes para gerar a funcéo do padrdo a

ser analisado.



43

—pl  k(x,2) K —» A f(x)=Xotk(x;,X)
Algoritmo Funcdo do

Dados de Funcéo Matriz de ané]ise p adr do
entrada Nucleo Nucleo de padroes analisado

Figura 3.11 — Os estagios envolvidos na aplicacdosdmétodos com funcao nucleo.
Fonte: CRISTIANINI ; TAYLOR, 2004.

3.6 CONCLUSAO SOBRE A MAQUINA DE VETOR DE SUPORTE

A Maquina de Vetor de Suporte (SVM) destacam-sa fette fundamentacéo
tedrica existente, possuindo como base a teorimpdandizagem estatistica, sendo esta
caracteristica um diferencial sobre outras técnémaso redes neurais, que nNao Possui um
modelo tedrico.

A capacidade em trabalhar com padrbées de alta diomalidade € outra
caracteristica interessante desta técnica, sered jhra aplicacdo em problemas de visédo
computacional, como reconhecimento de padroes&gidm de dados.

Mesmo com caracteristicas atrativas, algumas rkessalevem ser feitas, como
descreve (LORENA; CARVALHO, 2003):

Velocidade de classificacdo pode se menor do queuécnicas como Redes
Neurais;

Alta complexidade computacional na busca de sobjcagravando ainda mais
quando um grande numero de dados estao dispopaeigreinamento;

Conhecimento adquirido ndo é facilmente interpmtav

Diversos estudos foram realizados como intuito demizar estas deficiéncias, o
gue juntamente com a robustez desta técnica, f&/8& uma das técnicas mais exploradas

atualmente.
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3.7K-MEANS

A técnica classica de agrupamento chamadak-deeanspermite estabelecer o
namero declustersdesejado. O primeiro passo a ser dado quandcssgadeabalhar com ko
meansé especificar o parametkpou seja, quantadustersestao sendo procurados. Entéo
pontos sao escolhidos aleatoriamente como centissldsters Todas as ocorréncias sé&o
atribuidas ao centro dduster mais préximo de acordo com a métrica ordinariaidgncia
euclidiana. Proximo do centréide, ou média, as amm®sle cadalustersado calculadas - esta
€ a parte rhean§. Estes centréides sdo tidos como novos valoreseldro para seus
respectivoclusters Finalmente, todo o processo é repetido. A iteragitinua até que os
mesmos pontos sejam atribuidos a cada grupo ermdasdansecutivas, ou até o estagio no
qual os centros dadustersse estabilizem e continuem a serem 0os mesmos (BNTZ005).

Este método de agrupamento é simples e eficazxiEpfévar que a escolha de um
centréide minimiza a distancia quadratica totalcdda um dos pontos dduster ao seu
centro. Uma vez que a iteracao se estabilizou, padto € atribuido ao seu centrodlaster
mais proximo, de modo que o efeito geral é minimealistancia quadratica total. Mas o
minimo € um minimo local, ndo ha garantia de gaeseja minimo global. Qdustersfinais
sdo bastante sensiveis ao centr@ldsterinicial. Arranjos completamente diferentes podem
surgir a partir de pequenas mudancas na escolag@deinicial. Na verdade, isso € um fato
para todas as técnicas de ordem pratica: € quaspreseimpossivel encontrar grupos
globalmente 6timos. Para aumentar a chance de gacam minimo global, muitas vezes
executa-se o algoritmo varias vezes com difereagemlhas iniciais e toma-se o melhor

resultado final - aquele com a menor distancia cted total (WITTEN, 2005).

3.7.1 Calculos de distancia mais rapidos

O algoritmo de agrupamenktemeansgeralmente requer varias iteracdes, cada uma
envolvendo a descoberta da distancia dos centr@egupamentck de cada amostra para
determinar uncluster Ha aproximacgfes simples que aceleram isso coasilenente. Por
exemplo, pode-se projetar o conjunto de dadoser famtes ao longo de eixos selecionados,

em vez de usar as divisbes arbitrarias por hipeoptpie estdo envolvidos com a escolha do
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centro mais proximo daluster Mas isso inevitavelmente compromete a qualidaoe d
clustersresultantes (WITTEN, 2005).

3.7.2 Discussao sobre-means

Muitas variantes do procedimerkemeansbasico tem sido desenvolvidas. Algumas
produzem um agrupamento hierarquico, aplicandgaoriéino comk = 2para o conjunto de
dados em geral e, em seguida, repetindo, de fazmagiva, dentro de cadhuster.

Como se escolhk& ? Muitas vezes nada se sabe sobre o niUmero praléeleisters
e todo o ponto de agrupamento deve ser descohbsma maneira é tentar diferentes valores e
escolher o melhor.

A técnicak-meang descrita formalmente pelo algoritmo a seguirTVéEN, 2005).

A operacdo d&-mean<e ilustrada na Figura 3.12, que mostra como, &r ke trés

centroides, oslustersfinais sdo encontrados em quatro passos de gffit1aitualizacao.

Algoritmo basico d&-means

1: Selecionar o numero de pontosomo centrdides iniciais;

2: Repetir
3: Formark clustersatribuindo a cada ponto a centréide mais proxima.
4: Recalcular a centroide de cadiaster.

5:Até Centréides ndo mudam.
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(a) Iteration 1. (b) Tteration 2. (c) Iteration 3. (d) Tteration 4.

Figura 3.12 — Algoritmo k-means utilizando trés centréides.
Fonte: TAN; STEINBACH; KUMAR, 2006.



46

Na primeira etapa, mostrada na Figura 3.12 (apoosos sdo atribuidos a centréides
iniciais, que estado todos no grupo maior de porRasa este exemplo, usa-se a média como o
centroide. Depois, pontos sao atribuidos a um @eletre o centréide é atualizado. Mais uma
vez, a figura de cada etapa mostra a evolucdotebaigdo de pontos aos centréides. Na
segunda etapa, 0s pontos sao atribuidos aos cksrétualizados, e estes sdo atualizados
novamente. Nos passos 2, 3 e 4, que sdo mostraodiguras 3.12 (b), (c) e (d),
respectivamente, dois dos centréides movem-se qsadois pequenos grupos de pontos na
parte inferior das figuras. Quando o algoritkrmeanstermina na Figura 3.12 (d), porque
nenhuma mudanca ocorreu, os centréides identifitasaagrupamentos naturais de pontos.

Para algumas combinac¢des de funcdes de proximigladetipos de centroidek-
meanssempre converge para uma solucao, ou kgj@anstinge um estado em que nenhum
ponto muda de urncluster para outro. Devido a maioria das convergénciasrecam nas
etapas iniciais, a condicdo na linha 5 do algorittnonuitas vezes substituida por uma
condicdo mais branda, por exemplo, repetir até apenas 1% dos pontos dokusters
mudem (TAN; STEINBACH; KUMAR, 2006).

Na Figura 3.13 é apresentado o algoritkhmeansno formato de um fluxograma,

abrangendo todas as etapas a serem executada®pglatador para realizar o agrupamento.

INICIO

¥
Selecionar centroides iniciais

h 4

Formar Clusrers Iniciais

NAO
FIM = je—

Alguma atualizagdo?

l SIM

Continua

Computar novos centroides , .
iteracdo

Feformular Clusters

Figura 3.13 — Fluxograma do algoritmok-means.
Fonte: Autoria propria.
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3.7.3 Atribuindo pontos ao centréide mais proximo

Para atribuir um ponto ao centroide mais proximecisa-se de uma medida de
proximidade que quantifica a nocdo de "mais proXimpara os dados especificos em

consideracao. A distancia euclidia(daﬁ) é frequentemente utilizada para pontos de dados no

espaco euclidiano, enquanto a similaridade do nos&enais adequada para documentos. No
entanto, pode haver varios tipos de medidas deirpidade que sdo apropriadas para um
determinado tipo de dado.

Normalmente, a semelhanca de medidas utilizadas kpareansé relativamente
simples, jA que o algoritmo repetidamente calculsinailaridade de cada ponto a cada
centroide. Em alguns casos, no entanto, como quassdalados estdo em um espaco
euclidiano de baixa-dimensdo, é possivel evitartasucalculos de semelhangas, assim,
acelerando significativamente o algoritniividir k-meansé outra abordagem que acelera o
processo, reduzindo o niumero de semelhancas cotaguf@AN; STEINBACH; KUMAR,
2006).

3.7.4 Centroides e fungdes objetivo

O passo 4 do algoritmk-meansé geralmente estabelecido como um "recélculo do
centroide de cadelustef’, uma vez que o centréide pode variar, dependeladmedida de
proximidade para os dados e o objetivo do agrupeoméd objetivo do agrupamento é
tipicamente expresso por uma funcao objetivo queenide das proximidades dos pontos de
um para 0 outro ou para o0s centroides dlester, por exemplo, minimizar a distancia
quadratica de cada ponto para o seu centréide pnésmo. No entanto, o ponto-chave é
este: uma vez que tenha sido especificada uma mddigroximidade e uma funcéo objetivo,

o centréide que deve ser escolhido muitas vezes gedverificado matematicamente.

Dados no espaco euclidiano: Considerar os dadas pngximidade medida é a
distancia euclidiana. Para a funcao objetivo, gedera qualidade de um agrupamento, usa-se
a Soma dos Erros Quadraticos (SSE na sigla emsigi@e também € conhecido como
dispersdo. Em outras palavras, calcula-se o errgada ponto, ou seja, a sua distancia
euclidiana para o centréide mais préoximo, e depascalcula a soma total dos erros
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qguadraticos. Dado dois conjuntos diferentes clesters que sao produzidos por duas
execucdes diferentes @emeansprefere-se aquela com o menor erro quadraticouanague
este significa que os protétipos (centroides) dagt@pamento sdo a melhor representacao
dos pontos em setluster Usando a notacdo na Tabela 3.1, o SSE é form#&naefinido

como segue:

K

SSE=Y" Y dist(c,, x)* (3.25)

i=1 xOC;

Sendo dist a norma euclidiana de distanc{d.) entre dois objetos no espago
euclidiano.

Tabela 3.1- Descricao dos simbolos usados na SSE

Simbolo Descrigéo
X Um objeto.
C. Clusteriésimo.
C Centréide daluster C; .
C Centroide de todos os pontos.
m Nimero do objeto no iésinmuster.
1
m Numero de objetos no conjunto de dados.
K Numero declusters

Fonte: TAN; STEINBACH; KUMAR, 2006.

Dadas essas premissas, pode-se demonstrar qué@d==que minimiza o SSE do
cluster &€ a média. Usando a notagdo na tabela 3.1, odmtfmédia) dalusteriésimo é
definido pela equacéo 3.26.

==X (3.26)

Os passos 3 e 4 do algoritianeandiretamente tentam minimizar o SSE (ou, mais
geralmente, a funcdo objetivo). O passo 3 forchssters por atribuicdo de pontos aos
centréides mais proximos, o que minimiza o SSE pacanjunto de centréides. O passo 4

recalcula os centroides, de modo a minimizar amda a SSE. No entanto, as acfekdo
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meansnos passos 3 e 4 sdo apenas garantidas pararancontminimo local com respeito a
SSE, uma vez que sdo baseados na otimizacdo dop&@Eescolhas especificas dos
centroides elusters ao invés de todas as escolhas possiveis (TANINBACH; KUMAR,
2006).

3.7.5 Escolhendo os centréides iniciais

Quando a inicializacao aleatéria de centrdides aglajsdiferentes execucgdes kie
meansnormalmente produzem diferentes SSEs.

O passo fundamental do processdkdreanse escolher centréides adequados. Uma
abordagem comum é escolher centréides iniciaiodad aleatéria, mas o resultado, muitas
vezes, saaclusterspobres.

Uma técnica que é comumente usada para tratarbtepra de escolher centréides é
a realizacdo de varias execucdes, cada uma com amunto diferente escolhido
aleatoriamente de centréides iniciais, e depoiscgmar o conjunto delusterscom o SSE
minimo. Embora simples esta estratégia pode naocidinar muito bem, dependendo do
conjunto de dados e o niUmerodiiastersprocurado. (TAN; STEINBACH; KUMAR, 2006)

Devido ao problema com o uso de centroides inigalscionados aleatoriamente,
que mesmo depois de repetidas execucfes podemen&uperadas, outras técnicas sao
frequentemente utilizadas para a inicializacdo. mardagem eficaz € tomar uma amostra
de pontos e agrupa-los usando uma técnica de agempa hierarquicoK clusters sao
extraidos do agrupamento hierarquico, e os cemisombsclusters sdo utilizados como
centroides iniciais. Esta abordagem, muitas vezesidna bem, mas é pratica somente se (1)
a amostra é relativamente pequena, por exemplagdenas centenas a alguns milhares, e (2)
k é relativamente pequeno comparado ao tamanho oistram

O procedimento a seguir € outra abordagem pargdselde centréides iniciais.
Seleciona-se o primeiro ponto ao acaso ou tomaesatodide de todos os pontos. Entdo, para
cada centréide sucessivo inicial, seleciona-sermtopque esta mais distante de qualquer um
dos centrdides iniciais ja selecionados. Desta dorabtém-se um conjunto de centrdides
iniciais com o qual garante-se ndo sO serem seladas aleatoriamente, mas também bem
separados. Infelizmente, tal abordagem pode sel@cipontos remotos, ao invés de pontos

em regides densaslsterd. Além disso, € dispendioso calcular o ponto naissante do
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atual conjunto de centréides iniciais. Para trassg@aestes problemas, esta abordagem é

muitas vezes aplicada a uma amostra dos pontosn8ase que pontos remotos sao raros,

eles tendem a ndo aparecerem em uma amostra &leBtorcontraste, os pontos de todas as

regides densas sdo suscetiveis de serem inclEdognos que o tamanho da amostra seja

muito pequena. Além disso, o calculo envolvido pareontrar os centréides iniciais € muito

reduzido, porque o tamanho da amostra € geralmmeoi® menor do que o nimero de

pontos. Na Figura 3.14 é apresentando um exemploodeergéncia indesejavel (TAN;

STEINBACH; KUMAR, 2006).
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(d) Tteration 4.

Figura 3.14 — Algoritmo k-means ndo convergindo de forma eficaz.

Fonte: TAN; STEINBACH; KUMAR, 2006.
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3.7.6 Tempo e complexidade do espaco

O espaco necessario patameansé modesto porque s6 os pontos de dados e
centréides sdo armazenados. Especificamente, czanamento necessario@(m+ K)n),

sendom o numero de pontos B 0 numero de atributos. O tempo necessario pan@ans
também sdo modestos - basicamente linear. Em uylartico tempo necessario é
O(I OK OmOn), sendo!l o nimero de iteragdes necessarias para a conce&g&@omo
mencionado,l € muitas vezes pequeno e geralmente pode sertdelinde forma segura, ja
que a maioria das mudancas ocorre normalmenteteragdes iniciais. Portantk;meansé
linear emm, o numero de pontos, e € eficiente, bem como ssnplesde quk&, o numero
declusters é significativamente menor do que (TAN; STEINBACH; KUMAR, 2006).

3.7.7K-means. Aspectos adicionais

> Manipulacdo d€lustersVazios

Um dos problemas com o algoritmo basicckelmeansdado anteriormente é que 0s
clustersvazios podem ser obtidos se nenhum ponto for @ ahébuido durante a etapa de
atribuicdo. Se isso acontecer, entdo € necessadastratégia para escolher um centrdide de
substituicdo, pois caso contrario, o erro quadrsdser4d maior do que o necesséario. Uma
abordagem é escolher o ponto que esta mais distargealquer centrdide atual. Isso elimina
0 ponto que atualmente mais contribui para o estal tquadratico. Outra abordagem é
escolher o centroide substituto dioister que tem o maior SSE. Isto tipicamente dividira o
cluster e reduzirA o SSE geral do processo. Se houveosvdristersvazios, entdo esse
processo pode ser repetido varias vezes (TAN; SBEDH; KUMAR, 2006).
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> Casos Andmalos

Quando o critério de erro quadratico é utilizadalpkes atipicos podem influenciar
indevidamente oslustersque sdo encontrados. Em particular, quando estleseg estao
presentes, o0s centrbéides aglomerados resultantestot{pos) podem ndo ser tao
representativos quanto deveriam e assim, o SSEvsant também. Por causa disto, muitas
vezes é (til descobrir valores discrepantes e ®difiis de antemao. E importante, no entanto,
perceber que existem casos nos quais tais val@esdavem ser eliminados. Quando o
agrupamento é utilizado para compressdo de dadds, ponto deve ser agrupado e, em
alguns casos, tais como na analise financeira,enfe discrepancias, por exemplo, 0s
clientes pouco rentaveis, podem ser 0s pontos nelaigantes.

Uma questao 6bvia é como identificar pontos anésnd@e se utiliza de abordagens
gue os removem antes do agrupamento, evita-se Papue ndo serdo agrupados como
esperado. Alternativamente, pontos discrepantebéampodem ser identificados em uma
etapa de poOs-processamento. Por exemplo, podessepachar a contribuicdo ao SSE de
cada ponto, e eliminar os pontos com contribuigdlesadas, especialmente ao longo de
varios ensaios. Além disso, pode-se querer elimipegquenos grupos, uma vez que
freqientemente eles representam grupos de ponsasepiantes (TAN; STEINBACH;
KUMAR, 2008).

> Reduzindo o SSE com Pés-processamento

Uma maneira 6bvia para reduzir o SSE € encontrés chasters ou seja, usar um
maior niumero dek. No entanto, em muitos casos, gostar-se-ia dearallo SSE, mas néo
aumentar o numero ddusters Isto é possivel porque muitas vekesieansnormalmente
converge para um minimo local. Varias técnicas ssadas para "arrumar" agusters
resultantes, a fim de produzir um agrupamento gue $SE mais baixos. A estratégia é
concentrar-se eralustersindividuais jA que o SSE total é simplesmenteraasda SSE de
cadacluster. (Usa-se a terminologia SSE total e SSEldsters respectivamente, para evitar
qualquer confusdo). Pode-se mudar o SSE total tamtnrse varias operacdes mbssters
tais como separacédo (divisdo deisterg, na qual grupos serdo separados, ou fusdo de
clusters (fusdo de fases), quando sdo combinados. Degtaafomuitas vezes é possivel
escapar de SSE minimos locais e ainda produziraohogdo de agrupamento com o numero

declustersdesejado. A seguir algumas técnicas utilizadaseparacéo e fuséo de fase.
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Duas estratégias que diminuem o SSE total aumemt@andmero delustersséo:

v" Dividir um cluster. o clustercom o maior SSE é normalmente escolhido, mas
também poder-se-ia dividir aquele com maior degpadrao para um atributo

particular.

v Introduzir um novo centréide: muitas vezes o paqie esta mais distante de
qualquer centro deluster € escolhido. Pode-se facilmente determinar isso
guando se acompanha a contribuicdo de cada porB&BoOutra abordagem
é escolher aleatoriamente a partir de todos oopant a partir dos pontos com
maior SSE.

Duas estratégias que diminuem o namergldsters ao tentar minimizar o aumento

da SSE total, sdo os seguintes:

v Dispersao: realizado através da remocdo do cestigué corresponde a um
cluster e reatribuir os pontos a outros. Idealmenteluster que é disperso

deve ser aquele que menos acrescenta ao SSE total.

v' Fuséo: oglusterscom os centréides mais proximos sao escolhidobpema
melhor abordagem € a juncdo dos dois grupos quéeesno menor aumento
do SSE total.

Estas duas estratégias de fusdo sdo as mesmafajudiligadas nas técnicas de
agrupamento hierarquico conhecido como o métodardda e método de Ward,
respectivamente (TAN; STEINBACH; KUMAR, 2006).

> Atualizando Centréides de Forma Incremental

Em vez de atualizar os centroides dhsstersapés todos os pontos serem atribuidos,
0s centroides podem ser atualizados de forma irerh apds cada atribuicdo de um ponto a
um cluster. Observa-se que isso requer zero ou duas atuadizagara centréides dtusters
em cada etapa, ja que um ponto ou se move paraum(duas atualizacdes) ou permanece
no atual (zero atualizacdes). Usando uma estratiegaualizacdo incremental garante-se que

os clustersvazios ndo serdo produzidos, ja que todos elesegam com pelo menos um
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ponto, e se algum sempre tem apenas um pontose&stesempre transferido para 0 mesmo
cluster

Além disso, se a atualizacdo incremental € usa@gaso relativo do ponto que esta
sendo adicionado pode ser ajustado, por exemplpesm dos pontos é frequentemente
diminuida com o processo de agrupamento. Embora pgsssa resultar em uma melhor
precisdo e convergéncia mais rapida, pode serildifizer uma boa escolha para o peso
relativo, especialmente em uma ampla variedadéuk;6es. Estes problemas de atualizacéo
sdo semelhantes aos envolvidos na atualizacaosde para redes neurais artificiais.

Mais um beneficio das atualiza¢des incrementais demer com o uso de outros
objetivos que "minimizam o SSE". Suponha-se quadadima funcao objetivo arbitraria para
medir a eficacia de um conjunto deisters Quando se processa um ponto individual, pode-
se calcular o valor da funcéo objetivo para cadawatdo declusterpossivel e entdo escolher
0 que otimiza o objetivo.

Em relacdo aos agrupamentos vé-se que a ader@xieudvas em cadaduster é
satisfatéria, cabendo ao programador, ao utilkzareans identificar para qual valor die
obtém-se 0 agrupamento mais coerente para a baselde que ele esta utilizando.

Por outro lado, a atualizacdo incremental de cietgsdntroduz uma dependéncia de
ordem. Em outras palavras, os aglomerados prodsipddem depender da ordem na qual os
pontos sao processados. Embora isso possa septoidorma randémica a abordagenkde
meandbasica, atualizar os centroides depois de todpsm®s serem atribuidos a grupos, ndo
gera nenhuma dependéncia de ordem. Além dissdizat@@es incrementais sao ligeiramente
mais demoradas. No entankemeansconverge muito rapidamente e, portanto, o numero d
pontos de comutagdo dos grupos rapidamente se tetaivamente pequeno (TAN;
STEINBACH; KUMAR, 2006).

3.8 CONCLUSAO DEK-MEANS

K-meansdestaca-se pela simplicidade tanto na programaggénto na execucéo de
comandos. E pratica, ndo requerendo muita memdrigempo de processamento e sua

formulacdo matematica é elegante e concisa.
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Outra de suas vantagens € a escolha, a priorijalgapsclustersse deseja trabalhar,
0 que possibilita a visualizacdo de como os agrepéms se desenvolvem com o aumento de
K.

Para algumas aplicacdes, porém, isso causa peedasngho até a determinacéo de
quantoclusterssdo necessarios para a representacédo de um agnipadeal.

Seu bom entendimento € um passo fundamental pareiacdo em técnicas de

agrupamentos mais sofisticadas.
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4. RESULTADOS DAS SIMULACOES

4.1 INTRODUCAO

A pesquisa cientifica pressupfe o estabelecimeatard método cientifico que
corresponde a quatro aspectos, a observacao que seodvisual ou com a utilizacdo de
instrumentos, a descricdo para que o experimerdsapser replicavel em qualquer tempo, a
previsdo para que as hipéteses sejam validas eenvalges efetuadas em qualquer época e a
explicacdo das causas que devem se correlacionaasambservacdes e preceder os efeitos
observados.

Este trabalho baseia-se em uma pesquisa cientiésta forma alguns passos foram
seguidos até a finalizacdo do mesmo:

» Obtencdo de curvas de carga representativas idersm de consumidores com
contrato de fornecimento;

» Agrupamento das curvas de carga segundo cstéstabelecidos;

* Utilizacao de técnicas e algoritmos para efetuagrupamento das curvas de carga,

» Simula¢gBes computacionais;

* Andlises e comparacdes de resultados das sinedaco

* Interpretacao dos resultados observando os agergas definidos.

As ferramentas computacionais utilizadas foramdalstiatravés de programacéo no
MATLAB® com utilizacdo de algumas rotinas ja desalmidas. Também foram pesquisados
programas livres (freeware) dedicados tais com¥Md'&™ de Thorsten Joachims, LibSVM
de Chang e Ling e outros disponiveis livrementinternet.

Este capitulo apresenta os resultados das sineglag@mputacionais utilizando a
Maquina de Vetor de Suporte e o algoritkimeanscom o objetivo de separar as curvas de

carga em grupos distintos e apresentar uma novdadem no estudo do sistema tarifario.
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4.2 CURVAS DE CARGA

As curvas de carga utilizadas foram obtidas juntoricessionaria de energia local a
qual repassou valores tabelados de curvas dideaslicersas empresas que utilizam
medidores com memoria de massa. As mesmas naoetemaxinformacdes pessoais ou
juridicas, sendo totalmente anénimas.

Um total de 47 arquivos foi obtido contendo cadalgono minimo, a medicao de
duas semanas consecutivas entre os meses de oatuilmwembro de 2010. Cada curva é
discretizada em 96 (noventa e seis) pontos, queseptam os 96 intervalos de 15 minutos
que ha em 24 horas, 0s quais, por sua vez, repaes@nintegralizacdo da demanda requerida
num intervalo de 15 (quinze) minutos daquele comdomPortanto, 0os arquivos podem ser
tratados como matrizes com um numero variavel e, sendo que cada linha representa
um dia do més, e cada uma das 96 colunas um peat@db minutos, totalizando as 24 horas
diarias.

Cada arquivo foi normalizado para que as curvasatiga apenas representassem o
perfil de demanda, e ndo sua grandeza. Para issourse em cada linha que representa uma
curva de determinado dia, o valor que indica a maiemanda do respectivo dia e
posteriormente dividiram-se todos os valores des=sama linha pelo valor encontrado, assim
a variacdo maxima dos valores esta restrita a.0ral Jorocedimento foi repetido em todas as
linhas de todos os arquivos obtidos. A normalizgggionite a comparacéo de perfis de curva
de carga de empresas de portes diferentes. Senymesas, que impdem perfis de consumo
parecidos, porém em niveis de demanda difererdssefn analisadas sem a normalizagéo,
certamente ndo seriam passiveis de comparacae jdayeria uma distancia, no eixo y, entre
elas. Como o foco deste trabalho € agrupar peafisgplos e ndo demandas, a normalizacao

permitiu que isto se realizasse sem maiores centads.
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4.3 SIMULACOES COMPUTACIONAIS

4.3.1 Algoritmos e ferramentas utilizadas

Durante o estudo selecionou-se alguns algoritmpazes de realizar varias funcdes
envolvendo a maquina de vetor de suporte. Entetatenas um grupo seleto permitia a
obtencédo dos agrupamentos, haja vista, que a mdioscava a classificacdo de dados para
posterior regressado de dados. A seguir séo citaslasgoritmos que foram selecionados para

oS testes.

Bioinformatic Toolbox ™

O software MATLAB® conta com inumeras toolboxes quoa realidade sao
bibliotecas externas, capazes de realizar um robpleacfes especificas, seja para as
solucdes de problemas de engenharia elétrica, neacameroespacial, genética ou
bioinformética.

A Bioinformatic Toolbox™ fornece algoritmos e técas de visualizagdo para o
sequenciamento, analise e espectrometria de maseatologia de genes, dentre outras
finalidades.

A Bioinformatic Toolbox™ estende o ambiente MATLAB@ara fornecer um
ambiente de software integrado para inlmeras asatia qual cientistas e engenheiros podem
resolver problemas, construir aplicacées, dentis ahalise do genoma (toda a informacéo
hereditaria de um organismo que estad codificadasemDNA) e andlise do proteoma
(conjunto de proteinas que pode ser encontrado wéhk especifica quando esta esta
sujeita a um certo estimulo) (MATLAB, 2011).

A maioria das funcdes sdo implementadas na lingnagk programacao
MATLAB®. Este ambiente aberto permite explorar espealizar a toolbox dos algoritmos
existentes ou desenvolver o seu proprio.

Pode-se usar as func¢des basicas de Bioinformatitbd@®™ para criar algoritmos

mais complexos e aplicacdes diversas.
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SVM Light

O SVM "9 desenvolvido por Joachims, é um dos algoritmoslassificacdo por
SVM. Ele tem um algoritmo de otimizacdo rapida, @aer aplicado a conjuntos de dados
muito grande e tem uma implementacdo muito efieiel® cross-validation. Distribuido em
linguagem C++ para Linux, Windows, Cygwin, e SaaAs fungbes nucleo disponiveis sao:

polinomial, func&o de base radial, e neural (JOAZSElI2011).

LibSVM

O LIBSVM (Biblioteca de Support Vector Machines) ftesenvolvido por Chang e
Lin e contém C-classification, Classificatione-regression, e-regression. Desenvolvido em
C++ e Java, suporta também multi-classe, classfiitaSVM ponderada para dados
desbalanceados, cross-validation e de selecdo delmautomético. Possui interfaces para
Python, R.Splus, MATLAB®, Perl, Ruby, e LabVIEW. Asnc¢des nucleo disponiveis séo:
linear, polinomial, funcdo de base radial, e ne(C{ANG; LIN, 2011).

4.3.2 Conclusdes sobre @sftwares e algoritmos

Durante a etapa de testes percebeu-se que eraghvéd@lizar o agrupamento das
curvas de carga através do Bioinformatic Toolboxd®vido ao fato de o mesmo realizar
apenas a classificacdo de forma supervisionad@e@y para o treinamento € necessario a
introducdo prévia do grupo a qual pertencem os sla@wmsta forma, trata-se de um
classificador de dados.

Visando esclarecer a diferenca entre classificag@yrupamento é apresentada a
Tabela 4.1.
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Tabela 4.1- Diferenca entre classificagéo e agrupamto

Classificacéo Agrupamento

A tarefa de atribuir amostras para clasges A tarefa de agrupamento de dados relacionados
pré-definidas. com os pontos distintos, sem rotula-los.
Exemplo: Decidir se um registro de paciepte Exemplo: Agrupamento de registros de pacientes
em particular pode ser associado a uma dogmrgan sintomas semelhantes sem saber o que os sinfoma

especifica. indicam.

Fonte: Autoria propria.

O algoritmo SVM"" diferentemente da Bioinformatic Toolbox™, oferagea
imensa gama de aplicacdes, entretanto, € espeuado wsuario possua uma boa base tedrica
em programacado para opera-lo de forma corretatekfate foi considerada pouco amigavel,
todavia, € um aspecto que ndo € levado muito ensidEnacdo para o grupo dos
especializados em computacdo comparado com o puleligo no assunto. Nota-se que 0
SVM H9" permite o ajuste de seu préprio codigo-fonte, sgrabsivel otimizar os resultados.

O algoritmo LibSVM mostrou-se 0 mais simples nogjioeprogramagao pois possui
interface com MATLAB ®, e a linha de programacaoudto intuitiva.

Tentou-se o algoritmo LibSVM, por ser o mais simspiie lidar-se. No entanto, os
resultados obtidos mostraram claramente que o agrepto ndo estava adequado. Buscou-se
de diversas formas obter-se 0s agrupamentos, foréue apenas insucessos.

Testes feitos com o MATLAB® mostraram que o mét@&@WC (Support Vector
Clustering) ndo agrupava os perfis de curva de ddmapenas, apos um treinamento prévio
com qualquer curva escolhida aleatoriamente (Figukg encontrava as curvas semelhantes
aquela primeira, como mostra a Figura 4.2. Esseltagl® ndo esta de acordo como 0s
objetivos deste trabalho, pois espera-se que ab fio mesmo seja possivel estabelecer
grupos (1 cluster3 com as curvas de carga, independentemente descymeviamente

escolhidas.
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Fonte: Autoria propria.
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Passou-se entdo as simulacgfes utilizdadeeans Inicialmente, buscou-se analisar e
testar se realmente tal método agruparia os dddasdaos que fossem semelhantes. Para
isso, decidiu-se realizar simulacdes de agrupamemno dados de uma mesma empresa, 0
que garantiria que varias curvas seriam agrupadias. analise preliminar selecionou duas

empresas-teste: os arquivos denominados ARQ3 e ARQ5

4.3.3 Dados do arquivo ARQ3

O arquivo ARQ3 possui dados que compreendem asasude carga do dia
12/10/2010 até o dia 09/11/2010, ou seja, um teal9 curvas diarias. Cabe ressaltar que
neste periodo ocorrem 0s seguintes feriados nasioh2/10/2010 (Dia de Nossa Senhora
Aparecida) e 02/11/2010 (Dia de Finados).

A Tabela 4.2 mostra os agrupamentos obtidos utiiaao algoritmdk-means(cujo
codigo estd nos Anexos A e B) . O arquivo ARQ3tastado utilizandok = (apenas 1
clustel), k =2 (2clusterg e k = 3(3clusters.

Tabela 4.2 — Arquivo ARQ3

ARQ3
Data: | Diadasemarjak=1 | k=2 | k=3
Grupo| Grupo| Grupo

12/10/201q Terca-feira 1 2 3
13/10/201J Quarta-feira 1 2 2
14/10/2010 Quinta-feira 1 2 2
15/10/2019 Sexta-feira 1 2 2
16/10/201q  Séabado 1 1 1
17/10/2010 Domingo 1 1 1
18/10/2010 Segunda-feirg 1 2 2
19/10/2019 Terca-feira 1 2 2
20/10/201J Quarta-feira 1 2 2
21/10/2010 Quinta-feira 1 2 3
22/10/20170 Sexta-feira 1 2 2
23/10/2010 Sabado 1 1 1
24/10/201d Domingo 1 1 1
25/10/201(0 Segunda-feirg 1 2 2
26/10/201q Terca-feira 1 2 2
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Tabela 4.2 — Arquivo ARQ3 - continuagéo

ARQ3

Data: Dia da semarjak=1 | k=2 | k=3
Grupo| Grupo| Grupo

27/10/201J Quarta-feira 1 1 1

28/10/2010 Quinta-feira 1 1 1
29/10/2010 Sexta-feira 1 2 2
30/10/2010 Sabado 1 1 1
31/10/201d Domingo 1 1 1
01/11/201(d Segunda-feirg 1 2 3

02/11/201q Terca-feira
03/11/201Q9 Quarta-feira
04/11/2010 Quinta-feira
05/11/20170 Sexta-feira
06/11/2010  Sabado

07/11/201d Domingo

08/11/201(0 Segunda-feirs
09/11/201q Terca-feira 1 2 2

Pl Rl R P R e

[En

Fonte: Autoria prépria

Considerando-s& = {Figura 4.3), obviamente, obteve-se como respwstas as
curvas do arquivo ARQ3. J& é possivel notar queyvaurvas se sobrepdem, o que ja era

esperado por tratar-se de uma mesma empresa prgserda uma demanda caracteristica.

GRUPO1

FPoténcia Ativa Mormalizada

Haras

Figura 4.3 — Simulacdo no arquivo ARQ3, utilizandk=1.
Fonte: Autoria propria.
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Parak = 2(Figura 4.4), como resultado obtém-se dois agrepéms distintos. Nota-
se que este é 0 numero idealdligsterspara este arquivo, visto que para qualquer vador d
k>3 (Figura 4.5), o agrupamento cr@dusters redundantes, ou seja, forcadamente o

algoritmo separa curvas que deveriam estar juntas.
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Figura 4.4 — Simulacdo no arquivo ARQ3, utilizandk=2.
Fonte: Autoria prépria.

A Figura 4.5, apresenta o arquivo ARQ3 na Oticaréle agrupamentos distintos.

Visualmente é perceptivel que ndo foi uma boa baadilizark = 3
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Figura 4.5 — Simulacdo no arquivo ARQ3, utilizandk=3.
Fonte: Autoria prépria.
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Para se verificar a aderéncia das curvas de carg#ilizado o erro MAE (Mean
Error Absolute) (Anexo C). O MAE € uma das variagneiras usadas em estatistica para

medir o qudo perto as previsdes estao dos resalfados.

Yo

N
MAE% = %2 o0 (3.27)

i=1

Yri

SenddN o nimero de elementos no conjun?@’}o valor a ser comparado ¥rio
valor de referéncia.

O valor médio do erro MAE para os valores do primgrupo (Figura 4.4) é da
ordem de 27,239%. J4 0 segundo grupo apresentdbs34,de erro.

No entanto quando se compara as curvas do prirpair® com o0 segundo grupo
obteve-se um erro de 59,26%, mostrando que reatnasnturvas ndo tém tanta aderéncia. A
diferenca ndo € tdo grande visto que sdo da mesmiEsa.

Fazendo-se um comparativo entre os dados da TalZom os graficos da Figura
4.4, vé-se que o grafico do Grupo 1 apresenta magsande maioria as curvas de carga
durante os sabados e domingos, e no grafico dooGtgs curvas de carga dos dias tipicos,
dado a reducdo drastica no consumo no horario déap@eriodo no qual as empresas

horossazonal pagam tarifas mais elevadas).

4.3.4 Dados do arquivo ARQ5

O arquivo ARQ5 possui dados que compreendem asasude carga do dia
02/10/2010 até o dia 02/11/2010, ou seja um tataB2 curvas diarias, sendo chamado de
ARQ5. Cabe ressaltar que neste periodo ocorreragusrges feriados nacionais: 12/10/2010
(Dia de Nossa Senhora Aparecida) e 02/11/2010dBiginados).

A Tabela 4.3 mostra os agrupamentos obtidos utidiazao algoritmok-means
(Anexo A e B) . O arquivo ARQ5 foi testado utilizBnk = 1(apenas Iluste), k=2 (2
clusterg e k = 3(3clusters.



Tabela 4.3 — Arquivo ARQ5

ARQ5

Data:

Dia da semarjak=1

Grupo

Grupo

Grupo

02/10/201d

Séabado

1

03/10/201d

Domingo

1

04/10/201d

Segunda-feirg

05/10/201d

Terca-feira

06/10/201d

Quarta-feira

07/10/201d

Quinta-feira

08/10/201d

Sexta-feira

09/10/201d

Séabado

10/10/2010

Domingo

11/10/2010

Segunda-feirg

H
Pl | k| P | e

'—\
Nl | R~ P k| e

w
N ] w| W] w| w

12/10/2010

Terca-feira

13/10/2010

Quarta-feira

14/10/2010

Quinta-feira

15/10/2010

Sexta-feira

16/10/2010

Séabado

17/10/2010

Domingo

18/10/2010

Segunda-feirg

H
Pl | k| P k| e

[
Nl | k| Pl RN

w
Nl ] w| W w| N

19/10/2010

Terca-feira

20/10/201(0

Quarta-feira

21/10/201(0

Quinta-feira

22/10/201(0

Sexta-feira

23/10/201(0

Séabado

24/10/201(0

Domingo

25/10/201(0

Segunda-feirg

H
Pl | k| P R e

'—\
Nl | R~ P k| e

w
N ] w| W] w| w

26/10/201(0

Terca-feira

27/10/201(0

Quarta-feira

28/10/201(0

Quinta-feira

29/10/201(0

Sexta-feira

30/10/201d

Séabado

31/10/201d

Domingo

01/11/201d

Segunda-feirg

H
Pl | k| P k| e

'—\
Nl pf R~ P k| e

w
N ] w| W w| w

02/11/201d

Terca-feira

Fonte: Autoria prépria.
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As mesmas consideracdes ja verificadas anterioememtarquivo ARQ3 podem ser
verificadas nas figuras a seguir, ressaltando-sengste caso o melhor agrupamento ocorreu
parak = 3

Inicialmente comk = %islumbra-se de forma vaga a sobreposicdo de Jictoy
distintos, como mostrado na Figura 4.6. Quakd@a ainda no Grupo 2 da Figura 4.7 é

possivel notar a possibilidade de mais uma separaca
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Figura 4.6 — Simulacdo no arquivo ARQ5, utilizanddk=1.
Fonte: Autoria prépria
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Figura 4.7 — Simulac&o no arquivo ARQ5, utilizandk=2.
Fonte: Autoria prépria
E curioso observar que paka= (RBigura 4.8), foi obtido, conforme a Tabela 4.8: n
primeiro grupo estdo as curvas de carga de sabegla dmpresa, ja no segundo grupo estao
contidos os comportamentos das curvas de cargamegos, € no terceiro grupo os dias

tipicos da empresa. Desta forma, tenkse , caBno agrupamento ideal para esta empresa.
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Figura 4.8 — Simulacdo no arquivo ARQ5, utilizandk=3.
Fonte: Autoria prépria.

4.4 ANALISE DOS AGRUPAMENTOS COM DIFERENTES VALORES DE K

Tendo-se verificado quelemeandornecia resultados conforme esperados, partiu-se
entdo para as simulacfes de agrupamento de cueva@sdumidores diversos.

O préximo passo foi reunir em um mesmo arquivo Exoga curva de cada um dos
47 arquivos obtidos para que estas fossem entapadas enclusters Optou-se pelas curvas
de terca-feira posto que estas representassenvatfpica de um dia util de meio de semana
com horario de ponta e chamou-se este arquivo dRQ'AERCA”. Tomou-se o cuidado
para que nao fossem incluidas curvas de feriaduenas - coincidentemente os feriados de
12 de outubro e 02 de novembro ocorreram em téegas no ano de 2010 — e para que nao
fossem incluidas duas curvas de um mesmo arqéiug estas certamente seriam agrupadas

em um mesmalustere comprometeriam o resultado final. Curvas de d@ba& domingos
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também nao foram incluidas ja que, por ndo haveirivzode ponta nos fins de semana, néo
representam a curva tipica de consumo.

A Tabela 4.4 mostra os agrupamentos obtidos utidi@zao algoritmok-means
(Anexo A e B). O arquivo ARQ_TERCA foi agrupadoligiindo k = 1 (apenas ZXluste,
k=4 (4 clustery, k=6 (6 clusterg, k=8 (8 clusterg, k=10 (10 clustery, k=12 (12
clusterd e k = 16 (16 clusters.

Tabela 4.4 — Arquivo ARQ_TERCA

ARQ_TERCA
ARQUIVO| k=1 | k=4 | k=6 k=8 | k=10 | k=12 | k=16
Grupo| Grupo| Grupo | Grupo| Grupqg Grupp Grupo

ARQ3 1 1 1 1 1 I T
ARQ4 1 2 5 2 2 2 2
ARQ5 | 1 | 3 3 3 3 3 3
ARQ6 1 4 4 4 4 4 4
ARQ7 | 1 | 2 5 5 5 5 3
ARQ8 | 1 | 3 6 6 5 5 5
ARQ9 | 1 2 2 7 7 7 7
ARQ10 1 2 2 8 8 8 8
ARQ11 1 3 6 6 9 9 9
ARQ1Z | 1 3 6 6 10 10| 10
ARQ13 | 1 3 3 3 3 | 11
ARQ14 | 1 3 3 3 3 2] 12
ARQ15 1 3 6 6 9 9 13
ARQ16 1 2 2 8 9 9 14
ARQ17 1 2 2 8 8 8 15
ARQ18 1 2 2 38 ) 3 16
ARQ19 1 2 5 2 2 2 2
ARQ20 1 3 6 6 6 6 13
ARQ21 1 3 6 6 9 6 13
ARQ22 | 1 2 6 6 6 9 13
ARQ23 1 1 1 1 1 1 1
ARQ24 | 1 2 2 8 8 8 8
ARQ25 1 2 2 8 9 9 12
ARQ26 | 1 3 3 3 9 11 1
ARQ27 1 2 5 2 > 5 >
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Tabela 4.4 — Arquivo ARQ_TERCA - continuagéo

ARQ_TERCA
ARQUIVO k=1 | k=4 | k=6 | k=8 | k=10 | k=12 | k=16
Grupo| Grupo| Grupo | Grupo| Grupq Grupp Grupo
ARQ28 | 1 1 T - - - :
ARQ29 | 1 1 T - - - 9
ARQ30 | 1 1 T - - - 9
ARQ31 | 1 3 3 3 3 "
ARQ32 | 1 > 5 5 ) . .
ARQ3s | 1] 2 2 8 9 9 | 14
ARQ34 | 1) 3] 3 3 3 | 12| 12
ARQ35 | 1 > 5 5 - - -
ARQ36 | 1] 2 2 8 8 8 | 16
ARQ37 | 1 1 3 3 - -
ARQ38 | 1 y) 2 Z ) : i
ARQ39 | 1 3 3 3 3 11 11
ARQ40 | 1 1 T - - - .
ARQ4L | 1) 3] ¢® 6 9 5 | 13
ARQ4z | 1 2 2 8 8 8 15
ARQ43 | 1 3 5 5 - ; ~
ARQa4 1 1] 3 6 6 9 9 | 13
ARQ45 | 1 1 T - - - i
ARQ46 | 1) 2] ¢© 6 9 5 | 13
ARQ47 | 1 1 T - - - ~
ARQE | 1 2 4 2 2 11 11
ARQES | 1 3 6 6 6 11| 1

Fonte: Autoria propria.

A Figura 4.9 serve para mostrar a grande discrépangstente entre as empresas
analisadas, e que provavelmente precisa-se de um#idpde razoavel de grupos para se
obter uma solucéo otimizada. Ou seja, conter era agdupamento as empresas com padroes

similares de uso de energia.
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CURYAS DE TODAS AS EMPRESAS
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Figura 4.9 — Simulacéo no arquivo ARQ_TERCA, utiliandok=1.
Fonte: Autoria prépria.

Utilizando-sek = 4(Figura 4.10) &=6 (Figura 4.11) notou-se que muitas curvas

ainda poderiam ser agrupados em nalosters.
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Figura 4.10 — Simulacédo no arquivo ARQ_TERCA, utilzandok=4.
Fonte: Autoria prépria.
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Figura 4.11 — Simulacao no arquivo ARQ_TERCA, utilzandok=6.

Fonte: Autoria propria.

Quando se témk = ,8como mostrado na Figura 4.12, os valores estd@eno

formato ideal de agrupamento.
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Figura 4.12 — Simulacéo no arquivo ARQ_TERCA, utilzandok=8.

Fonte: Autoria prépria.
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10s valores estdo em uma representacdo nao otemizad

como mostra a Figura 4.13. A partir de deste vatma-se que o algoritmk-meansesta

piorando a solug&o desejada, pois desune grupogpgesentam similaridades entre si, como

mostrado nas figuras 4.14 e 4.15.

GRUPO 1

GRUPO 2

L L I = A |
] 3 B 9 12 15 18 21 24
Haras

Horas

L ! L L I L I ] L
0 3 B El 12 18 18 2 24 0 3

o
=
=
]
T
E
s
=
©
=
S
© T f L L . L . | T
2 o 3 B i) 12 15 18 21 24 0] 3
&
b=l Haoras
= GRUPOT
i
) /&/\ MA
0 L I
9 12 18 18 21 24
Horas

L L I L . ]
9 12 15 18 21 24
Horas

Horas

L L I L
0 B 9 12 15 18 24 0 3

Figura 4.13 — Simulacao no arquivo ARQ_TERCA, utilzandok=10.
Fonte: Autoria propria.
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Figura 4.14 — Simulacao no arquivo ARQ_TERCA, utilzandok=12.
Fonte: Autoria prépria.
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Figura 4.15 — Simulacdo no arquivo ARQ_TERCA, utilzandok=16.
Fonte: Autoria prépria.

4.5 CONCLUSOES DOS RESULTADOS

Comk=8 obteve-se um agrupamento o melhor agrupamentpingio dos autores,
pois osclusterstém caracteristicas distintas e bem definidascdberse que o Grupo 5
(Figura 4.12) se destaca por um consumo elevadotia gas 12h. Ja as empresas do Grupo 7
(Figura 4.12) provavelmente ndo operam duranteite,mmis sua demanda é maior entre 6 e
17h. A maioria das empresas, entretanto, tém atieisl noturnas, como mostram 0s grupos 2,
3, 4, 6 e 8 (Figura 4.12). O Grupo 1 (Figura 4.tl2ytaca-se pela grande reducdo das
atividades no horario de ponta.

Outra analise que pode ser feita, agora pelo pdataista dos sistemas tarifarios, é
levantar hipéteses em relacdo a qual sistema egtéadrado determinadduster Pode-se
dizer que aqueles grupos com parada total ou redig&uas atividades no horéario de ponta
(grupos 1 e 8 (Figura 4.12), por exemplo) provaesita tém tarifa horossazonal. O horario
de ponta se caracteriza por ter uma tarifa maisads tanto no periodo Umido quanto no
seco, 0 que induz os consumidores englobados ifa tasrossazonal a reduzirem seu

consumo e sua demanda gerando economia.
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Os grupos 2, 3 e 6 (Figura 4.12) provavelmenteoest&gjuadrados no sistema
tarifario convencional ou do grupo B. Estes sistet@n como caracteristica principal a ndo
diferenciacédo da tarifa nos segmentos horarios mesnperiodos do ano, existindo apenas a
tarifa de consumo para o grupo B, e de consumarai@a no sistema convencional, logo, &
indiferente, do ponto de vista financeiro, se hasooo no horario de ponta ou fora dele.
Assim, o perfil da curva de carga destas empresssranque ndo ha uma preocupac¢do com
relacdo a hora em que a energia esta sendo denaandad

Ao incrementar-se o valor de para 10, 12 ou 16, forcadamente nocbssters
foram criados, mesmo sendo estes redundantes j& qde representavam um agrupamento
coerente das amostras. Portanto, para a amostiéy/ daurvas obtidas anteriormente, o
agrupamento em @ustersé o ideal.

Quando o valor de k € menor que 8, 4 ou 6, excusel 1, por este ndo ser um
agrupamento e sim somente uma amostra de todasnasscha& poucoslusters ainda,
fazendo com que curvas com perfis pouco parecidiisjaen juntas, dificultando o

discernimento do padréao de cadiaster.
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5. CONSIDERACOES FINAIS

Em relacdo as técnicas de agrupametites{ering notou-se que séo dois 0s motivos

principais para o seu uso nos diversos camposLdaial

» Encontrar fun¢des que modelem um determinadgod@amento;
* Quantificar conjuntos representativos de um easpaqostral (otimizar funcéo

custo).

Dada a definicdo acima, destaca-se que o segunticonfioi aquele que norteou o
agrupamento dos padrbes de curva de carga, j& boiee oma funcdo matematica que
modelasse determinado comportamento das mesmaswcahsumidores da regido de
Curitiba ndo era o foco principal.

Apoés o estudo do algoritmperceptron(que pode ser considerado um neurdnio
artificial) e mapas auto-organizaveis de Kohone@NS- Self-organizing mapchegou-se a
conclusdo que estes métodos ndo eram viaveis paseeacdo dos agrupamentos, visto que
exigiam um grande dominio da légica computaciormrak@nte na ciéncia da computacao.
Constatou-se que a Maquina de Vetor de Suporté&-eneanseram os métodos com maior
confiabilidade em termos de programacéo.

Durante o estudo foram selecionados alguns algositoapazes de realizar varias
funcdes envolvendo a Maquina de Vetor de Suportget@anto ndo houve progresso ao se
tentar criar agrupamentos, haja vista, que a naailouscava a classificacdo de dados para
posterior regressao dos mesmos, além do que tadsdlterava-se imprevisivelmente com a
variacdo dos parametros envolvidos. Decidiu-seogpeda técnica de agrupamento conhecida
por k-meansque alcancou resultados favoraveis para divemssied e finalmente para o
agrupamento final dos dados analisados, com soraenfgarametrok.

Optou-se por se fazer agrupamentolistering porque ndo existe, a priori, um
namero de classes a serem previstas. Outra cdsticeedo método que pesou na sua escolha
foi a similaridade das amostras, nesse caso, &sdw curvas de carga, que apresentam
caracteristicas em comum, como por exemplo, a tifimagdo da energia no horario de

ponta, ou somente a utilizacdo durante o expeddateo (das 6 as 18 horas).
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Com uma amostra 0 mais heterogénea possivel dégsade demanda da regido
metropolitana de Curitiba (ARQ3 a ARQ49) e tenddest&a a normalizagdo das curvas em
cada arquivo e posterior refinamento dos dadosndelia tipico (ARQ_TERCA), partiu-se
para as simulacfes com a técnica escolhida, nastekemeans Feitos 0s primeiros testes
com o ARQ3 e 0 ARQ5, demonstrando que a técnica@zeente, havia fortes indicios de
que o objetivo estava mais proximo de ser alcancado

Efetuada as simulacbes com o ARQ_TERCA, viu-se guemeansoferecia a
liberdade necessaria para que os agrupamentosmfosgsados. Infelizmente, ainda, a
definicdo de quantadustersdeveriam ser criados dependia do julgamento dgranoador, e
ndo era algo definido pela técnica de agrupamento.

Os agrupamentos futuramente poderdo ser, se a#éma rsdo, incorporados nas
analises das concessionarias para que estas awdi¢anifas e os custos que consumidores
com perfis de carga semelhantes impdem ao sisteama,isso melhorando a eficiéncia.
Idealmente, consumidores com perfis de carga semeld (Grupo 1 ou Grupo 8 da Figura
4.12), quando estas ndo sao constantes nas 24dwodie — como o Grupo 2 da Figura 4.12,
nao deveriam estar localizados em regifes proxijaague estes demandariam uma grande
energia em determinadas horas do dia e no reshgntedes de transmissao e distribuicdo
permaneceriam ociosas.

Dessa forma, vé-se que as técnicas de agrupam@&mtansa ferramenta poderosa

para o planejamento e dimensionamento do Sistetedigado Nacional (SIN).
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7. ANEXOS

ANEXO A — Algoritmo k-means

Baseado em (KARDI, 2011):

function [y,k,order_ ARQ,MAE]=kMeansCluster(ARQ,Kk,is

%9%6%%%%%%%% %% %% %%
%

% kMeansCluster - Simple

% Author: Kardi Teknomo, Ph.D.

k means clustering algorithm

%

% Purpose: classify the objects in data matrix base

% Criteria: minimize Euclidean distance between cen

% For more explanation of the algorithm, see
http://people.revoledu.com/kardi/tutorial/lkMean/ind
% Output; matrix data plus an additional column rep
object

%

% Example:m=[11;21;43;54] orinanice

% m=[11;

% 21,

% 43;

% 5 4]

% k=2

% kMeansCluster(m,k) produces m=[111;
% 211;
% 43 2;

% 54 2]

% Input:

% m  -required, matrix data: objects in rows
columns

% k - optional, number of groups (default =

%

isRand - optional, if using random initializati

input any number (default)

%
%

it will assign the first k data as ini

% Local Variables

% f - row number of data that belong to grou
% c - centroid coordinate size (1:k, 1:maxCo
% g - currentiteration group matrix size (1

%
%

i - scalar iterator
maxCol - scalar number of rows in the data matr

attributes

%

maxRow - scalar number of columns in the data m

objects

%
%

temp - previous iteration group matrix size (
Z - minimum value (not needed)
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Rand)

d on the attributes
troids and object points

ex.html
resent the group of each

form

and attributes in

1)
on isRand=1, otherwise

tial centroids

pi

1)

:maxRow)

ix m = number of

atrix m = number of

1:maxRow)

%0%%%%%%0%0% % %% %% %0%% %% % %% %% % %% % %% %% %% %%
close all
cleari
clear j
cleary
clear tam
clear tamy
clear ans



format long
tam=size(ARQ);
ARQ=Norma(ARQ);

if nargin<3, isRand=0; end
if nargin<2, k=1; end

[maxRow, maxCol]=size(ARQ);
if maxRow<=k,

y=[ARQ, 1:maxRow];
else

% initial value of centroid
if isRand,
p = randperm(size(ARQ,1)); % random in
for i=1:k
c(i,)=ARQ(p(i),:);
end
else
for i=1:k
c(i,:)=ARQ(i,)); % sequential ini
end
end

temp=zeros(maxRow,1); % initialize as zero ve

while 1,
d=DistMatrix(ARQ,c); % calculate objcets-c
[z,0]=min(d,[],2); % find group matrix g
if g==temp,
break; % stop the iteration
else
temp=g; % copy group matrix to
end
for i=1:k
f=find(g==i);
if f % only compute centroid
c(i,:)=mean(ARQ(find(g==i),:),1);
end
end
end

y=[ARQ,g];
end

% Plot routine
plot_clusters(ARQ,y,k);

% MAE error routine
[order_ARQ,MAE]=errormae(y,k);

itialization

tialization

ctor

entroid distances

temporary variable

if f is not empty
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ANEXO B — Algoritmo para calculo da distancia eucldliana

Baseado em (KARDI, 2011):

function d=DistMatrix(A,B)

%%%%% %% %% %% %% %% %% %% %% %% %%

% DISTMATRIX return distance matrix be tween points in A=[x1 y1
... wl] and in B=[x2 y2 ... w2]

% Copyright (c) 2005 by Kardi Teknomo,
http://people.revoledu.com/kardi/

%

% Numbers of rows (represent points) i n A and B are not
necessarily the same.
% It can be use for distance-in-a-slic e (Spacing) or distance-

between-slice (Headway),
%

% A and B must contain the same number of columns (represent
variables of n dimensions),

% first column is the X coordinates, s econd column is the Y
coordinates, and so on.

% The distance matrix is distance betw een points in A as rows

% and points in B as columns.
% example: Spacing= dist(A,A)

% Headway = dist(A,B), with hA ~=hB o r hA=hB

% A=[123;456;246;12 3];B=[451;620]
% dist(A,B)=[4.69 5.83;

% 5.00 7.00;

% 5.48 7.48;

% 4.69 5.83]

%

% dist(B,A)=[4.69 5.00 5.48 4.69;

% 5.83 7.00 7.48 5.83]

%%%%%%%%%%%%% %% %% %% %% %% %% %%
[hA,wA]=size(A);
[hB,wB]=size(B);

if WA ~=wB, error(' second dimension of A and B must be the
same'); end
for k=1:wA

C{k}= repmat(A(:,k),1,hB);
D{k}= repmat(B(:,k),1,hA);

end

S=zeros(hA,hB);

for k=1:wA
S=S+(C{k}-D{k})."2;

end

d=sqrt(S);



ANEXO C - Algoritmo para calculo do erro MAE (Mean Error Absolute)

Autoria prépria:

function [order_ARQ,MAE]=errormae(y,k)

format long
clear order_ ARQ
clear MAE

tam=size(y);
=1
for cont=1:1:k
for i=1:1:tam(1)
if(cont==y(i,tam(2)))
order_ARQ(,:)=y(i,:);
=i+
end
end
end

for cont=1:1:k
tamp=size(order_ARQ);
for m=1:1:tamp(1)
for n=1:1:tamp(1)
if(m~=n & order_ARQ(m,tamp(2))==cont & orde
V(1,:)=1-order_ARQ(n,:).Jorder_ARQ(m,:)
V=abs(V);
V(isnan(V))=0;
V(isinf(V))=0;
MAEZ1(m,n,cont)=1/96*(sum(V(1,:)));
else
MAEZ1(m,n,cont)=0;
end
end
end
MAE{cont}=full(MAEL(:,:,cont));
clear MAE1
end

r_ARQ(n,tamp(2))==cont)



ANEXO D - Algoritmo para plotagem dos agrupamentos

Autoria prépria:
function plot_clusters(ARQ,y,k)

tam=size(ARQ);
tamy=size(y);
for i=1:1:k
figure
hold on
for j=1:1:tam(1)
if(y(j,tamy(2))==i)
xData = linspace(0,24,96);
plot(xData,ARQ(j,:),'’k")
xlim([0 24])
set(gca,'XTick',[0:3:24])
end
end
end

figure

fori=1:1:k
hold on
for j=1:1:tam(1)
if(y(j,tamy(2))==i)
xData = linspace(0,24,96);
plot(xData,ARQ(j,:),'k")
xlim([0 24])
set(gca,'XTick',[0:3:24])
end,
hold on
subplot(4,3,i)
end
end
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8. CRONOGRAMA DETALHADO

Atividade

Semestre 02/2010

Semestre 01/2011

Semestre 02/2011

JUL

AGO

SET

ouT

NOV

DEZ

JAN

FEV | MAR | ABR | MAI

JUN

JUL

AGO | SET | OUT

NOV

Delimitagdo do Tema

X

X

Entrega da Proposta TCC

Estudo do algoritmo de maquina de vetor de suporte
ede
Técnicas de agrupamento

Obtencéo das curvas de carga,
e Estudo sobre Tarifagao

Estudo sobre Inteligéncia
Artificial

Estudo sobre Redes Neurais

Entrega do Trabalho escrito TCC 1

Adaptacdo de mudancas sugeridas pela banca examrénad

Simulagdo computacional

Andlise dos resultados

Revisdo dos resultados

Entrega verséo final do TCC

Apresentagéo TCC 2







