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RESUMO

A ideia principal do vigente trabalho é a aplicagdo de conceitos e técnicas de Machine
Learning, para a predicdo de falhas em equipamentos relacionados a area de
Engenharia Mecéanica. Apesar da vasta possibilidade na escolha do software para
desenvolvimento do trabalho, foi optado pela utilizagdo do Orange Data Mining devido
a sua interface amigavel e intuitiva promovido pela programacéao visual existente no
aplicativo. E utilizado no trabalho dados reais captados diariamente em caminhdes
Scania. Para a garantia da seguranga na conducgado de veiculos pesados, se faz
valioso um estudo na previsao de falhas em sistemas pneumaticos, visto que este é
responsavel por todo sistema de frenagem do veiculo. No trabalho foram utilizadas
métricas de medicdes como Classification Acuracy, Precisao, Recall e Specificity. No
Software foram utilizados para medi¢do algoritmos como: Regressao Logistica, Naive
Bayes e Random Forest. ApOs a realizagao de dois diferentes métodos no tratamento
das 60000 instancias existentes no banco de dados, foi obtido uma acuracia de 99,4%
em Random Forest, 85,6% em Naive Bayes e 99,1% em Regressao Logistica. A alta
acuracia obtida nos algoritmos demonstra a real possibilidade na previsdo de falhas
em equipamentos pneumaticos de caminhdes, existindo-se a possibilidade do
desenvolvimento de equipamentos para a medigcdo em tempo real buscando evitar
possiveis acidentes.

Palavras-chave: Machine Learning; Estudo de Caso; ex-post; Orange Data Mining;
Manutencao Preditiva; Sistema Pneumatico de caminhdes.



ABSTRACT

The main idea of the this paper is the application of Machine Learning concepts and
techniques, for the prediction of equipment failure related to the Mechanical
Engineering area. Despite the vast possibility in choosing a software for the
development of the work, we chose to use Orange Data Mining due to its friendly and
intuitive interface promoted by the visual programming of the software. Real data
collected daily from Scania trucks are used in the work. The guarantee of safety while
driving heavy vehicles, a study in the prediction of failures in pneumatic systems is
valuable, since it is responsible for the entire braking system of the vehicle.
Measurement metrics such as Classification Accuracy, Precision, Recall and
Specificity were used in the work. Algorithms such as: Logistic Regression, Naive
Bayes and Random Forest were used in the Software for measurement. After
performing two different methods in the treatment of the 60000 existing instances in
the database, an accuracy of 99.4% was obtained in Random Forest, 85.6% in Naive
Bayes and 99.1% in Logistic Regression. The high accuracy obtained in the algorithms
demonstrates the real possibility of predicting failures in pneumatic truck equipment,
with the possibility of developing equipment for real-time measurement in order to
avoid possible accidents.

Keywords: Machine Learning; case study ; ex-post; Orange Data Mining; Predictive
Maintenance; Pneumatic System of trucks.
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1 INTRODUGAO

Com o desenvolvimento desenfreado de tecnologias e de computadores a
medi¢cdo de dados se tornou algo muito mais acessivel, tornando a disponibilidade
deste algo abundante nos dias atuais. Dessa forma a programacao orientada por
dados como o Machine Learning torna-se uma ferramenta de grande interesse de
estudos, existindo a possibilidade de ser uma grande aliada da engenharia mecanica
na detec¢cdo de anomalias para manutengdo em equipamentos.

A utilizacdo de métodos orientados por dados tem evoluido
exponencialmente e se tornando um exemplo na fabricagao e solugao de mobilidade,
desde em manutengao preditiva até em qualidade preditiva, incluindo analise de
seguranga, garantia e facilidades no monitoramento em plantas de fabricas
(THEISSLER et al., 2021).

O desafio permanente de qualquer organizagéo, no contexto de pressao
competitiva verificado nas trés ultimas décadas, tem sido produzir produtos e servigos
cada vez melhores, mais rapidos, com o menor custo e com a melhor aceitacao
possivel por parte do mercado consumidor (CALLIGARO, 2003).

O emprego de Machine Learning em industrias pode gerar grandes
beneficios no mercado atual, visando o aumento do valor agregado de produtos assim
como uma producdo planejada e sob demanda, sendo essencial para sua
sobrevivéncia devido a alta concorréncia.

Somado a reducao de custos para geracado de produtos competitivos no
mercado, temos a necessidade da reduc¢ado de descartes, visando a diminuigdo do
impacto global causado por industrias a partir do conhecimento prévio de que as
matérias primas sao bens esgotaveis.

A preservacao da integridade fisica dos operadores de maquinas é outro
ponto também importante na detecgao de anomalias, buscando a partir do prognéstico
de falhas garantir um ambiente de trabalho mais seguro e confiavel.

O Machine Learning tem aplicabilidade em diversas areas como
administragao, robdtica, medicina dentre outras. Nesta ferramenta as simulagbes sao
realizadas a partir de erros e acertos visando o reconhecimento de padrdes e
buscando a construcdo de um modelo de aprendizado de maneira iterativa.

O Machine Learning pode ser dividido em aprendizagem supervisionada e

aprendizagem nao supervisionada. Diferindo-se esses dois tipos de aprendizagem na
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maneira que sao definidas as respostas na saida do sistema a partir da entrada de
um conjunto de dados.

A otimizagcdo da gestdo de tempo, a partir da n&o ocorréncia de paradas
inesperadas em setores especificos da linha de produgéao, faz com que a integridade
de componentes de uma maquina seja algo essencial em industrias, buscando-se ao
maximo reduzir o investimento em componentes com critérios de urgéncia, em
decorréncia de por muitas vezes os prazos de entrega nao serem cumpridos, podendo
acarretar em uma parada por completo na linha de produgédo e consequentemente
havendo um impacto negativo na produtividade.

Dentre os fatores a serem atendidos no segmento de atuagdo das
Industrias de Processamento Continuo, destacam-se como normalmente presentes o
preco baixo, qualidade alta e entrega confiavel, o que determina automaticamente, os
objetivos de desempenho a serem priorizados pela organizagao, quais sejam: Custo,
Qualidade e Confiabilidade. Dada a estreita relacdo da atividade com estes objetivos
de desempenho, os citados desafios permanentes da produgcdo acabam sendo os
proprios desafios da atividade de manutengdo. Como consequéncia disso, temos a
adocdo de estratégias funcionais de manutencdo adequadas alinhadas com a
estratégia corporativa, buscando um custo efetivo sem comprometer a seguranga e a
confiabilidade da planta operacional, sendo de fundamental importancia para a
organizacao (CALLIGARO, 2003).

1.1 Objetivos

Todas as folhas do trabalho, a partir da folha de rosto, devem ser contadas
sequencialmente, mas ndo numeradas. A numeracao deve ser inserida a partir da
primeira folha da parte textual (Introdugéo), em algarismos arabicos, no canto superior
direito da folha. Havendo apéndices e anexos, as suas folhas devem ser paginadas

de maneira continua.

1.1.1 Objetivo geral

O objetivo geral desse trabalho é prolongar a vida util do sistema hidraulico
em caminhdes, visando o aumento da seguranca dos condutores e a redugao de custo

com trocas desnecessarias de equipamentos. Busca-se também realizar a
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identificacdo do melhor método para o progndstico de falhas em caminhdes a partir
da utilizagcdo de dados previamente captados por sensores. A ideia € conduzir um
estudo de caso ex-post, ou seja, com dados secundarios de um case real analisado a

luz de algoritmos de Machine Learning analisados nesse trabalho.

1.1.2 Objetivos especificos

Para atingir o objetivo principal os seguintes objetivos especificos devem
ser alcancgados:
e Estudar possiveis problemas de falhas em caminhdes;
o Estudar métodos de Machine Learning com possiveis aplicagdo no
estudo de caso;
e Dominar a utilizagao do aplicativo open source;
¢ Analisar os resultados obtidos nos algoritmos para verificagdo de

uma possivel aplicagdo com medi¢gdo em tempo real.

1.2 Justificativa

O emprego do Machine Learning em industrias na deteccdo de anomalias
€ de grande valia quando refletimos na ocorréncia de paradas inesperadas em setores
especificos da linha de produgao. A reducao de custos com manutengao corretiva de
maquinarios faz com que a manutencao da integridade de componentes mecanicos
de uma maquina seja essencial, objetivando uma melhor gestdo de tempo e
sucessivamente uma maior produtividade, sendo algo vital para sobrevivéncia de
industrias no mercado atual. O papel da Manutencao ganha destaque especial quando
se fala de Industrias de Processamento Continuo (IPC), nas quais as condigdes fisicas
de instalagdes e seus equipamentos tem um papel fundamental na continuidade da

producgao de seus bens e servigos, de modo estavel e seguro (CALLIGARO, 2003).

1.3 Estrutura do trabalho

O primeiro capitulo € composto por introdugcao, definicdo do problema
objetivos e justificativa do trabalho.
No segundo capitulo é realizada a revisao bibliografica onde é enfatizado

os principais conceitos utilizados, como manutencdo preditiva, deteccdo de
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anomalias, Machine Learning e tipos de aprendizagem, realizando-se o embasamento
tedrico para o desenvolvimento do trabalho.

No capitulo trés é apresentada a metodologia para a realizagéo do trabalho,
demonstrando o aplicativo que sera utilizado para programacgao e a apresentagao dos
dados utilizados.

O quarto capitulo apresenta os resultados obtidos a partir das simulagdes
realizadas assim como a efetividade da aplicagcédo de diferentes técnicas.

E apresentado no quinto capitulo as consideragbes finais do vigente

trabalho.
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2 REVISAO BIBLIOGRAFICA
2.1 Manutencgao preditiva

De acordo com Paolanti et al. (2018) manutencéo preditiva refere-se ao
monitoramento inteligente dos equipamentos para evitar falhas futuras. A manutengao
preditiva evoluiu do primeiro método que € a inspecgao visual, para métodos
automatizados que utilizam técnicas de processamento de sinal avangado com base
no reconhecimento de padrdes e Machine Learning.

A manutenc¢ao preditiva € um conjunto de atividades que detecta mudancgas
nas condicdes fisicas dos equipamentos (sinais de falha), buscando realizar o trabalho
de manutencao apropriada para maximizar a vida util do equipamento sem aumentar
seu risco de falha (WANG, 2017).

Em uma manutencéo preditiva, primeiramente tenta-se prever o estado de
integridade do sistema, apds isso € apropriado planos de a¢des de acordo com o
retorno das previsdes. A atividade de prognéstico de falhas visa antecipar o tempo do
defeito a partir da previsdo do estado de saude futuro de um dado componente,
subsistema ou sistema e sua vida util remanescente (TOBON-MEJIA et al., 2012).

Segundo Tobon Mejia et al. (2012) os métodos para manutencao preditiva
em termos de sua condicdo de uso podem ser geralmente classificados em trés
categorias: meétodo baseados em modelagem matematica, método baseado na
experiéncia e método baseado em dados. Métodos baseados em modelagem
matematica produzem bons resultados, porém requerem um vasto conhecimento nas
funcdes do sistema, o que é visto como uma desvantagem e muitas vezes ¢é de dificil
obtencado. Métodos baseados na experiéncia tomam decisdes baseados em eventos
empiricos e frequentemente produzem resultados ruins de predicdo. Métodos
baseados em dados investigam o problema a partir de uma perspectiva nos niumeros
(CHEN et al., 2021).

O método baseado em dados é também conhecido como mineragao de
dados ou Machine Learning, que usa dados historicos para aprender um modelo de
comportamento do sistema. A abordagem baseada em modelo matematico tem a
capacidade de incorporar a compreensao fisica do produto alvo, contando com o
modelo analitico para representar o comportamento do sistema (PAOLANTI et al.,
2018).
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A manutencdo preditiva utilizando métodos orientados por dados
necessitam dos dados de falha como uma variavel e utilizam destes para descrever
os dados de entrada (GOURIVEAU; RAMASSO; ZERHOUNI, 2013).

2.2 Deteccao de anomalias

Segundo Ahmed; Naser Mahmood; Hu (2016), a deteccdo de anomalias é
uma tarefa importante de analise de dados pois detecta dados anormais de um
determinado conjunto. E uma &rea interessante de pesquisa de mineracéo de dados,
pois envolve a descoberta de raros padroes.

A partir de Quatrini et al. (2020), as principais técnicas para detecc¢ao de
anomalias sdo baseada na Classificacédo, Clustering, Nearest Neighbor, Statistical e
na informacao tedrica e de espectros. Estudos sobre deteccdo de anomalia tem
alcangado excelentes resultados utilizando os algoritmos de Random Forest (RFA),
sendo o Decisions Forest o mais popular na predicdo de modelos.

De acordo com Chandola; Banerjee; Kumar (2009), anomalias sdo padroes
nos dados que nao se encontram em conformidade com uma nocido de
comportamento previamente definido. A Figura 1 ilustra anomalia em duas dimensbdes
de conjunto de dados. Os dados tem duas regides normais, N1 e N2, visto que a maior
parte das observagdes se encontram nessas duas regides. Pontos que se encontram
suficientemente longe dessas regides, isto €, pontos 01, 02 e O3 sdo denominadas

anomalias.

Figura 1 — Exemplo de anomalias em 2 regi6es
v

01

o - 1‘\‘{1

Fonte: Chandola; Banerjee; Kumar (2009)
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2.2.1Tipos de anomalias

Um importante aspecto da detecgdo de anomalias é a natureza da mesma.
Anomalias podem ser classificadas nas seguintes 3 categorias apresentadas
(CHANDOLA; BANERJEE; KUMAR, 2009).

2.2.1.1 Anomalia de ponto

Se a instancia de um dado individual for considerada fora do dominio em
relagao ao resto dos dados, dessa forma a instancia é determinada uma anomalia de
ponto. Esse é o tipo mais simples de anomalia e é o foco da maioria das pesquisas
de deteccado de anomalia.

Tendo como exemplo a Figura 1, os pontos 01, 02 e O3 estdo fora dos
limite da regidao normal, sendo assim sao pontos de anomalia por se localizarem fora
do dominio N1 e N2 onde se encontram os pontos dos dados (CHANDOLA;
BANERJEE; KUMAR, 2009).

2.2.1.2 Anomalia de contexto

A nogao de contexto é induzida pela estrutura dos dados e tem que ser
especificada como parte da formulacdo do problema. Cada instancia de dado é
definida com base em dois atributos:
e Atributo contextual: é utilizado para determinar o contexto da instancia.
Por exemplo em um conjunto de dados para determinagéo do espaco,
a longitude e a latitude de uma localizagao sao os atributos em contexto.
Nos dados de uma série temporal, o tempo € o atributo em contexto que
a determina a posi¢cao de uma instancia de uma sequéncia inteira.

e Atributo comportamental: defini as caracteristicas ndo contextuais de
uma instancia. Por exemplo, em um conjunto de dados espaciais que
descreve o comportamento da precipitagcdo média de todo o mundo, a
quantidade de chuva em qualquer local especifico € um atributo

comportamental do mesmo.

O comportamento anédmalo é determinado a partir da utilizacdo de valores
dos atributos comportamentais em um contexto especifico. Uma instancia de dados

pode ser uma anomalia contextual em determinada ocasidao (em termos de atributo
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comportamental) e considerada normal em um contexto diferente (CHANDOLA,;
BANERJEE; KUMAR, 2009).

A figura 2, demonstra um exemplo de série temporal de temperatura, na
qual € demonstrada a temperatura mensal de uma area em anos passados. A
temperatura t1, € considerada normal visto que esta se situa no inverno norte
americano, porém a temperatura t2 que tém o mesmo valor que t1 é considerada uma

anomalia visto que esta no verao.
Figura 2 — Exemplo anomalia de contexto
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Fonte: Chandola; Banerjee; Kumar (2009)

2.2.1.3 Anomalia coletiva

Se uma colecao de instancia de dados relacionados for andbmala no que diz
a respeito a todo conjunto de dados, € denominada uma anomalia coletiva. As
instancias de dados individuais em uma anomalia coletiva podem ndo ser anomalia
por si mesmas, mas sua ocorréncia em conjunto como uma colecao € anémala. A
Figura 3 ilustra um exemplo de um eletrocardiograma humano. A regido vermelha
ilustra uma situagdo de anomalia coletiva devido 0 mesmo valor baixo existir por um
grande periodo anormal (CHANDOLA; BANERJEE; KUMAR, 2009).
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Figura 3 — Anomalia coletiva em eletrocardiograma humano
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2.2.2Dados de saida na deteccdo de anomalias

Um aspecto importante na técnica de deteccado de qualquer anomalia € a
maneira de que as anomalias sao reportadas. Normalmente o emprego de técnicas
na deteccdo de anomalias € um dos dois tipos citados a seguir (CHANDOLA,
BANERJEE; KUMAR, 2009).

Existem dois tipos de saida (output) que varia de acordo com a técnica
empregada: pontuagdes (scores) e rotulagdes (labels). Scores é quando se atribui
uma pontuagdo a cada instancia. Essa pontuagéo representa o grau de anomalia
daquele objeto a partir da utilizagdo de um limite definido dentro de um dominio
especifico para selegcdo das anomalias mais relevantes. Por outro lado, uma label
define uma rotulagdo categérica para cada instancia como, por exemplo: normal ou
anomalia (MATA, 2017).

2.3 Machine Learning

Machine Learning € um campo de estudo onde os computadores adquirem
a habilidade de aprender sem ser explicitamente programados para isso (SAMUEL,
1959). Segundo Mitchell e Blum (1998), Machine Learning é um programa de
computador que aprende a partir da variavel (E) referente a experiéncia, a respeito de
alguma tarefa definida pela variavel (T) obtendo uma performance medida por (P),
sendo quando a performance em P aumenta a partir da realizagao da tarefa em T,
obtendo-se cada vez uma maior experiéncia E. Existindo dessa forma uma ciclo entre
essas letras e tendo-se uma progressdo da velocidade de processamento e
capacidade de resolucao de problemas com o passar do tempo.
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A assertividade € maior quanto maior for o numero de dados pré-existentes,
alcancando-se resultados e previsdes consideraveis para a tomada de decisdes e
identificacdo de anomalias. Estas previsbes s6 sado possiveis devido a teoria de
statistical learning que foca principalmente em métodos estatisticos e na analise
funcional. Se a nova observagao nao estiver representando a propriedade estatistica
dos dados, a observacdo € considerada uma anomalia. As técnicas estatisticas
ajustam os dados de condigao operacional esperados tipicos e, em seguida, aplicam
o teste de inferéncia estatistica para determinar se a nova observagao pertence ao
modelo estatistico ajustado (SUTHARSSAN et al., 2015).

2.4 Tipos de aprendizagem

A partir de Paolanti et al. (2018) manutengéo preditiva baseada em Machine
Learning pode ser dividida em duas classes principais: supervisionado e néao

supervisionado.

2.4.1 Aprendizagem supervisionada

As informacgdes da ocorréncia de falhas estdo presentes no conjuntos de
dados havendo dessa forma dados de saidas previamente conhecidos (PAOLANTI et
al., 2018). Se o algoritmo recebe as saidas rotuladas para um conjunto de entradas,
o aprendizado é chamado de aprendizado supervisionado. Seu objetivo é prever uma
saida correta para um novo dado de entrada. A maioria dos problema de manutencao
preditiva podem ser tratados como problemas de aprendizagem supervisionada, onde
um conjunto de dados de integridade e de falhas estdo disponiveis (SUTHARSSAN
et al., 2015). O aprendizado supervisionado consiste em duas classes de algoritmos:
Classificacao e Regressao.

Na classificagao, é abrangido diversos algoritmos que permitem realizar a
analise de uma variavel dependente categorica, sendo utilizado como base, dados de
entrada existente no banco de dados e a partir da analise desses dados, € gerado na
saida um resultado qualitativo.

Assim como na classificagdo, na regressao sao utilizados dos dados de
entrada previamente analisados para se prever um resultado, tendo-se como distingcao
que a previsdo é realizada numericamente e ndo categoricamente como na outra

classe de algoritmo.
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2.4.1.1 Classificacéo

Segundo Ahmed; Naser Mahmood; Hu (2016) técnicas baseadas em
classificagdo possuem importantes informagdes de dados na saida do sistema
(output) para preservar ataques a rede. Quando dados anormais s&o fornecidos para
a detecgao de anomalia de um sistema, um ataque com um padrao conhecido pode
ser notado evitando grandes prejuizos. Isso depende exclusivamente do banco de
dados existente na saida de um sistema que s6 detecta a anomalia caso esta tenha
sido previamente definida.

As técnicas de deteccao baseada em classificagdo operam de maneira
bifasica, a fase de treinamento aprende um classificador a partir da utilizacdo de dados
de treinamento disponiveis. A fase de teste realiza a classificagdo de uma instancia
de teste como normal ou anomalia usando um classificador (CHANDOLA;
BANERJEE; KUMAR, 2009).

O reconhecimento do tipo de uma cena capturada em uma fotografia pode
ser langado como uma tarefa de classificagdo, onde a saida desejada € um rétulo
categorico discreto, por exemplo: uma cena de praia, uma paisagem urbana, uma
imagem de interior (CRIMINISI; SHOTTON; KONUKOGLU, 2011).

Na figura 4 estd demonstrado um exemplo de classificacdo, onde estao

separados dados normais de dados com anomalias.

Figura 4 — Exemplo Classificagao
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2.4.1.2 Modelo de regressao

Modelos de regressdo na manutengao preditiva sédo utilizados para calcular
o tempo de vida util restante de um equipamento, definindo a quantidade de tempo de
operacgao restante antes da ocorréncia da proxima falha (PAOLANTI et al., 2018).
Algoritmos de regressao usam os recursos de entrada para prever os valores de saida
dos dados escondidos no sistema (AL-AMRI et al., 2021). Prever o prego de uma casa
em funcdo da sua distancia de uma boa escola pode ser considerado um problema
de regressdo (CRIMINISI; SHOTTON; KONUKOGLU, 2011). Um exemplo de

regressao esta ilustrado na figura 5 demonstrada a seguir:

Figura 5 — Exemplo Regressao
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2.4.2 Aprendizagem nao supervisionada

As informacgdes de processo estao disponiveis, mas ndo existem dados de
saida definidos, havendo uma execucgao da tarefa com base em suas caracteristicas
e padroes semelhantes (PAOLANTI et al., 2018). A partir de Sutharssan et al. (2015)
a aprendizagem nao supervisionada € usada onde ndo ha dados rotulados
disponiveis. E usado para descobrir grupos semelhantes nos dados com base em
técnicas de agrupamento. Tendo a disponibilidade na maioria dos novos sistemas
apenas de dados operacionais normais, havendo o reconhecimento de um sistema
saudavel a partir da utilizagdo destes e de maneira subsequente realizando a
prevencao de possiveis falhas, mantendo a confiabilidade e realizando a estimativa

do tempo de vida restante de um determinado sistema. Em sistemas n&o
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supervisionados existem algumas técnicas que utilizam regras de Clustering e

associacao.

2.4.2.1 Clustering

De acordo com A.K. Jain; M.N. Murty; P.J. Flynn (1999), clustering é a
classificagdo n&o supervisionada de padrbées em grupos. Segundo Al-Amri et al.
(2021), o objetivo da utilizagdo de clustering é a identificacdo de dados normais na
entrada, o mesmo ressalta que os dados de entrada possuem uma estrutura de certos
padrées que ocorrem com uma maior frequéncia do que outros. Em estatistica, esta
etapa é chamada de estimativa da densidade. O agrupamento (clustering) € um
meétodo para estimativa de densidade.

O método de aprendizagem nao supervisionada mais comum € a analise de
agrupamento (Clustering), que é usada para analise exploratéria de dados para

encontrar padrées ou agrupamentos ocultos nos dados (THEISSLER et al., 2021).
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3 MATERIAIS E METODOS
3.1 Estudo de caso

Cauchick Miguel (2007) define estudo de caso como um estudo de natureza
empirica que investiga um determinado fendmeno, geralmente contemporéaneo,
dentro de um contexto real de vida, quando as fronteiras entre o fenbmeno e o
contexto em que ele se insere ndo sao claramente definidas. Tendendo a esclarecer
a tomada de determinadas decisdes e escolhas, assim como quais resultados foram
alcancados a partir das mesmas.

Na vigente pesquisa, o problema é tratado como um ex-post facto isto é,
um estudo de um determinado acontecimento que ja ocorreu no passado. Buscando-
se averiguar o algoritmo de Machine Learning com a maior assertividade na
manutencao preditiva de maquinas utilizando dados pré-existentes. As etapas para
conducao de um estudo de caso estao definidas na Figura 6.

A escolha do estudo ex-post foi realizada devido a dificuldade na obtencao
de dados em produtos. A manutengédo da propriedade intelectual e a garantia de
autenticidade é uma estratégia de mercado que visa assegurar a exclusividade de
produtos pelas marcas.

A etapa de teste é realizada antes do langamento de equipamentos e
produtos, sendo realizadas em laboratérios controlados, visando que haja a menor
interferéncia possivel e uma maior exatiddo na captacdo dos dados. Dificilmente
esses dados sdo divulgados pelas empresas detentoras dos equipamentos, e quando
sao realizadas algumas caracteristicas s&o ocultas ou estes sao exteriorizado em
quantidades pequenas o que impossibilita a obtencado de resultados confiaveis na

realizagao de um estudo.



Figura 6 — Estrutura do Estudo de Caso
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3.1.1 Estrutura conceitual tedrica

Segundo Cauchick Miguel (2007) primeiramente deve-se definir um
referencial conceitual-tedrico para o trabalho, de forma a resultar em um mapeamento
da literatura. Servindo o referencial teérico também para a delimitacdo das fronteiras

do que sera investigado no trabalho e suporte técnico para a realizagao da pesquisa.

3.1.2 Planejamento do caso

Primeiramente para a realizagdo do planejamento de caso, € de enorme
importancia o entendimento do tema em pauta. Uma compreensédo abrangente do
problema, assim como a contextualizacdo e reflexdo do impacto causado pelo
desenvolvimento do vigente estudo de caso, € garantia de um encaminhamento
correto no estudo sendo de suma importancia para a obtencao de bons resultados.

O planejamento do caso é realizado apdés a definicdo do referencial
conceitual-tedrico, onde tem-se como primeira tarefa a escolha das unidades que
serao analisadas. Seguido da selecao dos casos, determina-se os métodos e técnicas
que serao utilizados na coleta e na analise dos dados devendo ser empregadas
multiplos métodos e evidéncias. Visando uma validade construtiva a partir da

mensuracao do conceito que se tem como alvo.
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A partir da escolha dos métodos e técnicas para a coleta de dados, é
realizado um protocolo com regras e procedimentos para o prosseguimento da
pesquisa. Sendo este protocolo mais que um mero roteiro e sim um instrumento para
melhora da confiabilidade e validade na condug¢ao da pesquisa.

A escolha da aplicacdo do estudo de caso tendo como enfoque os
caminhdes, se deu a partir do entendimento de que predominantemente as rodovias
sao as maiores responsaveis pelo transporte de cargas em nosso pais sendo
responsaveis por 61,1% em 2009, segundo dados da Confederagdo Nacional de
Transporte. Somado a esse fato, existe também que apesar da frota de caminhdes
representar apenas 5% da frota nacional no ano de 2021, esta foi responsavel por

47% das mortes que ocorreram em rodovias federais neste mesmo ano.

3.1.3 Conducéao de um teste piloto

A conducdo de um teste piloto tem como foco o estudo da qualidade dos
dados obtidos, a partir da avaliagdo da contribuicdo dos mesmos, realizando-se os
ajustes necessarios para que o objetivo da pesquisa seja alcangado e sejam obtidos
resultados confiaveis.

O teste piloto no estudo de caso foi realizado a partir de um teste com um
menor numero de instancia para a investigagdo se a partir do banco de dados
utilizados seriam obtidos resultados expressivos e que justificassem a utilizacdo do

mesmo.

3.1.4 Analise de dados

Na analise de dados é feita uma avaliagao do conjunto de dados coletados,
visando que no conjunto permanegcam somente dados pertinentes para que o objetivo
da pesquisa seja alcangado, sendo geralmente necessario realizar uma redugao dos
mesmos, permanecendo somente o essencial para a pesquisa. Podendo ser
necessario nessa etapa remover ou complementar dados incompletos, selecionando
as variaveis mais adequadas para a composi¢cao de modelos.

No estudo de caso, fez-se necessario complementar 4980 instancias
numeéricas incompletas, sendo realizado duas tratativas diferentes para a comparacao

da geracao de resultados com a maior precisao.
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3.1.5Geracao do Relatorio da Pesquisa

E realizada a sintetizacdo de atividades das etapas anteriores, havendo
consideragdes e relacionando os resultados alcangados com a teoria ja apresentada
no trabalho. Havendo a preocupagdo de que a teoria ndo seja ajustada com os
resultados obtidos, e sim de que o inverso acontega para que o estudo de caso tenha

confiabilidade e validade.

3.2 Escolha de estudo de aplicagao ex-post

O estudo de caso escolhido para aplicacao ex-post é pertencente a um
banco de dados constituidos por 60000 variaveis que foram coletados por sensores a
partir da utilizagédo diaria de caminhdes, buscando prevenir a integridade e prolongar
a vida util do sistema de ar pressurizado de caminhdes Scania.

Buscando a conservagao da integridade dos elementos das maquinas, a
manutencdo aliada com a tecnologia € um assunto de grande relevancia nas
industrias, havendo uma grande expectativa no futuro de que custos desnecessarios
sejam evitados. A inser¢cdao de tecnologias no meio fabril € na manutengao de
maquinarios vem de encontro com a ideia da industria 4.0, visando evitar paradas
inesperadas a partir de dados previamente captados, buscando dessa forma uma
producao ininterrupta e sem grandes surpresas.

O banco de dados foi desenvolvido a partir da leitura de sensores os quais
tendo como foco indicar a necessidade de reparo de um caminhao antes de que haja
a falha de seu sistema por completo.

Apesar dos veiculos pesados representarem apenas 5% dos automoveis
da frota brasileira, os acidentes envolvendo esse tipo de veiculo possui um percentual
expressivo de fatalidade. No ano de 2021 estas colis6es foram responsaveis por 47%
das fatalidades em acidentes nas rodovias federais brasileiras a partir de dados
divulgados no anuario da policia rodoviaria federal.

Os acidentes de veiculos pesado majoritariamente tem da falha humana
como um de seus maiores responsaveis, segundo estudos. No entanto, o estudo na
deteccdo precoce de possiveis falhas em caminhdes € um assunto de grande
relevancia para que exista uma maior seguranga no deslocamento de veiculos em

vias urbanas no mundo, buscando a manutengao da integridade fisica ndo s6 dos
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condutores de veiculos pesados, mas também dos utilitarios que trafegam pelas vias
urbanas e rodovias.

Dentre as falhas mecanicas mais comuns em caminhdes, destacam-se:

e Motor enfraquecido : defeito acarretado pelo possivel
entupimento na mangueira de filtro de ar e diesel, utilizagcdo de
combustiveis de ma qualidade, vazamento em mangueiras do
intercooler, desgaste interno de pistdes e anéis, dentre outros;

e Falta de estabilidade: problema acarretado devido a falta de
manutencdo em itens da suspensao sendo acarretado diversas
vezes devido a qualidade precaria dos asfaltos das rodovias;

e Desgaste nos pneus: problema acarretado pela falta de verificagao
e demora para a realizagao da substitui¢ao;

e Problemas no sistema pneumatico: sistema que possui maior
demanda de funcionamento em um caminhao devido as altas cargas
transportadas, podendo muitas vezes ser danificado devido a
choques com obstaculos em estradas.

O sistema pneumatico desempenha diversas funcdes em caminhdes tendo
como uma das principais delas a frenagem do veiculo. Visando a manutencao da
integridade e seguranca do condutor do veiculo, o estudo de caso tem como foco
realizar a predi¢cao na falha do sistema afim de evitar possiveis acidentes e também
poupar recurso em casos de trocas desnecessarias de equipamentos.

Os sistemas pneumaticos em caminhbes possuem o0 seguinte
funcionamento na maioria das vezes, o compressor comprime o ar € 0 envia para o
regulador de pressdo o qual realiza o controle da pressao de trabalho. Apds isso a
pressado regulada é distribuida igualmente em 4 cilindros independentes por uma
valvula de protecéao.

O ar comprimido é distribuido de uma maneira separada, sendo duas vias
destinadas para os freios do veiculo (dianteiro e traseiro), a terceira para o
estacionamento e a quarta com saida para os acessorios do caminhdo. Caso haja
vazamento de ar de uma das saidas as outras sao automaticamente bloqueadas para
que nao se tenha perdas de ar no circuito de freio. Para ainda uma maior seguranga
do veiculo as valvulas de freio priorizam os freios dianteiro e traseiro e dos acessorios,
deixando por ultimo o freio de estacionamento, visando evitar que o veiculo saia sem

ar comprimido nos circuitos citados anteriormente.
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O circuito utilizado em freios € chamado de circuito duplo, onde o ar fica
retido na valvula de comando e so6 é liberado quando o pedal de freio € acionado.
Caso ocorra queda de pressdo em um dos circuitos (traseiro ou dianteiro) o outro
funciona de maneira independente. Apds o pedal de freio ser desativado, o ar que foi
utilizado para acionar a valvula é liberado para a atmosfera através da descarga e o
compressor simultaneamente repde o ar consumido pelo sistema.

O sistema de frenagem é composto por:

e Valvula reguladora de pressao;

¢ Elemento secador;

e Reservatorio de regeneragéo;

e Valvula de protecdo de 4 circuitos;

e Camara de freio de estacionamento e servico;

e Valvula moduladora do freio de estacionamento;
e Valvularelé;

e Valvula de descarga rapida;

¢ Valvula moduladora do freio de servico.

Normalmente os problemas ocorrem devido a vazamentos em alguma
valvula ou a partir da contaminagao por 6leo lubrificante do compressor ou agua as
quais fazem o desgaste das valvulas ser mais severo. Outros possiveis problemas
existentes podem ser causados devido a perda de vedacao das valvulas, entupimento
do cano de saida e vazamentos. Podendo haver a contaminagao do sistema por um
todo, devendo-se inspecionar toda a tubulacédo de saida a qual deve ser limpa ou em

casos mais severos substituidas.

3.3 Orange Data Mining

O Orange Data Mining € um programa criado no ano de 1996 que conta
com programagao na linguagem C++ e Python, contando em sua instalagéo padrao
algoritmos de Machine Learning, com pré-processamento e visualizagdes de dados
divididos em 5 conjuntos de widgets demonstrados na Figura 7, sendo eles: dados,
visualizacdo, modelo, avaliacio e n&o supervisionado. Tendo também
funcionalidades adicionais como analise de imagens, geografia, network, single cel,

fusdo de dados, mineracao de texto, dentre outras.
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Figura 7 — Widgets
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A programagao utilizando o Orange Data Mining aparece como uma opg¢ao
muito interessante devido ao visual atrativo e interativo do programa. Havendo a
possibilidade de realizar uma exploracdo de dados com analise qualitativa de forma
rapida e com visualizacao limpa, sem haver a necessidade de realizar a codificagao e
podendo dessa forma enfatizar a analise exploratéria de dados.

Além de seu visual atrativo, o programa conta com a vantagem de ser um
aplicativo completamente gratuito e capaz de retornar para o usuario uma perspectiva
diferente de um determinado problema, podendo-se obter uma visao mais abrangente
a partir da inser¢gao de dados simples.

Dentre diversas ferramentas de andlise existente no programa temos
distribuicbes estatisticas, diagramas de caixa, graficos de dispersédo, agrupamento

hierarquico, mapas de calor, projecoes lineares etc.

3.4 Algoritmos supervisionados utilizados e métricas de avaliagao
3.4.1 Arvore de decis&o (decision tree)

Al-Amri et al. (2021) definiu decision tree como uma abordagem que

constroi técnicas de regressdao ou classificagdo em uma estrutura de arvore,
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separando o conjunto de dados em pequenos grupos, enquanto ao mesmo tempo
este conjunto de dados se torna cada vez maior.

O método Decision Tree possui facil compreensao e podemos pensar neste
como uma representacdo grafica para um processo de decisdo, onde sdo feitas
determinadas perguntas para um dado e a partir dessas respostas sdo obtidos
diferentes caminhos com diferentes resultados. As perguntas sobre o dado percorrem
nos chegando a respostas, podendo ser feita uma analogia com a raiz de uma arvore
que se ramifica até um galho no topo, respeitando-se uma hierarquia que se inicia a
partir de um no raiz e se ramifica em nds filhos até chegar em um determinado n6
terminal, ou né folha.

De acordo com Quatrini et al. (2020), em machine learning, uma arvore de
decisdo € um modelo preditivo onde cada no interno € um né de decisao e representa
uma variavel de predicdo. Onde uma decisao representa uma faixa de valor em um
no que vai se estreitando até um valor de predicdo na variavel alvo. Cada né interno
divide os dados em duas ramificagcdes que move a decisdo para um consecutivo no.

Na Figura 8 & demonstrado um exemplo de Decision Tree, detalhando-se

a maneira que séo feitas as perguntas e as respostas para o dado.

Figura 8 — Exemplo Decision Tree

A decision tree

Is bottom
part green?

\‘f‘

Is bottom
part blue?

% =,

Fonte: Criminisi; Shotton; Konuglu (2011)
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3.4.2 Random Forest

Random forest € um método de conjuntos, combinando varias arvores de
decisdo. Tendo como objetivo o desenvolvimento de diversas arvores que sio obtidas
a partir da utilizagdo de diferentes subconjuntos de dados de treinamento. Os dados
de saida sao determinados a partir da votagcdo majoritaria de todas as arvores.
Florestas aleatorias podem ser utilizadas em problemas que envolvam classificagao
ou regressao podendo lidar com dados de alta dimens&o (BREIMAN, 2001).

A ideia de Random Forest reside na jungdo de muitas arvores de decisao
que, a partir de critérios de selegao, se ramificam e chegam cada uma a uma resposta
para o problema. Em seguida a resposta que tiver mais votos é a solugao geral. O
modelo como um todo é formado por arvores de decisdo que crescem a partir dos
dados de entrada (LIMA; AMORIM, 2020).

3.4.3 Gradient Boosting

Segundo Lima; Amorim (2020), a légica do modelo Gradient Boosting, é a
juncao de varios modelos fracos, onde o processo de aprendizagem se ajusta
conforme novos modelos séo adicionados tendo como objetivo obter uma estimativa
mais precisa da variavel de resposta.

Criminisi; Shotton; Konukoglu (2011), pondera que Boosting € a construgao
de classificadores fortes a partir da combinacgao linear de varios classificadores fracos.
Um classificador é impulsionado a partir do treinamento de cada iteracdo dos
exemplos de treinamentos, enfatizando os exemplos que possuem o pior desempenho

e buscando-se a partir da impulsdo aumentar o seu peso de treinamento.

3.4.4 Regresséo logistica

Na regressao logistica, a probabilidade de ocorréncia de um evento pode
ser estimada diretamente. No caso da variavel dependente Y assumir apenas dois
possiveis estados (1 ou 0) e haver um conjunto de p variaveis independentes X1 X2 ,
..., Xp, 0 modelo de regressao logistica pode ser escrito da seguinte forma (MINUSSI;
DAMACENA; NESS JR, 2002):

P(Y=1)=——5 (1)

Onde,
g(.X') = BO + lel + -+ Bpo (2)
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Estimando-se os coeficientes a partir do conjunto pelo método da
verossimilhanga. Segundo Minussi; Damacena; Ness Jr (2002) considerando os
valores de B0, B1, ..., Bp e variando os valores de X, nota-se que a curva logistica tem
comportamento probabilistico no mesmo formato da letra S.

Neste método € assumido que as variaveis podem ser linearmente
separadas, tendo como objetivo fazer a melhor aproximagao para encontrar os pontos
de divisGes positivos e negativos e sucessivamente a curva ser tragada separando os
valores falsos e verdadeiros. Um exemplo de regressao logistica esta ilustrado na

Figura 9 demonstrada a seguir:

Figura 9 — Exemplo de Regressao Logistica

Logistic Regression Example

« Boundary
= False samples

« True samples

Fonte: Chauhan (2019)
3.4.5 Naive Bayes

Em termos simples, um classificador Naive Bayes assume que a presenca
ou abstencdo de uma determinada caracteristica ndo pode ser relacionada pela
presenca ou abstencado de outra caracteristica. Por exemplo, uma fruta pode ser
considerada uma maca caso esta seja vermelha e tenha em torno de 4 polegadas de
didmetro. Mesmo que essas caracteristicas sejam dependentes uma da outra, um
classificador Naive Bayes considera as propriedades que contribuem para a

probabilidade dessa fruta ser uma maga como sendo independentes (ROCHA, 2006).

3.4.6 Métricas de avaliagao

A avaliagao da assertividade de cada algoritmo € representada pela métrica

de avaliagao, refletindo esta a qualidade de um modelo selecionado e sua precisao.
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O entendimento do contexto em que os dados estédo contidos € de suma importancia
e necessidade na escolha de uma boa métrica para a avaliagao de modelos.

No vigente trabalho serao utilizados métricas como:

1. Classification Acuracy;

Precisao;
Recall,
Specificity;
F1 Score.

Na Classification Acuracy (CA) é indicado a razdo de quantas

oA W N

classificagbes o modelo obteve de maneira correta dentre todos os exemplos

analisados.

Resultados corretos
CA = (3)

Total de dados

A precisao € uma medida de quantas predi¢des positivas foram feitas

corretamente dividido pelo numero total de predi¢cdes positivas feitas.

Numero de predicdes positivas feitas corretamente (4)

Precisao = - — — ,
Numero total de predigdes positivas feitas

Recall € a medida de quantas classificacdes positivas foram feitas da

corretamente dividido pelo total de instancias positivas existentes no banco de dados.

Numero de predigdes positivas feitas corretamente (5)

Recall = - — — ,
Numero total de predicdes positivas existentes

7

No Specificity, € a medida de quantas predicdes negativas foram feita

corretamente.

Numero de predigdes negativas feitas corretamente (6)

Specificity =

Numero total de predi¢des negativas existentes

O F1 Score, € uma medi¢ao onde é realizada a combinacdo da precisao
com a Recall. Sendo uma harmonia dessas duas métricas e uma outra maneira de se

calcular uma média, sendo mais adequada em propor¢cdes do que uma média



37

aritmética tradicional. A ideia &€ proporcionar uma métrica que faga a abrangéncia dos

dois indices.

PrecisaoxRecall
e (7)

Flgeore = 2 %

Precisiao+Recall

Buscando facilitar a visualizagao dos resultados obtidos em cada algoritmo,
sera também utilizado a seguinte métrica:
e Para trocas desnecessarias realizadas por mecanicos (falso
positivo) os valores serdo multiplicados por 10.
e Para trocas necessarias ndo realizadas por mecanicos (falso
negativo) que podem acarretar em uma futura falha no sistema, os

valores serdao multiplicados por 500.

Os valores determinados como falso negativos, sdo valores que na
predicdo foram classificados como negativos e atualmente sao pertencentes a classe
positiva. Os valores definidos como falso positivo sao valores do banco de dados que
sdo pertencentes a classe positiva, porém na predigdo foram classificados como

negativo.
CustoTotal = 10 * fp + 500 x fn (8)

Segundo Solomon (2021) a meta do estudo, € minimizar o custo total,
podendo-se notar que a longo prazo os custos das trocas que seriam necessarias e

nao foram realizadas por mecanicos excedem em muito o custo 1.
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4 RESULTADOS E DISCUSSOES
4.1.1 Detalhamento dos dados utilizados no estudo de caso

O estudo de caso € composto por dados adquirido por sensores obtidos a
partir da leitura diaria na utilizacido de caminhdes Scania, tendo como foco minimizar
a substituicdo de componentes que nado se encontram no final de sua vida util e,
portanto, estdo desempenhando seu papel sem apresentar falha. A partir do
conhecimento dos componentes que ndo necessitam ser substituidos, busca-se n&o
somente reduzir o gasto em manutencdo com falsas predicbes como também
aumentar a seguranga dos condutores.

No banco de dados possuem duas classes de dados, sendo uma delas a
classe negativa que € a que possui falha de componentes ndo relacionadas ao
sistema pneumatico de caminhdes e a classe positiva que sucessivamente possui as
falhas relacionadas ao sistema pneumatico.

A realizacado do estudo de caso sera feita em cima de 60000 instancias,
possuindo 170 caracteristicas medidas para cada uma delas, conforme demonstrado

na tabela demonstrada na Figura 10.

Figura 10 — Instancias faltantes no banco de dados aplicado

] Dados - Orange

i | tlass aa_000 ab_000 ed_000 ch_000

50000 instances ' R .
170 features (8.3 % missing data) L neg 76698 ? 1209600

Target with 2 values >
Sl |2 neg 33058 : 1209600
2 neg 41040 7 1209600
neg 12 0 1209600
neg 60874 7 1209600
& neg 38312 ? 1209600
|7 neg 14 ] 1209600
Selection | 8 neg 102960 7 1209600
Select full rows ] neg 73696 7 1209600
10 |pos 153204 0 1209600
11 | neg 39196 ? 1209600
12 |neg 45912 7 1209600
13 |neg 2104 7 1209600
14 neg 118450 7 1209600
15 neg 24415 7 1209600

Variables
Show variable labels (if present)
[ Visualize numeric values

Color by instance dasses

R =TT =T = S R )

-

BRI =T = T = I =]

Fonte: Autoria Prépria (2022)

Das 60000 instancias, tem-se 59000 pertencendo a classe negativa e 1000
pertencente a classe positiva. Dos 10200000 dados numéricos aferidos nessas 60000

instancias, nota-se a inexisténcia de valores em 8,3% (846600 dados), os quais estao
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definidas no conjunto como “na”, devido possivelmente ter acontecido algum erro
durante a sua medigao. Devido a motivos de propriedade intelectual e de preservagao
da marca, os nomes de cada caracteristica e as unidades das mesmas nao estao
definidos.

A realizacdo do tratamento desses valores inexistentes foi efetuado de
duas formas. Primeiramente, em ambas as analises os dados em formato csv foram
convertidos para o formato de excel (xIsx) para que a partir disso, os dados definidos
como “na” fossem localizados e substituidos seguindo duas abordagens descritas a
seqguir:

Na primeira abordagem os valores definidos no banco de dados por “na”
foram substituidos por um valor em branco. Apds essa etapa foi realizado o input dos
dados no Orange conforme demonstrado na Figura 10, para essas instancias
inexistentes foi efetuado um pré-processamento atribuindo-se a média dos valores do
banco de dados, conforme demonstrado na Figura 11, onde nota-se que todos os
valores foram automaticamente preenchidos. Essa tratativa foi realizada buscando
evitar de que o programa néo fizesse a interpretacdo dos textos junto as instancias

numeéricas como uma categoria e sim como um dado numerico.

Figura 11 — Data Table treinamento

[ Treinamento - Qrange
Info dass 33000 ab_000 d_000 ch_00o
60000 instances (no missing data)
R i [1 neq 76600 0T 1200600 0
Target with 2 values 0 -
et 2 neg 41040 0.7 1209600 0
e 3 neg 12 ] 1209600 0
ArenEs s [neg 12 0 1209600 0
Shaw variable labels (if present)
O : I |5 neg 60874 0.7 1209600 0
ek )
Isualize numeric values 5 neg 608?4 DI?'I 1209600 D
Color by instance dasses |7 neg 38312 071 1208600 0
Selection 8 neg 14 0 1209600 0.00
Select full rows 3 neg 14 h] 1209600 0.00
I 10 neg 102960 0.1 1209600 0
11 pos 153204 0 1209600 0.00
|
12 pos 153204 ] 1208600 0.00
13 neqg 2104 0.7 1209600 0
14 neg 118950 0.7 1209600 0
l 15 neg 118950 0.7 1208600 0

Fonte: Autoria Prépria (2022)

A segunda abordagem utilizada, foi algo empirico e efetuada a partir da

sugestéo dos autores. Segundo, Schauhan (2019) diversas técnicas foram aplicadas
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no banco de dados, porém foi obtido um melhor resultado substituindo-se os valores
de “na” por -1.

A estratégia utilizada para a divisdo dos dados em treinamento e teste para
que houvesse uma maior credibilidade no estudo de caso foi o bootstrap conforme
demonstrado na Figura 12. Esse método consiste na reordenagcdo dos dados
existentes, fragmentando um dado aferido e simulando diversos outros dados a partir
deste, conforme ilustrado na Figura 13. Das 60000 instancias existente no banco de
dados o Bootstrap gerou 21966 instancias quando utilizado a média para serem
definidos os dados inexistente e para uma futura realizagdo de predigdo conforme
demonstrado na Figura 14. Com o treinamento utilizando -1 nos dados inexistentes, o

Bootstrap gerou 22066 conforme demonstrado na Figura 15.

Figura 12 — Separagéo dos dados em treinamento e teste utilizando Bootstrap

T Data Sampler ... ? P

sampling Type
() Fixed proportion of data:

' 100 %

() Fixed sample size h
Instances: |:| I
[ ] sample with replacement
() Cross validation

Mumber of subsets:
Unused subset: |:|

(@) Bootstrap

Options
[] replicable {deterministic) sampling
[ ] stratify sample {when possible)

| Sample Data |
2B |H-B-

Fonte: Autoria Prépria (2022)




Figura 13 — llustragado do processo de bootstraping
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Fonte: Joseph (2020)

Figura 14 — Dados de teste gerado a partir do Bootstrap utilizando a média nos dados nao

existentes
M Teste - Orange
s dass aa_000 ab_000 cd_000
21966 instances {no missing data)
= . EEm s o e
Taraget with 2 values _
o, 2 78686 07 1209600
3 neg 39196 o 1209600
Variables
e | 1 neg 45912 071 1200600
oW Variable S A e5en
el - R
T :
IsualiZe NUMEeric values & _ 31300 0 12
[~ color by instance dlasses 7 _ 2212 0 1209600
Selection 5 neg 14 07 1200600
Select full rows s g 157128 07 1200600
0 [ges 453238 0.71 1200600
1 fmeg 58246 071 1200600
2 g 46072 071 1200600
- : o e
14 lneg 30604 071 1200600
- » o oo

Fonte: Autoria Propria (2022)
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Figura 15 — Dados de teste gerado a partir do Bootstrap utilizando -1 nos dados nao existentes

7] Teste - Orange

Info

22065 instances (no missing data) ek angene kAt =
170 features 1 neg 33058 0.7 1209600
Lzrﬁ;ttg"gﬁtﬁbﬂ-':s 2 neg 79696 0.71 1200600
3 neg 39196 0.71 1209600

Variables

Show variable labels (if present) 2 Iy 2l a7l A
; i 5 neg 14 0 1209600
[ visualize numeric values 2 I 31300 0 1200600
Color by instance dasses 7 o 1212 0 1208600
Selection 3 neg 14 0.7 1209600
Select full rows g neg 157128 0.71 1209600
10 pos 453236 0.7 1209600
11 neg 58246 0.71 1209600
12 neg 46978 0.7 1209600
13 neg 4 0 1209600
14 neg 30694 0.71 1209600
15 neg 32 0 1209600

Fonte: Autoria Propria (2022)
4.2 Andlise e discussao

O conjunto de dados de treinamento demonstrado previamente na figura
11 sera submetido a trés métodos de aprendizagem, sendo eles: Naive Bayes,
Logistic Regression e Random Forest.

Os dados de teste demonstrados nas figuras 14 e 15, serdo processados
pela ferramenta “Previsdes” para futuramente compararmos a assertividade deste em
relacdo aos dados de treinamento que foram submetidos aos métodos de
aprendizagem.

A partir da utilizacdo dessa métrica busca-se estimar o algoritmo com maior
acuracia de acertos e que sucessivamente acarretara em um menor custo fazendo
predi¢des incorretas.

Nas figuras 16 e 17 demonstradas a seguir, temos a demonstracédo do
workflow contendo os trés algoritmos utilizados no Orange nas duas abordagens de
estudo. No algoritmo de Random Forest, foi definido aleatoriamente o valor de 200 e

500 arvores para a geragao dos resultados.
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Figura 16 — Workflow desenvolvido no Orange utilizando média nos dados nao existentes.
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Fonte: Autoria Prépria (2022)

Figura 17 — Workflow desenvolvido no Orange utilizando -1 nos dados néao existentes
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ApoOs a realizagdo de treinamentos e analises, o programa retornou os
seqguintes valores de Classification Accuracy (CA), F1 Score, Precisdo e Recall no
treinamento e nas predi¢gdes para cada algoritmo utilizado, demonstrados nas figuras
18, 19, 20 e 21, sendo possivel notar uma maior acuracia na utilizagao do algoritmo

de Random Forest com maior numero de arvores.

Figura 18 — Acuracia medida em cada algoritmo utilizado no treinamento utilizando a média
nos valores inexistentes

i Testand Score - Orange — m} *
(®) Cross validation Evaluation results for target | {(Mone, show average over dasses)
Number ofifolc: EAUSe Model AUC CA Fl Precision Recall
Sl RF-500 0993 0997 0397 0997 0997
() Cross validation by feature RF-200 0993 0997 0997 0.997 0.97
Selected ¥ Naive Bayes 0930 0.856 0.902  0.083 0856
(O Random sampling Logistic Regression  0.974 0.992 0.992 0,992  0.992
Repeat trainftest: |50
Training set size: |66 %
Stratified
O Leave one out
() Test on train data Compare models by: | Area under ROC curve ~ [ Negligible diff.:
O Teston testdata RF-500 RF-200 Naive Bayes Logistic Regressi...
RF-500 0.630 1.000 0.998
RF-200 0.370 1.000 0.998
MNaive Bayes 0.000 0.000 0.000
Logistic Regression 0.002 0.002 1.000
Table shows probabilities that the score for the model in the row is higher than that of the model in the column. Small numbers show the
probabiliny that the difference & negligible.
7 B | 360k|-|DOOO[- [ 60k|4x60000

Fonte: Autoria Prépria (2022).



Figura 19 — Acuracia medida em cada algoritmo utilizado no treinamento utilizando -1 nos

valores inexistentes
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i Testand Score - Orange - O *
(®) Cross validation Evaluation results for target |(None, show average over dasses)
VLSRRG i - Model AUC CA  Fl Precision Recall
SR RF-200 0996 0997 0997 0997 0997
() Cross validation by feature RF - 500 0,095 0.097 0.097 0,097 0.997
MNaive Bayes 0.931 0.856 0.900 0.984 0.856
(C) Random sampling Logistic Regression 0.965 0.980 0.939 0.985 0989
Repeat train/test: 50 v
Training set size: 66 % v
Stratified
O Leave one out >
(O Teston train data Compare models by: | Area under ROC curve | [] Negligible diff.: 0.1
O Teston testdata RF-200 RF - 500 Maive Bayes Logistic Regressi...
RF-200 0315 1.000 0.999
RF - 500 0.685 1.000 1.000
Maive Bayes 0.000 0.000 0.000
Logistic Regression 0.001 0.000 1.000
Table shows probabilities that the score for the model in the row is higher than that of the model in the cohsmn, Small numbers show the
probability that the difference & negligible,
2 B | 360k -|DOOD|- [ 60k|4x60000

Fonte: Autoria Propria (2022)

Figura 20 — Previsées e acuracia no conjunto de teste utilizando a média nos valores

inexistentes

= Predictions - Orange — O >

Show probabilities for [E.‘Iasses |r'| daia w : Show dassification errors I'Restore Original Drderl
Logistic Regression  error Maive Bayes errar RF-200

1 0.99: 0.01 — neqg 0005  1.00:000—.. 0000 | 1.00:0.00—..

2 1.00: 0.00 — neg 0.001 1000 1.00:000 ..

3 1.00:0.00 ~neg  0.001 0.000

4 __| 0.001 0.000

2 1.000: 0.0 — nen N.002 100+ 000 — M.000 1.00: 000 — ... :
Show perfomance scores Target dass: | (Average over dasses) w~ |

Model AUC  CA F1  Precision Recall

Logistic Regression 0,958 0991 0.991 0991 0.991

Maive Bayes 0937 0456 0902 0934 0.356

RF-200 0990 0994 0993 0994 0.994

RF-500 0991 0994 0993 0994 0.994

? B | 32k eerE B 22| 4x21966

Fonte: Autoria Propria (2022)
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Figura 21 - Previsdes e acuracia no conjunto de teste utilizando -1 nos valores inexistentes

& Previsdes - Orange

Show probabilities for |Classes in data

~ Show dlassification errors

= O x

|F'.esb3re Criginal Drderl

1.00: 0.00 — neg
1.00: 0.00 — neg
0.99:0.01 —neg
1.00: 0.00 — neg
1.00: 0.0 — nea

Logistic Regression

Error Maive Bayes error
0.001 | 0.00:1.00—.. | 1.000
0.002 | 1.00:0,00—.. | 0.000
0.006 | 1.00:0.00 —.. ' 0.000
0001 1.00:0.00—.. 0000
.00 T.00: 000 —... | 0.000

RF-200

1.00: 0.00 —~ ...
1.00: 0.00 — ...
1.00: 000 — ...
1.00: 0.00 — ..,
100 .00 — ...

Erro cla™

1
2
3
4
5
£
Show perfomance scores

Target dass: | (Average over dasses)

Model AUC
Logistic Regression 0,956
Maive Bayes 0.931
RF-200 0.989
RF - 500 0.988

CA
0.989
0.856
0.993
0.993

F1
0.989
0.908
0.993
0.993

Precision Recall

0.959
0.933
0.993
0.993

0.989
0.856
0.993
0.993

@] B | 32k BB 3 22.1k] 4%22066

Fonte: Autoria Propria (2022)

Conforme demonstrados nas figuras 20 e 21, podemos alcancgar resultados

bem satisfatorios na utilizagdo desses algoritmos independente do tratamento

utilizado nos dados inexistentes. O algoritmo que obteve uma maior quantidade de

acertos na predigdo dos dados foi o Random Forest tendo uma acuracia de 99,4%

com a utilizacdo de 500 arvores e 200 arvores, seguido da Regressao logistica com
98,9% e Naive Bayes com 85,6%.

Figura 22 — Demonstragao de resultados obtidos na predicdo em regresséo logistica utilizando
a média nos valores inexistentes

Logistic Regression
Maive Bayes
RF-200

RF-500

Fonte: Autoria
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O custo total na predigédo obtida, utilizando-se a média dos valores existentes

para o tratamento dos dados inexistentes a partir da regressao logistica, conforme
demonstrado na Figura 22 foi:

CustoTotalRLsiq = 52 * 10 + 136 * 500 = 68520 (9)

Figura 23 - Demonstragao de resultados obtidos na predicdo em regressao logistica utilizando
-1 nos valores inexistentes

Logistic Regression

Maive Bayes Predicted
RF-200
RF - 500 neg pos ¥
neg 21558 1200 21678
™
£ pos 130 258 388
<L
3 21688 378 22066

Fonte: Autoria Propria (2022)

O custo total na predicado obtida, definindo como -1 no tratamento dos dados
inexistentes a partir da regressao logistica, conforme demonstrado na Figura 23 foi:

CustoTotalRL_; = 120 * 10 4+ 130 * 500 = 66200 (10)

Figura 24 — Demonstragao predicdo Naive Bayes utilizando a média nos valores inexistentes
Logistic Regression

Maive Bayes redictec

RF-200

RF-500

neg pos X
neg 18452 3148 21600

26 340 366

Actual
E

z 18478 3488 21966

Fonte: Autoria Prépria (2022)

O custo total na predicao obtida a partir de Naive Bayes utilizando-se a média

dos valores existentes para o tratamento dos dados inexistentes, conforme
demonstrado na Figura 24 foi:



CustoTotalNBpegia = 3148 * 10 + 26 * 500 = 44480 (11)

Logistic Regression
Maive Bayes
RF-200

RF - 500

Figura 25 — Demonstrac¢ao predi¢cao Naive Bayes utilizando -1 nos valores inexistentes

neq
neg 185335
3
£ 31
<< =
b 18566

Predicted
s 3
3143 21678
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3500 22066

Fonte: Autoria Prépria (2022)
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O custo total na predicédo obtida, definindo como -1 no tratamento dos dados

inexistentes a partir de Naive Bayes, conforme demonstrado na Figura 25 foi:

CustoTotalNB_; = 3143 * 10 + 31 * 500 = 46930 (12)

Figura 26 — Demonstragao predicido Random Forest com 200 arvores utilizando a média nos
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Maive Bayes
RF-200

RF-500

valores inexistentes

Fonte:

negq
neg 21580
3
a 115
< 2
¥ 21695

Autoria Propria (2022)

Predicted
pos

20

251

271

]

21600
366

21966
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O custo total na predigao obtida a partir de Random Forest com 200 arvores,

utilizando-se a média dos valores existentes para o tratamento dos dados inexistentes,
conforme demonstrado na Figura 26 foi:

CustoTotalRF g, ... = 20+ 10+ 115 %« 500 = 57700 (13)

Figura 27 — Demonstrac¢ao predicdo Random Forest com 200 arvores utilizando -1 nos valores
inexistentes

Logistic Regression
Maive Bayes Predicted
RF-200
RF - 500 neg pos 2
neg 21650 28 21678
3 -
£ 118 270 388
= BT
b 21768 298 22066

Fonte: Autoria Propria (2022)

O custo total na predicado obtida, definindo como -1 no tratamento dos dados

inexistentes a partir de Random Forest com 200 arvores, conforme demonstrado na
Figura 27 foi:

CustoTotalRFo,_, = 28 10 + 118 * 500 = 59280 (14)

Figura 28 — Demonstrac¢ao predicdo Random Forest com 500 arvores utilizando a média nos
valores inexistentes

Logistic Regression
Maive Bayes Predicted
RF-200
RF-500 neq pos 2
neg 21578 22 21600
3
= 112 254 366
< g
z 21690 276 21966

Fonte: Autoria Prépria (2022)
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O custo total na predigao obtida a partir de Random Forest com 500 arvores,
utilizando-se a média dos valores existentes para o tratamento dos dados inexistentes,
conforme demonstrado na Figura 28 foi:

CustoTotalRFsg, ... = 22 %10+ 112« 500 = 56220 (15)

Figura 29 — Demonstragao predicdo Random Forest com 500 arvores utilizando -1 nos valores
inexistentes

Legistic Regression

Maive Bayes Predicted
| RF-200
RF - 500 neg pos 2
neg 21648 30 21678
3
H 115 273 388
=< i
b3 21763 303 22066

Fonte: Autoria Prépria (2022)

O custo total na predicédo obtida, definindo como -1 no tratamento dos dados
inexistentes a partir de Random Forest com 500 arvores, conforme demonstrado na
Figura 29 foi:

CustoTotalRF5o,_, = 30 * 10 + 115 * 500 = 57800 (16)

Apesar da obtencgéo de resultados superiores nos algoritmos de Random
Forest e Regresséo logistica em métricas como Classification Acuracy, F1 Score,
Precisdo e Recall, o algoritmo de Naive Bayes obteve uma maior exatiddo na
identificacao das instancias positivas dos dados, tendo esta classe um peso maior na
definicdo da métrica de custos, sendo esta uma métrica na qual se buscava a

obtenc¢ao do menor valor possivel.

Notou-se também que os resultados gerados a partir do tratamento

estabelecendo uma média nos dados ao invés da definicdo de todos os valores
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inexistentes como -1, possuiu uma maior acuracia no treinamento e na previsdo dos
dados.

Dessa forma, concluimos que apesar de o algoritmo de Random Forest e
Regresséao logistica apresentarem uma maior acuracia de acertos, para o foco do
estudo que era a reducao de custos a partir da predigdo antecipada de falhas em
sistemas pneumaticos, os valores obtidos no algoritmo de Naive Bayes foram

superiores conforme demonstrado na Figura 30.

Figura 30 - Custos obtidos na predigao utilizando cada um dos algoritmos

Algoritmo Custos Obtidos
Media -1
Regressao Logistica 68520 66200
Naive Bayes 44500 46930
Random Forest (200) 57700 59280
Random Forest (500) 56220 57800

Fonte: Autoria Prépria (2022)

Nota-se também a partir da Figura 30, que com excegao do algoritmo de
Regressao Logistica, obteve-se melhores resultados na predi¢gdo dos custos utilizando
a média nos valores inexistentes no banco de dados.

Os valores de custos mais elevados quando aplicados aos algoritmos com
maior Classification Acuracy, F1 Score, Precisdo e Recall, podem ser compreendidos

com uma maior facilidade a partir da utilizagdo da métrica de Specificity.

Specificityyg = % =92,898% (17)

Specificityg, = —> = 62,84% (18)

Specificityrrao = = = 68,579% (19)

SpeCifiCityRFSOO = % = 69,398% (20)
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5 CONCLUSAO

Com a constante evolugédo da tecnologia e a possibilidade da leitura de
bancos de dados cada vez maiores, a predigao de falhas em caminhdes e maquinas
em geral, € essencial para o aumento da vida util dos componentes e a reducao de
gastos indevidos.

Devido a se tratar de um banco de dados real e acuracia medida ser acima
de 70% em todos os algoritmos estudados, € demonstrado nesse estudo a viabilidade
na prevencgao de falhas em caminhdes. Os quais podem resultar em uma diminuigao
no numero de acidentes e sucessivamente a seguranga dos condutores nas vias
publicas aumentar.

O aplicativo Orange Data Mining possibilita a realizagdo de diversos temas
de estudos tendo como vantagem n&o necessitar ter conhecimento prévio em
programacgao, devido a se tratar a um aplicativo 100% visual.

Para futuros estudos, existe a possibilidade do desenvolvimento de
equipamentos para aferir os dados em caminhdes em tempo real, podendo ser
evitados nao s6 problemas relacionados ao sistema pneumatico como também aos

que nao estao relacionados a esse sistema.
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Presidéncia da Republica
Casa Civil
Subchefia para Assuntos Juridicos

LEI N° 9.610, DE 19 DE FEVEREIRO DE 1998".

Altera, atualiza e consolida a legislagéo sobre direitos autorais e da
outras providéncias.

O PRESIDENTE DA REPUBLICA Fago saber que o Congresso Nacional decreta e eu sanciono a seguinte Lei:
Titulo | - Disposi¢des Preliminares

Art. 1° Esta Lei regula os direitos autorais, entendendo-se sob esta denominagéo os direitos de autor e os que lhes sado
CONexos.

Art. 2° Os estrangeiros domiciliados no exterior gozaréo da protegéo assegurada nos acordos, convengdes e tratados em
vigor no Brasil.

Paragrafo unico. Aplica-se o disposto nesta Lei aos nacionais ou pessoas domiciliadas em pais que assegure aos brasileiros
ou pessoas domiciliadas no Brasil a reciprocidade na prote¢do aos direitos autorais ou equivalentes.

Art. 3° Os direitos autorais reputam-se, para os efeitos legais, bens moveis.

Art. 4° Interpretam-se restritivamente os negdcios juridicos sobre os direitos autorais.

Art. 5° Para os efeitos desta Lei, considera-se:

| - publicagao - o oferecimento de obra literaria, artistica ou cientifica ao conhecimento do publico, com o consentimento do
autor, ou de qualquer outro titular de direito de autor, por qualquer forma ou processo;

Il - transmissao ou emisséo - a difusdo de sons ou de sons e imagens, por meio de ondas radioelétricas; sinais de satélite;
fio, cabo ou outro condutor; meios éticos ou qualquer outro processo eletromagnético;

Il - retransmisséo - a emissao simultanea da transmissédo de uma empresa por outra;

IV - distribuicdo - a colocagéo a disposicdo do publico do original ou copia de obras literarias, artisticas ou cientificas,
interpretagdes ou execugdes fixadas e fonogramas, mediante a venda, locagdo ou qualquer outra forma de transferéncia de
propriedade ou posse;

V - comunicagédo ao publico - ato mediante o qual a obra é colocada ao alcance do publico, por qualquer meio ou
procedimento e que ndo consista na distribuicdo de exemplares;

VI - reprodugéo - a cépia de um ou varios exemplares de uma obra literaria, artistica ou cientifica ou de um fonograma, de
qualquer forma tangivel, incluindo qualquer armazenamento permanente ou temporario por meios eletrénicos ou qualquer outro
meio de fixagdo que venha a ser desenvolvido;

VII - contrafagéo - a reprodugao nao autorizada;

VIII - obra:

a) em co-autoria - quando é criada em comum, por dois ou mais autores;

b) anénima - quando nao se indica o nome do autor, por sua vontade ou por ser desconhecido;

c) pseuddnima - quando o autor se oculta sob nome suposto;

d) inédita - a que nao haja sido objeto de publicagao;

e) postuma - a que se publique apos a morte do autor;

f) originaria - a criagdo primigena;

g) derivada - a que, constituindo criagao intelectual nova, resulta da transformagao de obra originaria;

h) coletiva - a criada por iniciativa, organizagéo e responsabilidade de uma pessoa fisica ou juridica, que a publica sob seu
nome ou marca e que é constituida pela participagdo de diferentes autores, cujas contribuicdes se fundem numa criagdo
autébnoma;

i) audiovisual - a que resulta da fixagdo de imagens com ou sem som, que tenha a finalidade de criar, por meio de sua
reprodugéo, a impressao de movimento, independentemente dos processos de sua captagcdo, do suporte usado inicial ou
posteriormente para fixa-lo, bem como dos meios utilizados para sua veiculagao;

IX - fonograma - toda fixagdo de sons de uma execugéo ou interpretacao ou de outros sons, ou de uma representacédo de
sons que ndo seja uma fixagéo incluida em uma obra audiovisual;

X - editor - a pessoa fisica ou juridica a qual se atribui o direito exclusivo de reprodugéo da obra e o dever de divulga-la, nos
limites previstos no contrato de edicao;

XI - produtor - a pessoa fisica ou juridica que toma a iniciativa e tem a responsabilidade econémica da primeira fixagdo do
fonograma ou da obra audiovisual, qualquer que seja a natureza do suporte utilizado;

XII - radiodifus&o - a transmiss&o sem fio, inclusive por satélites, de sons ou imagens e sons ou das representagdes desses,
para recepgao ao publico e a transmissdo de sinais codificados, quando os meios de decodificagdo sejam oferecidos ao publico
pelo organismo de radiodifusdo ou com seu consentimento;

XIlI - artistas intérpretes ou executantes - todos os atores, cantores, musicos, bailarinos ou outras pessoas que representem
um papel, cantem, recitem, declamem, interpretem ou executem em qualquer forma obras literarias ou artisticas ou expressdes
do folclore.

Art. 6° Nao serdo de dominio da Unido, dos Estados, do Distrito Federal ou dos Municipios as obras por eles simplesmente
subvencionadas.

" Disponivel em: http://www.planalto.gov.br/ccivil_03/leis/I9610.htm.
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