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RESUMO

O presente trabalho apresenta a aplicação de Redes Neurais Artificiais (RNAs) para a
predição da fração molar de topo em sistemas binários de etanol-água, operando em
colunas de destilação fracionada. Através de simulações rigorosas no software Aspen
Plus®, foi estruturado um banco de dados abrangente contemplando variações térmicas,
razões de refluxo e configurações de estágios. A arquitetura de Redes Perceptron Mul-
ticamadas (MLP) foi otimizada via framework Optuna para o ajuste de hiperparâmetros,
garantindo convergência estatística com coeficiente de determinação (𝑅2) de 0,998 e
erro quadrático médio na ordem de 10−5. Os resultados evidenciaram a superioridade
das RNAs em capturar as não linearidades do processo face aos modelos clássicos
de Fenske-Underwood-Gilliland (FUG) e regressão linear. Adicionalmente, o modelo
demonstrou elevada robustez e resiliência sob condições de ruído instrumental de
até 5%. Conclui-se que o desenvolvimento deste soft-sensor oferece uma alternativa
computacionalmente eficiente e de alta fidelidade para o monitoramento e otimização
de processos na indústria química.

Palavras-chave: Redes Neurais Artificiais; Coluna de Destilação; Aspen Plus.



ABSTRACT

This study explores the application of Artificial Neural Networks (ANNs) for predicting the
top molar fraction in ethanol-water binary systems within fractional distillation columns.
Utilizing data generated through rigorous Aspen Plus® simulations, a comprehensive
database was developed, incorporating variations in temperature, reflux ratios, and stage
configurations. A Multilayer Perceptron (MLP) architecture was optimized using the Op-
tuna framework for hyperparameter tuning, achieving high statistical convergence with a
coefficient of determination (𝑅2) of 0.998 and mean squared error in the order of 10−5.
The findings demonstrate the superior ability of ANNs to capture process non-linearities
compared to classical methods, such as the Fenske-Underwood-Gilliland (FUG) cor-
relation and linear regression. Furthermore, the model exhibited high robustness and
resilience under instrumental noise levels of up to 5%. The study concludes that the
development of this soft-sensor provides a computationally efficient and high-fidelity
alternative for real-time monitoring and process optimization in the chemical industry.

Keywords: Artificial Neural Networks; Distillation Column; Aspen Plus.
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1 INTRODUÇÃO

A sinapse nervosa pode ser definida como o mecanismo de comunicação entre

os neurônios biológicos do cérebro humano, estabelecendo uma conexão neuroló-

gica capaz de conceber a funcionalidade do corpo humano como um todo, podendo

processar um número elevadíssimo de informações em poucos segundos.

Tais sinapses podem ser classificadas como sinapses químicas ou elétricas:

sinapses químicas utilizam neurotransmissores para transmitir sinais, com modulação e

plasticidade, enquanto sinapses elétricas dependem da passagem direta de íons entre

neurônios por meio de junções comunicantes, proporcionando uma conexão rápida,

porém inflexível.

Estima-se que o cérebro humano seja capaz de realizar trilhões de sinapses

simultâneas, através de seus 86 bilhões de neurônios, o que confere uma notável

capacidade de aprendizado e processamento simultâneo de informações importantes.

Portanto, partindo do conceito biológico de neurônio, as Redes Neurais Arti-

ficiais (RNAs) são sistemas matemáticos computacionais projetados para emular o

comportamento de redes neurais biológicas em uma quantidade inferior ao cérebro

humano.

As RNAs consistem em unidades interconectadas, com capacidade de aprendi-

zado de padrões e de realizar tarefas complexas, tudo isso por meio de exemplos, sem

a necessidade de programação explícita.

Através de modelos matemáticos especialmente elaborados para situações

específicas, as RNAs oferecem uma ótima oportunidade de otimização de simulações

num geral, tendo a capacidade de prever, interpolar e extrapolar valores coerentes com

a realidade da necessidade, através de treinamentos constantes com exemplos da

situação real.

No campo da Engenharia Química, as RNAs mostram-se promissoras, princi-

palmente no que se deve à economia de recursos, um dos principais pilares de qualquer

engenharia. Tratando-se de sistemas não-lineares, de alta complexidade, as RNAs

oferecem a oportunidade de observação e reconhecimento de fenômenos químicos e

físicos, sem a necessidade de conhecimento de toda teoria matemática por trás destes

modelos, através do processamento de grandes bancos de dados e identificação de

relações sutis entre padrões de comportamento da matéria.
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Em situações de necessidade de simulação de uma operação unitária complexa

e delicada como colunas de destilação fracionada, forma-se um empecilho devido a

quantidade de variáveis dependentes dentro desse sistema, gerando custos diversos

sempre quando há necessidade de manutenção e aprimoramento do processo.

O controle de colunas de destilação é sempre um fator extremamente im-

portante numa indústria, pois acidentes, erros de processos, e até desestabilização

do equipamento podem prejudicar demasiadamente a operação e ter causalidades

humanas.

Em meio a atividade das colunas são postos diversos sensores utilizados para

monitorar o funcionamento correto do equipamento. Baseando-se nisso, de acordo com

Kadlec (2008), em vez de depender apenas do operador para manusear o equipamento,

atualmente é preciso que se armazene os dados coletados pelos sensores num software

que constrói modelos preditivos desses dados. Esses modelos preditivos são chamados

de soft-sensors (Software + Sensores).

A fim de evitar erros humanos, diminuir o tempo necessário para o algoritmo

computacional enviar uma resposta palpável sobre os dados de estado de matéria

para funcionalidade do processo e economizar recursos de suma importância para o

bem estar econômico da indústria, encontra-se a oportunidade de aplicação de RNAs

treinadas a partir dos valores obtidos em simulações e processos anteriores, de maneira

com que o aprendizado da ferramenta seja voltado exclusivamente para obtenção de

dados coerentes com a realidade do problema, solucionando-o de forma efetiva e

econômica em diversos fatores.

Este trabalho, portanto, orientar-se-á no objetivo de aplicação de uma rede

neural capaz de estimar dados de suma importância dentro de um processo de reator

de coluna de destilação fracionada, a fim de implemento de melhoria geral na qualidade

de funcionamento deste processo como um todo.

1.1 Objetivos

1.1.1 Objetivo geral

Aplicar Redes Neurais Artificiais computacionais a processos de simulação de

colunas de destilação.
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1.1.2 Objetivos específicos

• Simular processos de destilação por reator de coluna de destilação através

do software Aspen Plus®;

• Coletar dados científicos de compostos suscetíveis ao processo de destilação

por reator de coluna de destilação, assim como observar seu comportamento

físico durante o processo, através de simulações;

• Elaborar uma Rede Neural Artificial em um algoritmo computacional na lin-

guagem Python capaz de interpolar, extrapolar, prever e adaptar valores de

propriedades físicas do composto a fim de otimizar um processo real de

coluna de destilação;

• Validar e discutir a eficácia da Rede Neural Artificial desenvolvida;

1.2 Justificativa

Simulações computacionais de Operações Unitárias podem ser um processo

demorado, principalmente quando há necessidade de análise de grandes volumes de

variáveis dependentes.

A aplicação de Redes Neurais Artificiais computacionais oferece uma oportuni-

dade de otimizar esse processo, utilizando princípios de funcionamento de neurônios

biológicos, a fim de obter valores coerentes, palpáveis e úteis em processos de coluna

de destilação, sem desperdício de recursos valiosos, como o tempo e custo de operação

e obtenção de dados.
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2 REFERENCIAL TEÓRICO

2.1 Conceitos fundamentais

2.1.1 Destilação

A destilação é uma operação unitária fundamental na indústria química sendo

utilizada para separar misturas líquidas com base nas diferenças de volatilidade. O

princípio da destilação está no equilíbrio líquido-vapor (ELV), no qual uma mistura

líquida, ao ser aquecida, gera uma fase vapor rica dos componentes mais voláteis

(Geankoplis, 2003).

A volatilidade relativa (𝛼) de um sistema binário A e B é a representação

numérica da diferença de volatilidade, a qual podemos expressar da seguinte forma na

equação 1 (Geankoplis, 2003):

𝛼𝐴𝐵 = 𝑦𝐴/𝑥𝐴
𝑦𝐵/𝑥𝐵

= 𝑦𝐴/𝑥𝐴
(1 − 𝑦𝐴)/(1 − 𝑥𝐴) =

𝑝∘
𝐴

𝑝∘
𝐵

(1)

Existem dois tipos de destilação de acordo com o tipo de mistura: sólido-líquido,

em que se utiliza a destilação simples, e líquido-líquido, em que se utiliza a destilação

fracionada. Dentre os métodos de separação, têm-se a destilação diferencial, destilação

em flash e o estudo deste trabalho é a destilação com retificação (colunas de destilação).

2.1.2 Colunas de destilação

Colunas de destilação são amplamente empregadas em vários processos

da engenharia química, como na indústria petroquímica, farmacêutica, alimentícia,

biotecnologia e produção de energia. A partir da diferença de volatilidade dos compostos

presentes na mistura de entrada (F), é possível separá-la em diferentes produtos de

topo (D), fundo (B), ou em seus distintos pratos (Kister, 1990).

Colunas de destilação possuem diversos parâmetros a serem considerados

durante os cálculos, principalmente as vazões de entrada e saída, volatilidade, refluxo,

números de pratos (𝑁 ou individualmente representado pela letra minúscula 𝑛), tempe-

ratura, entre outros. A partir da Figura 1, seguem os cálculos de transferência de massa
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considerando frações molares para se modelar uma coluna de destilação segundo

Geankoplis (2003), na equação 2:

Figura 1 — Coluna de destilação binária

Fonte: Adaptado de Geankoplis (2003)

𝐹 ⋅ 𝑥𝐹 = 𝐵 ⋅ 𝑥𝐵 + 𝐷 ⋅ 𝑥𝐷 (2)

A partir da Figura 1 também é possível obter as equações 3 e 4 de vazões

considerando as frações molares para o condensador e a caldeira respectivamente,

visualizadas na Figura 2:

Figura 2 — Transferência de massa da linha de retificação

Fonte: Adaptado de Geankoplis (2003)

𝑉𝑎 ⋅ 𝑦𝑎 = 𝐷 ⋅ 𝑦𝐷 + 𝐿𝑎 ⋅ 𝑥𝑎 (3)
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𝐿𝑏 ⋅ 𝑥𝑏 = 𝐵 ⋅ 𝑥𝐵 + 𝑉𝑏 ⋅ 𝑦𝑏 (4)

A partir da Figura 2 é possível obter a seguinte equação 5, considerando as

frações molares:

𝑉𝑛+1𝑦𝑛+1 + 𝐿𝑎𝑥𝑎 = 𝑉𝑎𝑦𝑎 + 𝐿𝑛𝑥𝑛 (5)

Das equações anteriores, sem considerar as frações molares, e aplicando na

equação 4, obtém-se a equação 6:

𝑦𝑛+1 = 𝐷 ⋅ 𝑥𝐷
𝐷 + 𝐿𝑛

+ 𝐿𝑛𝑥𝑛
𝐷 + 𝐿𝑛

(6)

Para simplificação dos cálculos, considera-se que, pelo método de McCabe-

Thiele, 𝑉 e 𝐿 são constantes na retificação e dessorção, além de que a razão de refluxo

(𝑅𝐷), pela equação 7, é:

𝑅𝐷 = 𝐿𝑎
𝐷 (7)

Dividindo a equação 5 por 𝐷 utilizando a equação 6 temos que a equação 8 da

linha de operação de retificação (LOR) é:

𝑦𝑛+1 = 𝑥𝐷
𝑅𝐷 + 1 + 𝑅𝐷 ⋅ 𝑥𝑛

𝑅𝐷 + 1 (8)

A partir desta equação é possível realizar os cálculos utilizando o método de

McCabe-Thiele para colunas de destilação binária.

Considerando a alimentação puramente líquida, temos que a linha de alimenta-

ção do gráfico de ELV é vertical. Desta forma é possível ver a representação da curva

de equilíbrio da equação 9 na Figura 3:

𝑦 = 𝛼 ⋅ 𝑥
𝑥 ⋅ (𝛼 − 1) + 1 (9)



17

Figura 3 — Curva de equilíbrio de uma coluna de destilação binária

Fonte: Autoria própria (2026)

2.1.3 Redes neurais artificiais (RNA)

Fundamentalmente, as Redes Neurais Artificiais (RNAs) constituem modelos

matemáticos em computador criados para replicar a lógica de processamento de infor-

mações como nos sistemas biológicos. Esses sistemas desenvolvem a aptidão para

executar tarefas e identificar padrões complexos através da exposição a conjuntos de

dados, emulando a comunicação entre as sinapses do cérebro (Pádua Braga; Leon

F. de Carvalho; Ludermir, 2007).

A arquitetura destes sistemas é organizada em camadas de unidades de pro-

cessamento interconectadas (neurônios). A transmissão de informação entre estes

neurônios é governada por parâmetros numéricos conhecidos como pesos. É o aperfei-

çoamento destes pesos durante a fase de treinamento que permite à rede minimizar

erros e refinar sua capacidade preditiva (Zhao; Lu, 2021).

A estrutura básica de uma RNA é segmentada em três tipos de camadas:

• Camada de Entrada (Input layer): Recebe os dados de entrada do sistema,

como variáveis de processo ou de sensores.

• Camadas Ocultas (Hidden layers): Responsáveis pela carga computacional

principal, onde ocorrem a extração de características e as transformações
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não lineares. A profundidade e a largura dessas camadas determinam a

capacidade da rede em modelar sistemas de alta complexidade.

• Camada de Saída (Output layer): Etapa final onde a informação processada

é convertida em um resultado, seja ele um valor contínuo (predição), uma

categoria ou um sinal de controle.

É possível visualizar a arquitetura destes sistemas ilustrado na Figura 4 de

Khan (2020).

Figura 4 — Estrutura básica de uma RNA

Fonte: Khan (2020)

O mecanismo de aprendizado está intrinsecamente ligado à otimização dos

pesos sinápticos. Ao processar um dataset com entradas e saídas conhecidas, a

rede recalibra iterativamente seus parâmetros para reduzir a discrepância entre o valor

calculado e o valor real (Biyanto et al., 2010). Essa calibração é frequentemente realizada

por algoritmos como o backpropagation, que calcula o gradiente do erro e propaga as

correções necessárias de volta através das camadas (Zhao; Lu, 2021).

Os paradigmas de aprendizado das RNAs podem ser categorizados da seguinte

forma:

• Aprendizado Supervisionado (Amazon Web Services, 2025a): Baseia-se

em dados rotulados, onde um ”supervisor”externo fornece as respostas cor-

retas, guiando o ajuste de pesos para minimizar a função de perda.

• Aprendizado Não-supervisionado (Amazon Web Services, 2025b): Opera

sem a presença de alvos rotulados. O algoritmo identifica de forma inde-

pendente estruturas subjacentes, agrupamentos ou padrões estatísticos na

distribuição dos dados.
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• Aprendizado por Reforço (Amazon Web Services, 2025c): Fundamenta-se

em um sistema de penalidades e recompensas. O agente aprende a tomar

decisões maximizando um sinal de recompensa acumulada com base em

suas ações dentro de um ambiente.

• Aprendizado por Competição (Pádua Braga; Leon F. de Carvalho; Ludermir,

2007): Caracteriza-se pela disputa entre neurônios para responder a um

estímulo de entrada, resultando em uma especialização das unidades e

auto-organização da rede.

2.1.4 Método de Fenske-Underwood-Gilliland (FUG)

O método FUG é uma abordagem clássica para projetos iniciais e análises

de colunas de destilação multicomponentes. É possível estimar parâmetros operaci-

onais sem a necessidade de cálculos rigorosos prato a prato, baseando-se nos três

pesquisadores que referencia:

• Equações de Underwood (Underwood, 1948): as equações de Underwood

são utilizadas para calcular a razão de refluxo mínima (𝑅𝑚𝑖𝑛). Este parâmetro

define o limite inferior de operação da coluna, logo, abaixo dele a separa-

ção desejada é impossível, independente do número de estágios utilizados.

O cálculo envolve a determinação de uma raiz denominada constante de

Underwood (𝜃), que depende da condição térmica da alimentação (𝑞) e da

composição da carga.

As equações de Underwood 10 e 11 para encontrar 𝜃 e em seguida para

encontrar o 𝑅𝑚𝑖𝑛 estão abaixo:
𝑛

∑
𝑖=1

𝛼𝑖 ⋅ 𝑧𝑖,𝐹
𝛼𝑖 − 𝜃 = 1 − 𝑞 (10)

𝑅𝑚𝑖𝑛 + 1 =
𝑛

∑
𝑖=1

𝛼𝑖 ⋅ 𝑥𝑖,𝐷
𝛼𝑖 − 𝜃 (11)

• Equação de Fenske (Fenske, 1932): é aplicada para determinar o número

mínimo de pratos teóricos (𝑁𝑚𝑖𝑛) necessários para uma separação específica

operando sob a condição de refluxo total. A aplicação desta equação presume

que as volatilidades relativas dos componentes sejam constantes ao longo

de toda a coluna. A equação 12 de Fenske utilizada para os cálculos está
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abaixo:

𝑁𝑚𝑖𝑛 =
ln[( 𝑥𝐷

1−𝑥𝐷
) ⋅ (1−𝑥𝐵

𝑥𝐵
)]

ln(𝛼𝑚𝑒𝑑) (12)

• Equações de Gilliland (Gilliland, 1940): conhecidos o número de estágios

mínimos e a razão de refluxo mínima, aplica-se a correlação de Gilliland para

estimar o número total de estágios teóricos (𝑁) para uma razão de refluxo

operacional (𝑅𝑜𝑝).

A partir da Figura 5 utilizada para dar suporte aos cálculos, seguem as equações

13 e 14 de Gilliland extraídas da mesma:

Figura 5 — Correlação empírica de Gilliland

Fonte: Azevedo e Alves (2013)

𝑌 = 𝑁𝑐𝑎𝑙𝑐 − 𝑁𝑚𝑖𝑛
𝑁𝑐𝑎𝑙𝑐 + 1 (13)

𝑋 = 𝑅 − 𝑅𝑚𝑖𝑛
𝑅 + 1 (14)

Embora essas simplificações permitam uma análise rápida, elas podem divergir

do comportamento rigoroso em sistemas de alta não linearidade. Por essa razão, utiliza-

se o método FUG como um benchmark de análise para validar a capacidade da RNA

em capturar o sistema complexo simulado no Aspen Plus®.
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2.2 Processamento Neural

A modelagem de sistemas de destilação apresenta desafios significativos devido

à alta interdependência das variáveis envolvidas, o que muitas vezes limita a eficácia

de modelagens tradicionais. Em vista disso, as RNAs se apresentam como ferramentas

capazes de assimilar correlações complexas a partir de históricos de dados. O uso

dessas ferramentas permite não apenas simular o comportamento do processo, mas

também prever variáveis de estado, na otimização de condições operacionais e no

controle efetivo da unidade.

Dada a variedade de algoritmos de aprendizado, a seleção da arquitetura ideal

deve alinhar-se às particularidades da coluna de destilação e aos objetivos do projeto.

O modelo destacado neste estudo é:

Redes Perceptron Multicamadas (MLPs): As MLPs possuem a competên-

cia de aprender não linearidades severas, característica intrínseca aos processos de

destilação (Kadlec, 2008).

A aplicação das RNAs à simulação de colunas de destilação envolve a de-

finição de um modelo em computador, ou de dados empíricos que representem o

comportamento do processo. Esse modelo pode ser utilizado para:

• Predição de Variáveis: Treinamento da rede para estimar condições de

operação (como temperatura, pressão e composição) em diversos estágios

da coluna, utilizando dados históricos ou gerados por simuladores dedicados

(Kadlec, 2008).

• Otimização Operacional: Determinação de pontos ótimos de operação vi-

sando a maximização da eficiência de separação e a redução de custos

(Baughman; Liu, 1995).

• Controle: Integração da rede neural em malhas de controle para ajustes

dinâmicos, assegurando a estabilidade operacional e a especificação do

produto final (Kadlec, 2008).

A definição da arquitetura da rede e da metodologia de implementação está

intrinsecamente ligada às características do sistema e aos objetivos apresentados. A

implementação bem-sucedida de RNAs em colunas de destilação exige a observância

de três pilares fundamentais:

• Dados Coerentes: A eficácia do modelo é diretamente proporcional à quali-
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dade dos dados de treino. É importante que o dataset reflita com fidelidade

as condições operacionais da coluna, minimizando a presença de erros ou

ruídos instrumentais que possam enviesar o aprendizado (Baughman; Liu,

1995).

• Definição da Estrutura e do Algoritmo: A seleção da estrutura da rede (in-

cluindo a profundidade de camadas ocultas e funções de ativação) determina

a robustez do modelo na representação do processo. Durante o treinamento,

o foco recai sobre o ajuste fino dos pesos, buscando a convergência entre os

valores estimados pela rede e as variáveis reais do processo (Kadlec, 2008).

• Métricas de Validação e Generalização: Para assegurar que a rede não

apenas memorize os dados, mas seja capaz de operar em cenários inéditos, é

fundamental validar o modelo com um conjunto de dados independentes. Indi-

cadores estatísticos, como o Erro Quadrático Médio (MSE), são empregados

para quantificar a acurácia das previsões geradas (Haykin, 2009).

Em suma, embora a implementação de redes neurais seja uma estratégia

promissora para a otimização de processos de separação, sua eficácia depende de um

planejamento rigoroso e de uma avaliação crítica dos parâmetros de saída.

2.2.1 Redes Perceptron Multicamadas (MLPs)

A relevância das MLPs na engenharia reside, primordialmente, na sua aptidão

como aproximadores universais de funções. Essa característica as torna ferramentas

valiosas para representar sistemas dinâmicos e não lineares, como é o caso das

operações de destilação, onde a modelagem do sistema pode ser computacionalmente

custosa (Silva; Spatti; Flauzino, 2010).

De acordo com a literatura (Pádua Braga; Leon F. de Carvalho; Ludermir, 2007;

Silva; Spatti; Flauzino, 2010), a topologia deste algoritmo é apresentada da seguinte

maneira:

• Estrutura em Camadas: Distingue-se pela existência de camadas de pro-

cessamento ocultas posicionadas entre as camadas de entrada e saída.

• Processamento Nodal: Cada camada é constituída por unidades de proces-

samento (neurônios) que executam operações matemáticas por pesos.
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• Aprendizado Não-Linear: É justamente a inserção dessas camadas ocultas

que habilita a rede a aprender correlações não lineares complexas. No con-

texto de colunas de destilação, isso é fundamental para simular o equilíbrio

líquido-vapor e otimizar o sistema.

• Definição da Arquitetura: A precisão da aproximação funcional depende dire-

tamente da configuração da estrutura de rede, especificamente da quantidade

de camadas ocultas e da densidade de neurônios em cada uma delas.

Uma vez definido, o modelo neural serve como base para antecipar a resposta

da coluna sob diferentes regimes operacionais. No contexto específico da destilação,

destacam-se três benefícios a essa arquitetura:

• Generalização: Extrapolando a simples memorização, as MLPs conseguem

inferir comportamentos coerentes para cenários operacionais inéditos que

não constavam na base de dados original de treinamento (Pádua Braga; Leon

F. de Carvalho; Ludermir, 2007).

• Adaptabilidade: Estas redes possuem capacidade para atualização em

tempo real (online), ajustando-se a variações temporais do processo ou de-

gradação de equipamentos, atuando de forma eficaz como sensores virtuais

(soft-sensors) (Kadlec, 2008).

• Robustez: A arquitetura demonstra alta resiliência frente a perturbações e

ruídos instrumentais comuns no chão de fábrica, mantendo a estabilidade

das predições (Haykin, 2009).

2.2.2 Ajustes do treinamento

No desenvolvimento de modelos preditivos, o desafio central reside no equilíbrio

entre a capacidade de aprendizado e a habilidade de generalização. Esse equilíbrio é

frequentemente ameaçado por dois fenômenos opostos de ajuste de curvas: o sobre-

ajuste (overfitting) e o sub-ajuste (underfitting). Ambos comprometem a confiabilidade

da rede ao lidar com dados inéditos.

O underfitting se manifesta quando a arquitetura da rede é insuficientemente

complexa para interpretar os dados. Nesse cenário, o modelo falha em convergir para

uma solução satisfatória, apresentando taxas de erro elevadas tanto na fase de trei-

namento quanto na validação. Trata-se, essencialmente, de uma incapacidade do



24

algoritmo em extrair os padrões determinísticos do sistema, resultando em um modelo

com viés elevado e baixa potência preditiva (Amazon Web Services, 2025a).

Por outro lado, o overfitting ocorre quando o modelo desenvolve uma complexi-

dade excessiva em relação à quantidade de informação disponível. A rede não apenas

aprende os padrões relevantes, mas também memoriza o ruído e as flutuações aleató-

rias do conjunto de treino. Logo, o modelo apresenta um desempenho artificialmente

excelente durante o treinamento, mas degrada severamente quando exposto a novos

dados, perdendo sua utilidade prática.

É possível observar os dois ajustes descritos acima respectivamente na Figura 6

e Figura 7 abaixo:

Figura 6 — Underfitting de dados

Fonte: Adaptado de Patel (2020)

Figura 7 — Overfitting de dados

Fonte: Adaptado de Patel (2020)
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O diagnóstico desses comportamentos baseia-se na análise comparativa das

curvas de perda (loss curves). Enquanto o underfitting é identificado por uma conver-

gência estacionária em valores altos de erro para ambos os conjuntos de dados, o

overfitting é caracterizado por uma divergência: o erro de treinamento decresce continu-

amente, enquanto o erro de validação começa a subir, indicando o ponto de perda de

generalização.

O cenário ideal do treinamento visa contornar os desvios extremos para alcançar

um ajuste equilibrado no qual a rede alcança alta capacidade de generalização e mapeia

os padrões intrínsecos do problema com precisão. Este cenário pode ser visualizado

na representação da Figura 8

Figura 8 — Ajuste equilibrado dos dados

Fonte: Adaptado de Patel (2020)

Para diminuir os desvios e assegurar a robustez do modelo, aplicam-se estraté-

gias de correção, tais como:

• Ajustes na Complexidade do Modelo: Ajuste fino da topologia da rede, alte-

rando o número de neurônios e camadas ocultas para adequar a capacidade

do modelo à complexidade do problema.

• Validação Cruzada (Cross-validation): Implementação de técnicas como o k-

fold, que rotacionam os subconjuntos de dados, garantindo que o desempenho

seja avaliado em múltiplas distribuições amostrais.

• Interrupção Precoce (Early Stopping): Monitoramento contínuo da métrica

de validação para cessar o treinamento no momento exato em que a genera-

lização começa a se deteriorar, prevenindo a especialização excessiva nos
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dados de treino.

2.2.3 Validação cruzada K-Fold (Cross-validation)

A validação cruzada (cross-validation) é uma metodologia rigorosa para a avali-

ação de generalização de modelos neurais, assegurando sua competência de predição

frente a observações de dados inéditos. Diferentemente da abordagem clássica que

segrega os dados em uma única divisão, o método k-fold fundamenta-se na realiza-

ção de múltiplas avaliações em subconjuntos distintos, diminuindo o viés de seleção

(Zamprogna; Barolo; Seborg, 2004).

Na prática, o k-fold fragmenta o dataset em 𝑘 partições de dimensão equivalente,

denominadas folds. O procedimento é iterativo e ocorre 𝑘 vezes. Em cada ciclo, uma

partição específica é isolada para validação, enquanto as 𝑘 −1 partições remanescentes

compõem o corpo de treinamento. Ressalta-se que, conforme abordado por Meyer

(2022), os dados destinados ao teste final do modelo devem permanecer segregados

deste ciclo iterativo, sendo empregados somente após a consolidação dos parâmetros

da rede.

A natureza cíclica do processo é determinante para o treinamento do modelo,

pois garante que cada fold atue, em algum momento, como verificador do aprendizado.

Para assegurar a representatividade estatística, a distribuição dos dados entre os

folds deve obedecer a critérios de aleatoriedade, prevenindo tendências enviesadas. A

dinâmica desse processo é ilustrada na Figura 9.

Figura 9 — Distribuição de folds em iterações no método K-Fold Cross-Validation

Fonte: Nti, Nyarko-Boateng e Aning (2021)
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Ao término das iterações, estabelecem-se as métricas de desempenho através

da média aritmética dos resultados de cada ciclo, o que proporciona um diagnóstico mais

verídico da performance global da rede. O modelo que apresentar a menor variância

de erro durante a validação cruzada é então selecionado para a etapa de testes.

Além da avaliação de desempenho, o K-Fold desempenha um papel na calibra-

ção de hiperparâmetros. Estes hiperparâmetros são variáveis da estrutura da rede que

não são ajustadas automaticamente pelo algoritmo de otimização, exigindo definição a

priori. No contexto das redes MLP, a lista de hiperparâmetros críticos inclui: a topologia

da rede (número de camadas e neurônios); a taxa de aprendizado; as funções de

ativação; o termo de momento/polarização; o número de épocas e os coeficientes de

regularização.

A definição destas variáveis é vital para a eficácia da RNA. Ao submeter o

modelo a diferentes configurações de dados via K-Fold, torna-se possível identificar e

mitigar comportamentos anômalos como o overfitting e o underfitting, fundamentando o

ajuste final do modelo em indicadores estatísticos sólidos.

2.2.4 Hold-Out Validation

O método de validação Hold-Out Validation consiste na divisão do conjunto de

dados original em partes distintas: conjunto de treinamento e conjunto de validação (Lal;

Datta, 2024). O modelo deve ser ajustado utilizando apenas o conjunto de treinamento,

enquanto o conjunto de validação permanece retido durante a etapa de treinamento.

Ao fim desta etapa, avalia-se o desempenho do modelo de rede neural, comparando os

resultados obtidos com os valores no conjunto de teste, sendo um grande indicativo

quanto à capacidade de generalização da rede neural em relação a novos dados

(Refaeilzadeh; Tang; Liu, 2009).

Em termos práticos, a literatura sugere que o conjunto de treinamento contenha

entre 70% a 90% dos dados, reservando-se os 10% a 30% restantes para a validação,

variando de acordo com a particularidade do problema. Essa divisão de dados mostra-

se efetiva para detecção de overfitting, evitando que o modelo faça predições com base

em dados errôneos, o que garante uma avaliação imparcial da sua eficácia (Lal; Datta,

2024). Abaixo é listrurado a divisão de dados da metodologia de Hold-Out na Figura 10.
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Figura 10 — Divisão do Hold-Out-Validation

Fonte: Fushiki (2011)

O Hold-Out Validation, mesmo apresentando-se como um método simples e de

baixo custo computacional, verifica desvantagens quanto à sua utilização, como por

exemplo, não utilizar todos os dados disponíveis para o seu treinamento (Refaeilzadeh;

Tang; Liu, 2009). Além disso, os resultados podem variar consideravelmente de acordo

com a divisão de dados escolhida, pois se o conjunto apresentar inconsistências notáveis

de treinamento em relação a outras divisões, os índices de desempenho ficam sujeitos

a distorções e altas variâncias (Lal; Datta, 2024).

2.3 Contextualização e Problema de Investigação

2.3.1 Arquiteturas computacionais de simulação de reatores de coluna de destilação

e suas limitações

Colunas de destilação industriais são altamente complexas, isso se deve à

sua dependência de valores de variáveis não lineares comumente obtidos através de

pesquisa empírica, a partir da utilização de protótipos ou reatores em escala real, tendo

como opção alternativa a simulação computadorizada, a fim de redução de custos.

No entanto, por se tratar de um sistema dependente de variáveis não lineares,

algoritmos de simulação devem dispor de uma considerável quantidade de tempo, pois

o cálculo desse tipo de variável tende a demandar um número exacerbado de iterações.

A alta quantidade de reiterações destes algoritmos se deve à complexidade de modelos

utilizados para previsão dos dados necessários, gerando respostas não ótimas para

um processo importante, possibilitando custos adicionais de operação, caso não sejam

utilizados corretamente.

É possível destacar que a otimização de parâmetros como prato de alimentação

ideal e a razão de refluxo mínima de uma coluna de destilação pode ser extremamente

complexa com algoritmos tradicionais, pois requerem cálculos iterativos extensivos, que



29

podem demandar uma quantidade significativa de tempo. A determinação de um ponto

ótimo de operação com a combinação de diferentes parâmetros de pressão, prato de

alimentação e vazão de refluxo pode ser computacionalmente intensa e extensa.

Frisando esse problema, observa-se que o processo de simulação deve ser

adaptado e reiniciado a partir do momento em que ocorra uma variação dentro do

sistema de destilação.

Pode-se destacar que um algoritmo computacional padrão é precário em adap-

tabilidade, estando à mercê de um operador para atualizá-lo constantemente, caso haja

necessidade de previsão de novos valores. Portanto, admite-se a necessidade de um

conhecimento prévio detalhado de características físicas do sistema, assim como seu

comportamento perante variações das mesmas.

Em uma coluna de destilação, tais variações podem ocorrer devido a diferentes

cargas de alimentação ou mudanças ambientais que, caso não sejam devidamente

contornadas por um operador capacitado, podem levar a soluções imprecisas e custosas

à indústria.

2.3.2 Mineração de dados

Para que a rede neural seja treinada de maneira eficiente e eficaz, necessita-se

de uma base de dados robusta e consistente; para isso, utilizou-se o software Aspen

Plus® para simulação rigorosa, levando em consideração alguns parâmetros físicos

críticos em processos de destilação: volatilidade relativa dos componentes, razão de

refluxo, número de estágios e composição de topo.

Para extrair o dataset, utiliza-se a ferramenta de Análise de Modelos do software

Aspen Plus®, armazenando os dados retirados em um banco de dados SQL e planilha

em Excel, os quais serão utilizados para o treinamento e validação da Rede Neural.

2.3.3 Redes Neurais Artificiais aplicadas a reatores de coluna de destilação

Em contrapartida às barreiras criadas durante a utilização de algoritmos padrão,

RNAs oferecem uma excelente capacidade de modelagem de relações complexas e não

lineares entre variáveis de entrada e saída em um processo. Como dito anteriormente,

colunas de destilação possuem alta complexidade, devidamente justificadas a partir
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de suas correlações não lineares, o que torna as RNAs uma ferramenta muito mais

apropriada do que algoritmos que usam modelos lineares ou simplificação de modelos

não lineares, pois estes podem levar a soluções insatisfatórias.

Além da facilidade de processamento das variáveis de interesse nesse sistema,

as RNAs possuem alta adaptabilidade, tendo a capacidade de adequação às novas

condições de operação e variações de dados de entrada. Tal flexibilidade torna-se

extremamente vantajosa para sistemas dinâmicos pois, quando comparada a algorit-

mos padrão, desconsidera-se a necessidade de ajuste manual ou reparametrizações

complexas do sistema.

Portanto, uma vez treinada, a rede neural será capaz de generalizar o conheci-

mento adquirido a partir dos dados fornecidos na sua fase de treinamento, os quais

podem ser obtidos através de softwares dedicados a simulações de operações unitárias,

utilização prévia de algoritmos padrão com eficácia comprovada, ou até mesmo, dados

reais de processos de reatores de colunas de destilação, apresentando-se como o meio

mais promissor para resultados práticos.

2.3.3.1 Redes Perceptron Multicamadas (MLP)

A escolha da arquitetura da rede neural é de suma importância para que os

resultados sejam considerados aceitáveis. A rede neural deve garantir a captura de

comportamentos intrínsecos do processo de destilação através dos dados dispostos ao

seu treinamento, e modelos simples de redes neurais de camada única não conseguem

internalizar esse tipo de comportamento, devido à sua baixa afinidade com funções não

lineares.

A arquitetura Perceptron Multicamadas (MLP) consiste na adição de cama-

das intermediárias entre as camadas de entrada e saída, gerando uma estrutura de

neurônios densamente conectados, capazes de aproximação de comportamentos não

lineares através de suas sinapses.

Portanto, redes do tipo MLP oferecem grandes vantagens em relação à sua alta

adaptabilidade, podendo realizar aproximações de funções contínuas, lineares e não

lineares, a partir do ajuste correto de hiperparâmetros. Além disso, a rede possui grande

flexibilidade em relação ao número de neurônios e camadas ocultas, quantidades que

variam de acordo com a complexidade do problema. O ajuste correto da quantidade de
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neurônios e como estes se relacionarão é crítico, definindo o custo computacional e a

agilidade da rede, assim como seu desempenho.

Sua aplicação no mercado atual é vasta, sendo encontrada em áreas de controle

e otimização de processos industriais. Meyer (2022) afirma que redes neurais do tipo

MLP são vastamente empregadas em estudos sobre poluição atmosférica, garantindo

robustez e confiabilidade nos resultados.

Devido à sua alta aplicação, a grande disponibilidade de bibliotecas em Python

dedicadas à implementação e treinamento de redes Perceptron Multicamadas torna a

tecnologia muito mais acessível e intuitiva.

2.3.3.2 Optuna

O Optuna é um framework open-source projetado com intuito de automação do

processo de seleção e atualização de hiperparâmetros em redes de machine learning.

O sistema possui integração com Deep Learning, particularmente útil na problemática

atual. Essa otimização é feita a partir da análise de regiões do espaço amostral, seleci-

onando as quais apresentam melhores resultados durante o período de treinamento. O

framework possibilita a sintonização de variáveis da rede, como o número de neurônios

e camadas, taxa de aprendizado do modelo, funções de ativação, tamanho de conjuntos

de treinamento, taxa de dropout, dentre vários outros parâmetros de arquitetura de rede

(GeeksforGeeks, 2025).

O fluxo metodológico de aplicação do Optuna é dado pela definição da função

objetivo, que realiza o treinamento e a validação da rede, com intuito de sugestão

de novos hiperparâmetros para otimizar o funcionamento da rede neural. Portanto,

define-se um objetivo de otimização para a rede, como por exemplo, a maximização

de acurácia nos resultados. Por fim, o framework analisa o desempenho de cada

hiperparâmetro, visando estabelecer um conjunto de hiperparâmetros que satisfaça o

objetivo da operação com eficiência e eficácia.

Dessa maneira, a partir da aplicação do Optuna, garante-se que a operação

cumpra seu objetivo, evitando problemas como overfitting e underfitting, causados pela

seleção errônea de hiperparâmetros, confirmando rigor estatístico ao modelo (Hanifi;

Cammarono; Zare-Behtash, 2024).
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2.3.3.3 TensorFlow/Keras

O TensorFlow trata-se de um motor de fluxo de dados e execução, e atua como

uma infraestrutura back-end com função de gerenciamento de operações matemáticas

complexas a partir de tensores, que consistem em matrizes multidimensionais de dados.

Embora seja operado em Python, as operações matemáticas são delegadas a binários

de C++ de alta performance, minimizando o overhead da linguagem interpretada durante

o treinamento. O motor organiza as operações em grafos de fluxos de dados, utilizando o

compilador XLA (Accelerated Linear Algebra) para otimização desses grafos, reduzindo

o uso de memória e acelerando a execução. Através da integração com outras bibliotecas

como o CUDA, o TensorFlow permite a execução paralela de operações de álgebra

linear massivas em GPUs, por exemplo, possibilitando o treinamento de redes neurais

com grandes bases de dados.

Como alternativa de interface, utilizou-se o Keras, que fornece redução da

carga cognitiva necessária por parte do desenvolvedor ao utilizar o TensorFlow. O Keras

oferece modelos de estruturas de redes neurais com níveis de flexibilidade distintos,

que é empregado de acordo com a complexidade da rede. Possibilita-se a utilização do

modelo Sequential, tratando-se de um modelo sequencial de camadas, onde cada uma

possui exatamente um tensor de entrada e um de saída, ideal para redes com arquite-

turas de alimentação do tipo feedforward. Além disso, o Keras oferece a automatização

da função de inicialização de pesos e aplicação de gradientes, permitindo que o foco

permaneça na topologia da rede, eliminando a necessidade de implementação manual

de retropropagação de erro.

2.3.4 Validação da rede neural através do K-Fold Cross-Validation

O K-Fold Cross Validation apresenta-se como um método de avaliação de

capacidade de generalização da rede, de forma a garantir a eficiência do aprendizado

do modelo, de modo a prever não linearidades com precisão em conjuntos de dados

não vistos no período de treinamento. A validação mostra-se como um passo chave

para a modelagem que possui a predição como objetivo principal, oferecendo métricas

de desempenho que ajudam a analisar a precisão do modelo na prática. Avaliando o
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modelo em diferentes conjuntos de dados, ou folds, reduz-se o risco de overfitting, com

uma estimativa de desempenho sólida (Taylor, 2006).

Calculam-se as métricas de desempenho em cada iteração de treinamento da

rede neural, e utiliza-se a média das métricas para avaliação do desempenho do modelo.

Citam-se como métricas de desempenho na validação cruzada: o Erro Quadrático Médio

e o Erro Médio Absoluto, utilizados para quantificar a diferença entre os valores preditos

pelos modelos e os valores brutos (Silva; Spatti; Flauzino, 2010).

A validação cruzada K-Fold demonstra popularidade devido à sua capacidade

de extração de métricas de desempenho de generalização da rede mesmo que o

conjunto de dados seja pequeno, pois a divisão em folds garante a utilização integral

dos dados brutos na fase de treinamento, evitando que a rede capte comportamentos

essenciais do problema.
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3 METODOLOGIA

Nesta pesquisa experimental, utilizar-se-á a ferramenta de análise de modelos

do Aspen Plus® para efeito de comparação dos modelos.

3.1 Obtenção e tratamento dos dados

Têm-se como objetivo obter os valores de fração molar de topo a partir da razão

de refluxo, volatilidade relativa traduzida na forma de temperatura e número de pratos.

3.1.1 Análise de Modelos do Aspen Plus®

A representação termodinâmica do sistema etanol-água baseou-se no mo-

delo NRTL (Non-Random Two-Liquid). Conforme analisado recentemente por Labarta,

Olaya e Marcilla (2022), este modelo destaca-se pela flexibilidade em reproduzir di-

ferentes regiões de equilíbrio de fases e comportamentos azeotrópicos complexos,

fundamentando-se no conceito de composição local para correlacionar os coeficientes

de atividade em misturas fortemente não ideais.

Antes de proceder à etapa de mineração de dados com variação de parâmetros,

estabeleceu-se um ponto de operação para assegurar a estabilidade numérica e a

convergência da simulação no Aspen Plus® inicialmente. As condições de alimenta-

ção foram fixadas em 100 kmol/h (composição molar de 60% água e 40% etanol), à

temperatura de 20 °C e pressão de 1 atm. A coluna foi configurada com 12 estágios

teóricos, prato de alimentação acima do estágio 5 e pressão de topo de 101 kPa. O

controle inicial do processo foi estabelecido com uma razão de refluxo molar de 2,2 e

vazão de destilado de 47 kmol/h.

Uma vez garantida a estabilidade do sistema base, utilizou-se a funcionalidade

de análise de sensibilidade do simulador para a construção do banco de dados. Visto

que a volatilidade relativa é uma propriedade de resposta dependente das condições

termodinâmicas e não uma variável de entrada direta, a estratégia consistiu na variação

sistemática da temperatura de alimentação, do número de estágios e da razão de

refluxo.
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A Tabela 1 detalha os intervalos e incrementos aplicados sobre o caso base

para a composição do dataset:

Tabela 1 — Parâmetros no Aspen Plus
Parâmetros Ponto inicial Incremento Ponto final
Temperatura 20 °C +10 °C 80 °C
Número de estágios 4 +1 12
Razão de refluxo 1 +1 8

Fonte: Autoria própria (2026)

Todos os dados extraídos das diversas iterações foram armazenados em um

banco de dados estruturado (SQL/Excel), correlacionando as frações molares de topo

resultante com as combinações de parâmetros da Tabela 1, viabilizando a etapa posterior

de treinamento e validação da rede neural.

3.2 Bibliotecas Python, Ferramentas de Engenharia e Validação

3.2.1 Optuna - Adição de Equações e Ajustes

A integridade de arquitetura de Redes Neurais de Deep Learning depende es-

tritamente das escalas dos tensores de entrada. Considerando cenários onde variáveis

operacionais apresentam ordens de magnitude discrepantes, estas podem impactar na

convergência da Rede Neural. Dessa forma, aplica-se normalização apresentada na

equação 15 para evitar saturação das funções de ativação (Siqueira, 2021):

𝑧 = 𝑥 − 𝑥𝑚𝑖𝑛
𝑥𝑚𝑎𝑥 − 𝑥𝑚𝑖𝑛

(15)

Considerando que a camada de saída da rede utiliza a função de ativação

Sigmoid, com intervalo definido entre 0 e 1 (𝑥𝐷), a normalização do alvo garante a

operação da rede na zona de maior sensibilidade da função, onde a derivada atinge seu

pico. Sem esse escalonamento, os valores dos gradientes tenderiam a zero nas regiões

de saturação (Vanishing Gradient), dificultando os ajustes de pesos nas camadas

iniciais.

A dimensão e profundidade das camadas ocultas definem diretamente a capa-

cidade de hipótese do modelo. De acordo com o Teorema da Aproximação Universal,

uma rede neural com largura suficiente pode estimar valores para qualquer função
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contínua, assim como relações complexas de não linearidade. O script utilizado ajusta

de maneira dinâmica o número de nodos da rede (entre 64 a 256).

O aumento de dimensionalidade oculta permite o mapeamento de comporta-

mentos complexos; no entanto, aumenta o risco de overfitting, memorizando ruídos

numéricos descartáveis erroneamente. Para mitigação desse risco, o modelo incorpora

uma regularização L2, que adiciona uma penalidade à norma dos pesos, forçando a

rede a manter coeficientes menores, preservando uma superfície de resposta mais

generalizável.

Utilizou-se o algoritmo Adaptive Moment Estimation (ADAM), um otimizador de

primeira ordem que computa taxas de aprendizado adaptativas de forma individual em

cada parâmetro da rede. O mecanismo funciona através de dois momentos estatísticos:

• Primeiro Momento (𝑚𝑡): média móvel exponencial dos gradientes, que atua

como a velocidade e direção do aprendizado;

• Segundo Momento (𝑣𝑡): média móvel exponencial dos quadrados dos gradi-

entes, que estima a variância não centrada.

Na equação 16, a atualização dos pesos 𝜃 é dada, segundo Kingma e Ba

(2015), através da correlação:

𝜃𝑡+1 = 𝜃𝑡 − 𝛼
√𝑣𝑡 + 𝜖

⋅ 𝑚̂𝑡 (16)

Com o Optuna, a taxa de aprendizado é amostrada em escala logarítmica,

de forma que o impacto de uma alteração na taxa de aprendizado é proporcional à

sua magnitude. Uma busca linear apresentaria falhas em explorar adequadamente as

regiões de ajuste fino, concentrando-se indevidamente em valores não convergentes.

Para viabilização das 100 iterações de treinamento, aplicou-se a Median Stop-

ping Rule (Regra da Parada da Mediana), que conta com um mecanismo de poda,

no qual o sistema monitora o erro intermediário a cada época de treinamento. Se a

rede apresentar desempenho inferior à mediana histórica das tentativas anteriores no

mesmo estágio, a execução é abortada.

Aplicou-se o uso de funcionalidades do Keras para a otimização de cada ite-

ração, excluindo grafos residuais e liberando memória de vídeo da GPU. Sem essa

limpeza, o acúmulo de tensores obsoletos causaria uma degradação na velocidade ou

falha por falta de memória.
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O amostrador padrão do Optuna (TPESampler) implementa o algoritmo Tree-

Structured Parzen Estimator, que modela a densidade dos hiperparâmetros 𝑥 condi-

cionada ao desempenho observado 𝑦, dividindo as observações em grupos distintos

baseados em um limiar de desempenho 𝑦∗, apresentado na equação 17:

𝑃(𝑥|𝑦) =

⎧{{
⎨{{⎩

𝑙(𝑥) se 𝑦 < 𝑦∗

𝑔(𝑥) se 𝑦 ≥ 𝑦∗
(17)

O Optuna seleciona o ponto que maximiza a razão entre 𝑙(𝑥) e 𝑔(𝑥), o que

equivale a maximizar o Expected Improvement (Melhoria Esperada).

3.2.2 Keras e TensorFlow

Definiu-se a arquitetura da rede neural como apresentado pela Tabela 2 que

sintetiza todas as características da rede, definidas após a etapa de otimização via

Optuna:

Tabela 2 — Hiperparâmetros da Rede Neural Artificial (MLP)
Hiperparâmetro Valor / Especificação
Arquitetura Feedforward Multilayer Perceptron (MLP)
Variáveis de Entrada 3 (Temperatura, Refluxo e Estágios)
Camadas Ocultas 2
Neurônios por Camada Oculta 169
Função de Ativação (Ocultas) ReLU
Função de Ativação (Saída) Sigmoid
Otimizador ADAM
Regularização L2
Paciência (Early-Stopping) 200 épocas

Fonte: Autoria própria (2026)

Essa configuração de camadas e neurônios possibilita o processamento dos

dados simulados e a conversão dos padrões não lineares em reprsentações eficazes

para a previsão da composição de topo.

Para viabilizar o aprendizado, aplicou-se a função de ativação ReLU (Rectified

Linear Unit) nas camadas ocultas, que introduz a não linearidade que viabiliza a captação

de padrões complexos, sem custo computacional adicional. Para a camada de saída,

aplicou-se a função Sigmoid, comumente empregada em sistemas nos quais o resultado

da camada de saída limita-se ao intervalo entre 0 e 1.
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3.2.3 Métodos de Validação

Para avaliação do desempenho da rede neural, optou-se pelo emprego de dois

métodos de validação distintos, com o intuito de estabelecer uma base sólida para

validação do funcionamento da rede neural.

3.2.3.1 Validação Cruzada K-Fold

A utilização da técnica de Validação Cruzada K-Fold consistiu na divisão dos

dados brutos em 5 subconjuntos distintos, chamados folds, sendo 4 desses subconjuntos

utilizados para o treinamento da rede neural, enquanto o subconjunto restante é aplicável

na validação.

Para cada iteração, o subconjunto de validação é rotacionado, de forma que

todo o conjunto de dados brutos seja utilizado para o teste uma vez, preservando a

homogeneidade e a garantia de captura de comportamentos indispensáveis ao sistema.

Os folds de treinamento definem os limites superiores e inferiores dos folds

de validação, assegurando que o cálculo de métricas utilizadas para avaliação de

desempenho não supere intervalos pré-definidos, de forma a garantir que as métricas

obtidas de fato representam o todo.

3.2.3.2 Validação Hold-Out

Para a aplicação do método de validação Hold-Out, segregaram-se os dados

em subconjuntos de validação e treinamento, sendo 80% dos dados destinados ao

treinamento e 20% dos dados dedicados à validação (mesma configuração aplicada ao

K-Fold). De forma a evitar o overfitting, implementou-se a técnica de Early-Stopping,

na qual o treinamento do modelo é interrompido antecipadamente, com paciência de

200 épocas, caso as métricas apresentem-se como satisfatórias antes da convergência

final do modelo, preservando sua generalização.

3.2.4 Método FUG

A aplicação do método FUG permitiu a comparação entre as predições da RNA

e os resultados analíticos clássicos por FUG. Visto que a metodologia FUG trabalha
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com estágios teóricos (ideais), aplicou-se uma eficiência global de prato de 54%, a

partir da equação 18, para converter o número de estágios físicos da coluna real (𝑁𝑟𝑒𝑎𝑙)

nos estágios teóricos (𝑁𝑡𝑒𝑜) requeridos pelas correlações.

𝑁𝑡𝑒𝑜 = 𝑁𝑟𝑒𝑎𝑙 ⋅ 𝐸𝑜 (18)

Além disso, para mitigar o erro com relação à volatilidade constante de um

sistema binário não ideal, calculou-se a volatilidade relativa média (𝛼𝑚𝑒𝑑) para cada

ponto de operação, já que para representar a volatilidade no Aspen, variamos a tempe-

ratura do sistema. As pressões de saturação do Etanol (Kretschmer; Wiebe, 1949) e da

Água (Stull, 1947) foram obtidas pela equação de Antoine (equação 19), utilizando a

temperatura média dos dados da coluna.

log(𝑃𝑠𝑎𝑡) = 𝐴 − 𝐵
𝑇 + 𝐶 (19)

A equação de Antoine apresentada acima é uma relação semi-empírica que

correlaciona os valores de pressão de vapor dos compostos da mistura com a tempera-

tura do sistema, onde 𝑃𝑠𝑎𝑡 representa a pressão de vapor do composto da mistura, 𝑇 a

temperatura em Kelvin, e 𝐴, 𝐵 e 𝐶 constantes específicas, denominadas parâmetros de

Antoine, para cada componente da mistura. Para o cálculo de Antoine, suas respectivas

constantes das substâncias estão dispostas na Tabela 3.

Tabela 3 — Parâmetros de equação de Antoine para sistema Etanol-Água
Substância A B C Faixa de 𝑇 (K)
Etanol 5.37229 1670.409 -40.191 273.00 a 351.70
Água 4.6543 1435.264 -64.848 255.9 a 373.

Fonte: Kretschmer e Wiebe (1949) e Stull (1947)

Com os parâmetros definidos, determinam-se os limites operacionais da coluna

(𝑁𝑚𝑖𝑛 e 𝑅𝑚𝑖𝑛) através das equações de Fenske e Underwood, respectivamente. Para

relacionar estes limites teóricos com as condições operacionais reais (𝑁 e 𝑅), utilizou-se

a correlação de Gilliland em sua forma analítica segmentada. Definem-se as variáveis

adimensionais de operação (𝑋) e de estágios (𝑌) pelas equações de Gilliland anteriores.

A determinação de 𝑋 e 𝑌 foi realizada através da representação proposta

por Liddle (1968), que utiliza um conjunto de equações polinomiais segmentadas

para ajustar a curva empírica original com alta precisão numérica, apresentadas nas

equações 20, 21 e 22 abaixo:
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0 ≤ 𝑋 ≤ 0.01 → 𝑌 = 1 − (18.5715 ⋅ 𝑋) (20)

0.01 ≤ 𝑋 ≤ 0.9 → 𝑌 = 0.545827 − (0.591422 ⋅ 𝑋) + 0.002743
𝑋 (21)

0.9 ≤ 𝑋 ≤ 1.0 → 𝑌 = 0.16595 − (0.16595 ⋅ 𝑋) (22)

Diferentemente da aplicação tradicional do FUG, na qual 𝑥𝐷 é uma entrada,

neste caso ela é desconhecida. Como as equações de Fenske e Underwood dependem

implicitamente de 𝑥𝐷, não é possível isolá-la analiticamente. Para solucionar esse

sistema, desenvolveu-se um algoritmo iterativo baseado no método de busca de raízes

de Brent. Ele estima um valor candidato para 𝑥𝐷, calcula os parâmetros 𝑅𝑚𝑖𝑛 e 𝑁𝑚𝑖𝑛

correspondentes e, através da correlação de Gilliland, determina o número de estágios

teóricos necessários (𝑁𝑐𝑎𝑙𝑐). O algoritmo ajusta iterativamente até que a diferença

entre o número de estágios calculado e o real (|𝑁𝑐𝑎𝑙𝑐 − 𝑁𝑡𝑒𝑜|) seja inferior à tolerância

estabelecida, garantindo a convergência do modelo. Dessa forma, retorna o valor de 𝑥

que satisfaz simultaneamente as restrições de Fenske, Underwood e Gilliland para a

coluna instalada.
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4 RESULTADOS E DISCUSSÃO

A partir da definição da estrutura e dos métodos de validação da rede neural,

analisou-se a magnitude de desvio e a estabilidade estatística do modelo em diferentes

cenários operacionais.

4.1 Análise de Precisão e Convergência

Ao analisar o desempenho da rede neural frente aos dados gerados pelo simu-

lador Aspen Plus®, verificou-se uma alta capacidade de predição, conforme ilustrado no

Gráfico 1. No confronto entre as predições da RNA e os dados do simulador, o ajuste

linear resultou em um coeficiente de determinação (𝑅2) de 0,998, o que confirmou a

acurácia do modelo com erro residual desprezível.

Gráfico 1 — Validação de Desempenho - Aspen vs Rede Neural
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Fonte: Autoria própria (2026)

O Erro Quadrático Médio (MSE) para os pontos de operação padrão situou-se

na escala de 1,29 ⋅ 10−5, com resíduos mantidos na ordem de 10−3, verificando-se alta

aderência à curva ideal (𝑥 = 𝑦). Complementarmente, o Gráfico 2 apresenta a distribuição

do erro quadrático individual ao longo das épocas de treinamento, evidenciando uma

convergência estável e a redução do erro para valores extremamente baixos..
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Gráfico 2 — Evolução do Erro Quadrático por Épocas
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Fonte: Autoria própria (2026)

4.2 Teste de Benchmark

No processo de benchmark comparativo, observou-se a superioridade da rede

neural perante os modelos clássicos de predição. O Gráfico 3 apresenta o desempenho

preditivo da rede em relação aos dados brutos, ao modelo de Regressão Linear e ao

modelo analítico FUG, em função dos cenários operacionais avaliados:
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Gráfico 3 — Validação de predição por benchmark

0 50 100 150 200 250 300 350 400 450 500

0.6

0.65

0.7

0.75

0.8

0.85

0.9

Índice da Amostra

Fr
aç

ão
M

ol
ar

de
To

po
(𝑥

𝐷
)

Aspen Plus (Ref.)
Rede Neural R² = 0,998

Regressão Linear - R² = 0,74
Modelo FUG - R² = - 1,41

Fonte: Autoria própria (2026)

A superioridade da RNA foi quantificada pela discrepância dos erros acumu-

lados. Enquanto a rede neural manteve o erro quadrático na magnitude de 10−5, o

modelo analítico FUG apresentou resíduos significativamente superiores, com erro qua-

drático aproximado de 5,9 ⋅ 10−3 para as mesmas condições. O modelo de Regressão

Linear simples também se demonstrou ineficiente, com erro quadrático na ordem de

1,1 ⋅ 10−3. Tais resultados confirmaram a capacidade da rede neural em representar as

não linearidades do sistema, as quais os modelos analíticos e lineares falharam em

descrever.

4.3 Robustez e Resiliência sob Condições de Ruído

O modelo de rede neural proposto foi submetido a perturbações nos dados de

entrada, com o intuito de analisar a robustez da rede perante ruídos controlados, que

buscam representar erros de medição ocasionais.
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4.3.1 Comportamento sob Ruído de 2%

Constatou-se estabilidade notável do modelo, com o erro quadrático mantendo-

se na mesma escala do modelo isento de ruídos (1,33⋅10−5 ±10−7), conforme os gráficos

4 e 5, reforçando indicativos de que a rede é capaz de filtrar leves variações sem perda

considerável em seu desempenho.

Gráfico 4 — Validação de Desempenho sob ruído de 2%

0.66 0.68 0.7 0.72 0.74 0.76 0.78 0.8 0.82
0.66

0.68

0.7

0.72

0.74

0.76

0.78

0.8

0.82

𝑥𝐷: Aspen Plus

𝑥 𝐷
:R

ed
e

N
eu

ra
l

Ideal (x=y)
IA (2% Ruído)

IA (Pura)

Fonte: Autoria própria (2026)
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Gráfico 5 — Evolução do Erro Quadrático sob ruído de 2%
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Fonte: Autoria própria (2026)

4.3.2 Comportamento sob Ruído de 5%

Identificou-se um aumento na magnitude do MSE ao elevar o patamar do ruído

para 5%, estabilizando-se em 1,0 ⋅ 10−4, vide gráficos 6 e 7. Mesmo sob condições de

variações severas nos dados de entrada, a rede neural não apresentou degradação em

seus resultados, mantendo resíduos dentro dos limites operacionais.
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Gráfico 6 — Validação de Desempenho sob ruído de 5%

0.66 0.68 0.7 0.72 0.74 0.76 0.78 0.8 0.82
0.66

0.68

0.7

0.72

0.74

0.76

0.78

0.8

0.82

𝑥𝐷: Aspen Plus

𝑥 𝐷
:R

ed
e

N
eu

ra
l

Ideal (x=y)
IA (5% Ruído)

IA (Pura)

Fonte: Autoria própria (2026)

Gráfico 7 — Evolução do Erro Quadrático sob ruído de 5%
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4.4 Validação Cruzada (K-Fold Cross-Validation)

A aplicação do método de validação cruzada K-Fold em 5 folds distintos propor-

cionou a validação da estabilidade do aprendizado do modelo, obtendo-se um MSE

médio de 0,0044 ± 0,0005. O desvio padrão ínfimo confirmou a robustez do treinamento,

com indicativos de que a performance do modelo não depende de uma seleção de

dados específica, oferecendo capacidade de generalização independente do conjunto

de dados selecionados para validação e treinamento. A seguir, o Gráfico 8 apresenta a

validação do desempenho individual para cada fold:

Gráfico 8 — Validação de Desempenho por Fold

0.65 0.7 0.75 0.8
0.65

0.7

0.75

0.8

Real

Pr
ed

ito

Fold 1

0.65 0.7 0.75 0.8
0.65

0.7

0.75

0.8

Real

Pr
ed

ito
Fold 2

0.65 0.7 0.75 0.8
0.65

0.7

0.75

0.8

Real

Pr
ed

ito

Fold 3

0.65 0.7 0.75 0.8
0.65

0.7

0.75

0.8

Real

Pr
ed

ito

Fold 4



48

0.65 0.7 0.75 0.8
0.65

0.7

0.75

0.8

Real

Pr
ed

ito

Fold 5

Fonte: Autoria própria (2026)

Na centésima época, como pode ser visualizado no Gráfico 9, a diferença entre

o erro do fold 1 (7,49 ⋅ 10−4) e do fold 5 foi mínima, confirmando que o modelo aprendeu

de forma consistente em todos os subconjuntos. Dessa mínima variação, constata-se

que o modelo possui capacidade de generalização e predição independente da divisão

amostral utilizada para o treinamento da RNA.

Gráfico 9 — Erro Quadrático Médio por Fold

0 100 200 300 400 500 600 700 800 900 1,000
0

0.5

1

1.5

2

2.5

3
⋅10−3

Épocas

Er
ro

Q
ua

dr
át

ic
o

M
éd

io

Fold 1
Fold 2
Fold 3
Fold 4
Fold 5

Fonte: Autoria própria (2026)



49

4.5 Hold-Out Validation e Generalização via Early-Stopping

Utilizando o método de validação Hold-Out, verificou-se que as curvas de apren-

dizado atingiram níveis equilibrados de convergência, mitigando o risco de overfitting

na rede, conforme os Gráficos 10 e 11. O teste demonstrou desempenho final de

(5,79 ± 0,2) ⋅ 10−4.

Gráfico 10 — Validação de Desempenho com Hold Out Validation
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Gráfico 11 — Curva de Aprendizado com Hold Out Validation

20 40 60 80 100 120 140 160 180 200

0

20

40

60

80

⋅10−3

Épocas

Er
ro

Q
ua

dr
át

ic
o

M
éd

io
Erro Treino
Erro Teste

Fonte: Autoria própria (2026)

Verificou-se, na centésima época, erro de treinamento de 3,10 ⋅ 10−4 e erro de

teste em 5,79 ⋅ 10−4. O ponto de Early-Stopping foi atingido na época 124, apresentando

erro de teste em 4,15 ⋅ 10−4, tendo em consideração que a curva de aprendizado da

rede não oferecia decaimento do erro de validação, justificando-se a restauração dos

melhores pesos. A aplicação dessa estratégia garantiu que a rede neural preservasse

robusta capacidade de generalização.

4.6 Generalização da Rede Neural

Por fim, analisou-se a capacidade de generalização da rede neural na prática,

expandindo sua predição a pontos não presentes nos dados brutos de treinamento,

obtendo, assim, parâmetros de Temperatura, Refluxo e Volatilidade Relativa de acordo

com 4 e 12 estágios da coluna de destilação. Visualiza-se esse efeito a partir do Gráfico

12:
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Gráfico 12 — Generalização da Rede Neural para 4 estágios

Fonte: Autoria própria (2026)

O Gráfico 12 demonstra a distribuição da fração molar de topo para uma coluna

de 4 estágios. Através dele, verifica-se a variação gradativa da fração molar de topo

em função do número de refluxos e da temperatura do sistema. A partir da análise

do gráfico, é possível determinar um padrão operacional para uma fração molar de

topo desejada, assim como prever a vazão de refluxo necessária em casos de baixa

conversão, por exemplo.

O Gráfico 13 apresenta-se como uma forma alternativa de visualização, pos-

sibilitando a análise do número de refluxos fixos em função da fração molar de topo

desejada. Em ambos os casos, enfatiza-se a capacidade de coleta de informações de

forma rápida e confiável, como visto nos testes aplicados anteriormente.
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Gráfico 13 — Análise de refluxos fixos vs. Fração Molar (4 estágios)

Fonte: Autoria própria (2026)

Por exemplo, comparamos a representação gráfica anterior a uma situação

na qual a coluna opera com 12 estágios. Observa-se nos Gráficos 14 e 15 que a

rede neural apresentou comportamento diferente em relação à predição de 4 estágios,

demonstrando sua capacidade de generalização para diferentes cenários, mantendo

sua previsão de não linearidade válida.
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Gráfico 14 — Generalização da Rede Neural para 12 estágios

Fonte: Autoria própria (2026)

Gráfico 15 — Análise de refluxos fixos vs. Fração Molar (12 estágios)

Fonte: Autoria própria (2026)
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5 CONCLUSÃO

Este trabalho cumpriu o objetivo de aplicar Redes Neurais Artificiais (RNAs) na

simulação de colunas de destilação, mostrando que o uso de aprendizado de máquina

é uma alternativa viável aos métodos de cálculo tradicionais. Pelos resultados obtidos,

observou-se que a arquitetura Perceptron Multicamadas (MLP) conseguiu representar

bem o comportamento não linear do equilíbrio líquido-vapor, contornando algumas

limitações de tempo de processamento dos simuladores rigorosos.

A validação do modelo apresentou resultados satisfatórios. A rede neural atingiu

um coeficiente de determinação (𝑅2) de 0,998 quando comparada aos dados do Aspen

Plus. Além disso, no teste comparativo, a RNA obteve erros menores que o método

analítico FUG e a regressão linear simples. Enquanto os métodos clássicos apresenta-

ram erros na casa de 10−3, a rede neural conseguiu manter resíduos na ordem de 10−5

para os dados de teste, indicando maior precisão para este sistema específico.

Outro ponto importante foi a análise de robustez. Mesmo quando inseridos

ruídos de 2% e 5% nos dados de entrada (simulando erros comuns de sensores

industriais), a rede manteve um comportamento estável e previsível. A validação cruzada

(K-Fold) reforçou que o aprendizado do modelo foi consistente e não dependeu apenas

de uma escolha específica de dados de treinamento.

O uso do Optuna para ajustar os parâmetros da rede e a técnica de Early-

Stopping foram essenciais para evitar que o modelo apenas ”decorasse”os dados

(overfitting). Dessa forma, conclui-se que as RNAs podem ser ferramentas úteis para

a Engenharia Química, permitindo obter dados confiáveis de operação da coluna de

forma muito mais rápida que as simulações convencionais.

5.1 Sugestões para trabalhos futuros

Para dar continuidade a este estudo, sugerem-se os seguintes pontos:

• Expandir a aplicação para misturas com mais componentes e com comporta-

mento azeotrópico, que são mais difíceis de simular;

• Validar o modelo com dados reais de uma planta piloto ou industrial, para

verificar como a rede se comporta fora do ambiente simulado.
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APÊNDICE A — ALGORITMOS EM PYTHON
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Neste apêndice, apresentam-se os scripts desenvolvidos em linguagem Python

para a modelagem, otimização e validação da rede neural aplicada à coluna de destila-

ção.
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Apêndice A.1 — Otimização de Hiperparâmetros (Optuna)

import pandas as pd

import numpy as np

import optuna

from optuna.integration import TFKerasPruningCallback

import tensorflow as tf

from tensorflow import keras

from tensorflow.keras import regularizers

import sys

try:

df = pd.read_excel('Dados_ColDest_ASPEN.xlsx', header=0)

except:

sys.exit("Erro: Arquivo de dados não encontrado.")

raw_data = df.values

X_raw = raw_data[:, 0:3].astype(float)

y_raw = raw_data[:, 3].astype(float)

min_X, max_X = np.min(X_raw, axis=0), np.max(X_raw, axis=0)

min_y, max_y = np.min(y_raw), np.max(y_raw)

X_train = (X_raw - min_X) / (np.where((max_X - min_X) == 0, 1, (max_X - min_X)))

y_train = (y_raw - min_y) / (max_y - min_y)

def objective(trial):

tf.keras.backend.clear_session()

n_layers = trial.suggest_int('n_layers', 2, 6)

n_units = trial.suggest_int('n_units', 64, 256)

learning_rate = trial.suggest_float('lr', 1e-4, 1e-2, log=True)

model = keras.Sequential()

model.add(keras.layers.InputLayer(input_shape=(3,)))

for _ in range(n_layers):

model.add(keras.layers.Dense(n_units, activation='relu',

kernel_regularizer=regularizers.l2(1e-5)))

↱

↪

model.add(keras.layers.Dense(1, activation='sigmoid'))
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model.compile(optimizer=tf.keras.optimizers.Adam(learning_rate=learning_rate),

loss='mse')

↱

↪

callbacks = [TFKerasPruningCallback(trial, 'val_loss'),

keras.callbacks.EarlyStopping(monitor='val_loss', patience=30)]

↱

↪

history = model.fit(X_train, y_train, validation_split=0.2, epochs=300,

batch_size=256, callbacks=callbacks, verbose=1)

↱

↪

return min(history.history['val_loss'])

print("\nIniciando Otimizacao...")

study = optuna.create_study(direction='minimize')

study.optimize(objective, n_trials=100)

print("\nMELHORES PARAMETROS ENCONTRADOS:")

print(study.best_params)
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Apêndice A.2 — Validação Cruzada (K-Fold)

import pandas as pd

import numpy as np

import tensorflow as tf

from tensorflow import keras

from tensorflow.keras import regularizers

from sklearn.model_selection import KFold

import os

K_FOLDS, EPOCHS, BATCH_SIZE = 5, 1000, 256

LEARNING_RATE, N_LAYERS, N_UNITS, L2_REG = 0.0081, 2, 169, 1e-5

tf.random.set_seed(42)

np.random.seed(42)

file_name = 'Dados_ColDest_ASPEN.xlsx'

try:

df = pd.read_excel(file_name)

except:

raise FileNotFoundError("Arquivo de dados nao encontrado.")

X = df.iloc[:, 0:3].values.astype(float)

y = df.iloc[:, 3].values.astype(float).reshape(-1, 1)

def build_model():

model = keras.Sequential()

model.add(keras.layers.InputLayer(shape=(3,)))

for _ in range(N_LAYERS):

model.add(keras.layers.Dense(N_UNITS, activation='relu',

kernel_regularizer=regularizers.l2(L2_REG)))

↱

↪

model.add(keras.layers.Dense(1, activation='sigmoid'))

model.compile(optimizer=tf.keras.optimizers.Adam(learning_rate=LEARNING_RATE),

loss='mse', metrics=['mae'])

↱

↪

return model

kf = KFold(n_splits=K_FOLDS, shuffle=True, random_state=42)

fold_no = 1

data_storage = []
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print(f"Iniciando K-Fold ({K_FOLDS} splits)...")

for train_idx, test_idx in kf.split(X):

X_train, X_test = X[train_idx], X[test_idx]

y_train, y_test = y[train_idx], y[test_idx]

min_x, max_x = X_train.min(axis=0), X_train.max(axis=0)

min_y, max_y = y_train.min(), y_train.max()

X_train_n = (X_train - min_x) / (max_x - min_x)

X_test_n = (X_test - min_x) / (max_x - min_x)

y_train_n = (y_train - min_y) / (max_y - min_y)

print(f"Processando Fold {fold_no}...")

model = build_model()

history = model.fit(X_train_n, y_train_n, epochs=EPOCHS, batch_size=BATCH_SIZE,

verbose=0)

↱

↪

y_pred_n = model.predict(X_test_n, verbose=0)

y_pred = y_pred_n * (max_y - min_y) + min_y

for i in range(len(y_test)):

data_storage.append([fold_no, 'Validacao', i + 1, y_test[i][0], y_pred[i][0]])

fold_no += 1

df_final = pd.DataFrame(data_storage, columns=['Fold', 'Categoria', 'Indice', 'Real',

'Predito'])

↱

↪

df_final.to_csv('Validacao_KFold_Resultados.csv', index=False, sep=';', decimal=',')

print("Arquivo 'Validacao_KFold_Resultados.csv' gerado.")
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print("\nExpandindo conhecimento (Gerando Grid IA)...")

steps = 25

r_min, r_max = np.min(X_raw, axis=0), np.max(X_raw, axis=0)

x_range = np.linspace(r_min[0], r_max[0], steps)

y_range = np.linspace(r_min[1], r_max[1], steps)

z_range = np.linspace(r_min[2], r_max[2], steps)

grid_pts = [[x, y, z] for x in x_range for y in y_range for z in z_range]

X_grid_real = np.array(grid_pts)

X_grid_norm = normalize_X(X_grid_real)

print("Calculando previsões da IA...")

y_grid_norm = model.predict(X_grid_norm, verbose=0).flatten()

y_grid_real = denormalize_y(y_grid_norm)

print("\nRenderizando gráfico 4D interativo...")

trace_aspen = go.Scatter3d(

x=X_raw[:, 0], y=X_raw[:, 1], z=X_raw[:, 2],

mode='markers', name='Dados Reais (Aspen)',

marker=dict(size=8, color=y_raw, colorscale='Jet', opacity=1.0,

line=dict(width=2, color='DarkSlateGrey'), colorbar=dict(title="xD

(Real)"))

↱

↪

)

trace_ia = go.Scatter3d(

x=X_grid_real[:, 0], y=X_grid_real[:, 1], z=X_grid_real[:, 2],

mode='markers', name='Expansão IA (Soft Sensor)',

marker=dict(size=3.5, color=y_grid_real, colorscale='Jet', opacity=0.3,

symbol='diamond')

↱

↪

)

fig = go.Figure(data=[trace_ia, trace_aspen])

fig.update_layout(

title='<b>Gêmeo Digital de Coluna de Destilação</b>',

scene=dict(xaxis_title='Taxa de Refluxo', yaxis_title='Volatilidade Relativa',

zaxis_title='Número de Pratos', aspectmode='cube'),

margin=dict(r=0, b=0, l=0, t=60), template='plotly_white'

)
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file_out = "Grafico_Final_TCC_Expandido.html"

fig.write_html(file_out)

print(f"Salvando em {file_out} e abrindo no navegador...")

webbrowser.open('file://' + os.path.realpath(file_out))
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Apêndice A.4 — Teste de Robustez ao Ruído

import tensorflow as tf

from tensorflow import keras

from tensorflow.keras import regularizers

import numpy as np

import pandas as pd

import sys

tf.random.set_seed(42)

np.random.seed(42)

class RobustnessCallback(keras.callbacks.Callback):

def __init__(self, x_val, y_val, min_y, max_y):

super().__init__()

self.x_val, self.y_val = x_val, y_val

self.min_y, self.max_y = min_y, max_y

self.hist_2, self.hist_5 = [], []

def on_epoch_end(self, epoch, logs=None):

y_true_real = self.y_val * (self.max_y - self.min_y) + self.min_y

for p, h in zip([0.02, 0.05], [self.hist_2, self.hist_5]):

noise = np.random.normal(0, p, self.x_val.shape)

x_noisy = np.clip(self.x_val + noise, 0, 1)

y_pred = self.model.predict(x_noisy, verbose=0).flatten()

y_pred_real = y_pred * (self.max_y - self.min_y) + self.min_y

h.append(np.mean(np.abs(y_true_real - y_pred_real)))

try:

df = pd.read_excel('Dados_ColDest_ASPEN.xlsx')

except:

sys.exit("Erro: Arquivo de dados não encontrado.")

X_raw, y_raw = df.values[:, 0:3].astype(float), df.values[:, 3].astype(float)

min_X, max_X = np.min(X_raw, axis=0), np.max(X_raw, axis=0)

min_y, max_y = np.min(y_raw), np.max(y_raw)

X_norm = (X_raw - min_X) / (max_X - min_X)

y_norm = (y_raw - min_y) / (max_y - min_y)
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robust_monitor = RobustnessCallback(X_norm, y_norm, min_y, max_y)

model = keras.Sequential([

keras.layers.InputLayer(input_shape=(3,)),

keras.layers.Dense(169, activation='relu',

kernel_regularizer=regularizers.l2(1e-5)),

↱

↪

keras.layers.Dense(169, activation='relu',

kernel_regularizer=regularizers.l2(1e-5)),

↱

↪

keras.layers.Dense(1, activation='sigmoid')

])

model.compile(optimizer=tf.keras.optimizers.Adam(0.0081), loss='mse')

print("Iniciando treinamento com monitoramento de robustez...")

history = model.fit(X_norm, y_norm, epochs=1000, batch_size=256, validation_split=0.2,

callbacks=[robust_monitor], verbose=1)

↱

↪

pd.DataFrame({

'Epoca': range(1, len(history.history['loss']) + 1),

'Erro_MAE_2pct': robust_monitor.hist_2,

'Erro_MAE_5pct': robust_monitor.hist_5

}).to_excel('Analise_Robustez.xlsx', index=False)

print("Arquivo 'Analise_Robustez.xlsx' gerado.")
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Apêndice A.5 — Benchmark: IA vs Metodologia FUG

import pandas as pd

import numpy as np

from scipy import optimize

import sys

print("Carregando dados e calculando volatilidade...")

try:

df = pd.read_excel('Dados_ColDest_ASPEN.xlsx')

except:

sys.exit("Erro: Arquivo de dados não encontrado.")

X_raw, y_raw = df.values[:, 0:3].astype(float), df.values[:, 3].astype(float)

def get_alpha_from_T(T_celsius):

Tk = T_celsius + 273.15

Psat_et = 10 ** (5.37229 - 1670.409 / (Tk - 40.191))

Psat_w = 10 ** (4.6543 - 1435.264 / (Tk - 64.848))

return Psat_et / Psat_w

alphas = get_alpha_from_T(X_raw[:, 1])

ALPHA_MEDIO = np.mean(alphas)

print(f"Alpha Médio: {ALPHA_MEDIO:.4f}")

def solve_fug_point(R_input, N_real_input, alpha, zF=0.40, q=1.15, D_F=0.40):

def underwood_eq(theta):

return (alpha * zF) / (alpha - theta) + (1 - zF) / (1 - theta) - (1 - q)

try:

theta = optimize.brentq(underwood_eq, 1.0001, alpha - 0.0001)

except:

return np.nan

def error_func(xD_guess):

if xD_guess <= zF or xD_guess >= 0.9999: return 1e6

xB = (zF - D_F * xD_guess) / (1 - D_F)

Nmin = np.log((xD_guess / (1 - xD_guess)) * ((1 - xB) / xB)) / np.log(alpha)

Rmin = ((alpha * xD_guess) / (alpha - theta) + (1 - xD_guess) / (1 - theta)) -

1

↱

↪
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X_g = (R_input - Rmin) / (R_input + 1)

if X_g <= 0.01: Y_g = 1.0 - 18.5715 * X_g

elif X_g <= 0.9: Y_g = 0.545827 - 0.591422 * X_g + (0.002743 / X_g)

else: Y_g = 0.16595 - 0.16595 * X_g

return (Nmin + Y_g) / (1 - Y_g) - N_real_input

try:

return optimize.brentq(error_func, zF + 0.01, 0.999)

except:

return zF

y_fug = []

EFICIENCIA = 0.54

print("Iniciando calculo FUG...")

for i in range(len(X_raw)):

res = solve_fug_point(X_raw[i, 0], X_raw[i, 2] * EFICIENCIA, ALPHA_MEDIO)

y_fug.append(res)

if i % 500 == 0: print(f"Progresso: {i}/{len(X_raw)}")

print("Calculo concluido.")
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Apêndice A.6 — Validação Hold-Out

import pandas as pd

import numpy as np

import tensorflow as tf

from tensorflow import keras

from sklearn.model_selection import train_test_split

from sklearn.preprocessing import MinMaxScaler

import os

ARQUIVO_DADOS = 'Dados_ColDest_ASPEN.xlsx'

TEST_SIZE, EPOCHS, N_LAYERS, N_UNITS = 0.20, 200, 2, 169

print(f"--- GERANDO ARQUIVOS DE VALIDAÇÃO (HOLD-OUT) ---")

if os.path.exists(ARQUIVO_DADOS):

df = pd.read_excel(ARQUIVO_DADOS)

else:

print("ERRO: Arquivo de dados não encontrado.")

exit()

data = df.values

X, y = data[:, 0:3].astype(float), data[:, 3].astype(float).reshape(-1, 1)

scaler_x, scaler_y = MinMaxScaler(), MinMaxScaler()

X_scaled = scaler_x.fit_transform(X)

y_scaled = scaler_y.fit_transform(y)

X_train, X_test, y_train, y_test = train_test_split(X_scaled, y_scaled,

test_size=TEST_SIZE, random_state=42)

↱

↪

model = keras.Sequential()

model.add(keras.layers.InputLayer(shape=(3,)))

for _ in range(N_LAYERS):

model.add(keras.layers.Dense(N_UNITS, activation='relu'))

model.add(keras.layers.Dense(1, activation='sigmoid'))

model.compile(optimizer='adam', loss='mse')

history = model.fit(X_train, y_train, epochs=EPOCHS, batch_size=256, verbose=0,

validation_data=(X_test, y_test))

↱

↪
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print("Treinamento concluído.")

pred_scaled = model.predict(X_test)

pred_real = scaler_y.inverse_transform(pred_scaled)

y_test_real = scaler_y.inverse_transform(y_test)

pd.DataFrame({'Real': y_test_real.flatten(), 'Predito':

pred_real.flatten()}).to_csv('holdout.csv', sep=';', decimal='.', index=False)

↱

↪

pd.DataFrame({

'Epoca': range(1, len(history.history['loss']) + 1),

'Erro_Treino': history.history['loss'],

'Erro_Teste': history.history['val_loss']

}).to_csv('holdout_erro.csv', sep=';', decimal='.', index=False)

print("-> Gerados: holdout.csv e holdout_erro.csv")
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