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RESUMO 

Atualmente existe uma demanda crescente por processamento de dados mais rápido 
e eficiente, demanda que também afeta as simulações computacionais. Para atender 
a essa necessidade uma alternativa é o uso de computação paralela no 
desenvolvimento de programas. Das diferentes ferramentas que permitem a aplicação 
de computação paralela, uma das mais conhecidas é a plataforma CUDA, que permite 
utilizar placas de vídeo da empresa NVIDIA para processamento de dados. Para testar 
o efeito da computação em paralelo na performance de uma simulação 
computacional, foi desenvolvida uma simulação em Python de um reator tubular 
encamisado e este foi escrito e executado em forma serial e paralela, utilizando CUDA, 
e na nuvem, utilizando da plataforma Google Colab. Os resultados obtidos evidenciam 
uma grande vantagem no uso de placas de vídeo para processamento em paralelo 
em casos onde exista um grande volume de dados a serem processados, em casos 
em que seja possível paralelizar o programa. Em casos onde um programa é muito 
extenso, sem possibilidade de paralelização, os processadores normais ainda 
apresentam tempos melhores. 

 
Palavras-chave:  simulação; reator; CUDA; computação paralela. 



 

 

ABSTRACT 

Currently, there is a growing demand for faster and more efficient data processing, a 
demand that also affects computational simulations. To meet this need, an alternative 
is the use of parallel computing in program development. Among the different tools that 
allow the application of parallel computing, one of the best known is the CUDA 
platform, which allows the use of NVIDIA graphics cards for data processing. To test 
the effect of parallel computing on the performance of a computational simulation, a 
Python simulation of a jacketed tubular reactor was developed, and this was written 
and executed in both serial and parallel forms, using CUDA and in the cloud using the 
Google Colab platform. The results obtained show a great advantage in using graphics 
cards for parallel processing in cases where there is a large volume of data to be 
processed, and in cases where it is possible to parallelize the program. In cases where 
a program is very extensive, without the possibility of parallelization, normal processors 
still show better times 
 
Keywords:  simulation; reactor; CUDA; parallel computing. 
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1 INTRODUÇÃO 

Os processos industriais são projetados para produzirem produtos desejados 

da maneira mais econômica possível, minimizando o custo e maximizando o produto, 

isso é feito através de uma sequência de diferentes processos que transformam uma 

matéria prima em um produto. Frequentemente, uma das etapas mais importantes 

nessa sequência de processos é um tratamento químico feito em um reator 

(LEVENSPIEL, 1972). 

Dos múltiplos modelos de reatores existentes, um dos mais comuns de uso 

industrial é o reator tubular, que consiste em um tubo onde os reagentes são 

continuamente introduzidos em regime estacionário, e são consumidos conforme 

avançam dentro do reator, sofrendo reações químicas para produzir uma vazão 

constante de um produto (FOGLER, 2002). Segundo Nauman (2001), esse modelo é 

preferido para produções em larga escala, devido a sua facilidade para 

dimensionamento, controle e vazão constante de produtos, características que 

quando combinadas resultam em um custo menor por capacidade de produção. 

Para dimensionar apropriadamente um reator, muitas vezes se utiliza de uma 

simulação, pois assim é possível descobrir as dimensões ideais do equipamento, 

evitando gastos desnecessários (KOMULAINEN et al, 2012). A simulação é um dos 

métodos de pesquisa e gerenciamento de operações mais comuns, se não for o mais 

comum. Simulações computacionais são usadas para reduzir o risco associado com 

sistemas e dar garantia dos resultados esperados. (McHANEY, 2009; SARGENT, 

2013; LAW, 1991). 

Segundo Patterson (2008), existe uma demanda crescente por sistemas 

computacionais com maior velocidade, mas processadores atingiram um limite físico 

de quanta energia pode-se consumir e dissipar, impossibilitando um crescimento em 

sua velocidade de processamento como era possível no passado. 

Para resolver essa questão, novas arquiteturas vêm sendo utilizadas, 

introduzindo paralelismo a um sistema, permitindo que múltiplos núcleos de 

processamento trabalhem para resolver um mesmo problema, levando a maiores 

velocidades de execução, mas sem a necessidade de um processador mais rápido 

(MARTINS; RIBEIRO; RODRIGUEZ, 2001). 

Ao perceber a crescente demanda por capacidade de processamento 

paralelo, a empresa americana NVIDIA, lançou em 2007 a plataforma CUDA, que 
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permitia aos usuários usar a estrutura de uma placa de vídeo para programação e 

execução de cálculos (NVIDIA, 2007). Até então, as placas de vídeo eram dedicadas 

ao processamento de imagens em 3D, essa função já demandava grande capacidade 

de processamento de dados em paralelo. A partir do lançamento da plataforma CUDA, 

essa capacidade de processamento paralelo se tornou disponível a programadores 

que desejam utilizá-la para outros fins além da renderização de imagens. (ZANOTTO; 

FERREIRA; MATSUMOTO, 2019). 

Uma das maneiras de se utilizar a plataforma CUDA é com a linguagem de 

programação Python, que disponibiliza diversas bibliotecas que adicionam 

funcionalidades ao programa. Uma dessas bibliotecas, Numba, permite a execução 

de códigos na linguagem Python usando a estrutura CUDA (BORDIN; SERPA; 

BRANDÃO, 2021; DOGLIO, 2015). 

A plataforma CUDA é compatível somente com placas de vídeo da empresa 

NVIDIA, o que limita a facilidade de acesso a plataforma, mas é possível utilizar 

plataformas de desenvolvimento remoto, como o Google Colaboratory, para se 

desenvolver códigos CUDA, mesmo sem possuir uma placa de vídeo compatível. O 

Google Colaboratory é um serviço do Google que, sem custos financeiros, 

disponibiliza um ambiente de desenvolvimento Python com placas de vídeo 

compatíveis com a plataforma CUDA. Esse serviço possui limites em quais recursos 

estão disponíveis gratuitamente, e estes já são suficientes para testes e 

desenvolvimento de software (GOOGLE, 2017).  

O presente trabalho se propõe a utilizar a capacidade de processamento de 

uma GPU com a estrutura CUDA para acelerar uma simulação de um reator tubular 

escrito em Python no Google Colaboratory. 
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1.1 Objetivos 

1.1.1 Objetivo geral 

Comparar a diferença de desempenho entre uma simulação de um reator 

tubular encamisado desenvolvida de forma serial e paralela. 

1.1.2  Objetivos específicos 

• Demonstrar a aplicação de computação paralela em uma simulação de um 

reator tubular; 

• Analisar o ganho de eficiência computacional da simulação; 

• Determinar o impacto de diferentes situações na velocidade de execução da 

simulação; 

• Avaliar os ganhos e as limitações das ferramentas utilizadas. 
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2 REVISÃO BIBLIOGRÁFICA 

Este capítulo descreve uma breve revisão bibliográfica e teórica sobre 

reatores químicos e seu equacionamento, computação paralela, a tecnologia CUDA e 

a linguagem de programação Python. 

2.1 Reatores químicos 

Os diferentes modelos de reatores químicos podem ser classificados como 

contínuos, semicontínuos ou descontínuos. 

Dos descontínuos, destaca-se o reator em batelada, que não admite entradas 

ou saídas durante o seu funcionamento, estes costumam ser dedicados a produtos 

de pequena escala ou de grande valor agregado, devido a sua baixa produtividade 

por hora de operação (SCHMAL, 2010). 

Os reatores do tipo contínuo costumam ser mais favorecidos para processos 

industriais de larga escala, devido a necessidade de manter a produção em um fluxo 

contínuo. Dentre os reatores contínuos, pode-se destacar três modelos: CSTR, PFR 

e PBR. 

Neste trabalho será definido o reator PFR, que apresenta vazão empistonada 

em regime estacionário, onde sua vazão de entrada e saída é constante, sem 

acúmulos e com uma composição homogênea no eixo axial, o que causa a 

concentração de reagentes e produtos serem dependente apenas da sua posição no 

eixo paralelo ao reator (FOGLER, 2002). 

2.1.1 Balanço de massa em reator tipo PFR  

O dimensionamento de um reator contínuo do tipo PFR inicia-se com um 

balanço de massa onde a entrada, saída e geração de uma espécie é igualada ao seu 

acúmulo, para um volume de controle ΔV, como exemplificado na figura 1: 
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Figura 1 – Equacionamento de um reator PFR 

 

 

 

Fonte: Adaptado de Fogler (2002, p. 12) 

Esta equação, quando montada com relação a uma espécie A fica: 

 

 𝐹0𝐴 −  𝐹𝐴 +  Δ𝐺𝐴 =  
𝑑𝑁𝐴

𝑑𝑡
  (1) 

 

O termo de geração GA corresponde a espécie gerada ou consumida na 

reação em um volume de controle, para um reator contínuo, isso corresponde a: 

 

 Δ𝐺𝐴 =  ∫ 𝑟𝐴 ⋅ 𝑑𝑉
𝑉

0
  (2) 

 

E ao realizarmos o balanço para um volume de controle infinitesimalmente 

pequeno, o termo de geração pode ser escrito como: 

 

 ΔGA =  rA ⋅  ΔV (3) 

 

Para um reator tubular, o acúmulo é zero, então: 

 

 𝐹0A −  FA +  rA ⋅ ΔV =  0 (4) 
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Rearranjando a equação, temos:  

 

 [
FA  − 𝐹0⋅A 

ΔV
]  = rA (5) 

 

Onde o termo entre colchetes se assemelha à definição de derivada. 

Tomando o limite como ΔV tende a zero, podemos escrever o balanço molar como 

(Fogler, 2002): 

 

 
dFA 

dV
 = rA (6) 

 

Sendo volume a área da secção reta do reator multiplicado pela coordenada 

z de posição, temos: 

 

 dV = 𝐴sr ⋅ 𝑑𝑧 (7) 

 

E como a vazão molar de A equivale a vazão volumétrica total multiplicada 

pela concentração molar da espécie A, podemos escrever: 

 

 𝑑𝐹𝐴 = 𝐹 ⋅ 𝑑𝐶𝑎 (8) 

 

Substituindo ambas as equações (7) e (8) na equação (6), obtemos: 

 

 
𝐹⋅𝑑𝐶𝑎

𝐴sr⋅𝑑𝑧
= 𝑟𝐴 (9) 

 

Rearranjando, a equação fornece o comportamento da concentração da 

espécie A ao longo do reator tubular: 

 

 
𝑑𝐶𝑎

𝑑𝑧
=

𝐴sr ⋅𝑟𝐴

𝐹
  (10) 
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Similarmente, são executados os mesmos passos para obter a equação do 

comportamento da concentração ao longo do reator tubular para o componente B 

(OGUNNAIKE et al., 1994): 

 
𝑑𝐶𝑏

𝑑𝑧
=

𝐴sr ⋅𝑟𝐵 

𝐹
 (11) 

 

2.1.2 Cinética química em um reator tubular com temperatura variável 

Para uma reação de conversão A -> B seguida de uma conversão B ->C, a 

equação da taxa de reação, para o componente A, pode ser escrita como: 

 

 𝑟𝐴 =  −𝐴𝑒 ⋅ 𝑒
−𝐸

𝑅⋅𝑇 ⋅ 𝐶𝑎 (12) 

 

Onde a velocidade específica de reação pode ser correlacionada com a 

temperatura pela seguinte equação:  

 

 𝑘(𝑇) = 𝐴𝑒 ⋅ 𝑒
−𝐸

𝑅⋅𝑇 (13) 

 

Para o componente B, que é gerado e consumido: 

 

 𝑟𝐵 =  𝑘 𝐶𝑎 - 𝑘2 ⋅ 𝐶𝑏  (14) 

 

E para o componente C, que é gerado: 

 

 𝑟𝐶 =  𝑘2 ⋅ 𝐶𝑏  (15) 

 

Estas equações nos dão o comportamento da reação conforme a temperatura 

do fluido reativo (FOGLER, 2002). 

 

2.1.3 Balanço de energia em um reator do tipo PFR encamisado em estado 
estacionário 

O balanço de energia dentro do sistema é dado pela combinação da energia 

que entra no volume de controle, energia liberada ou consumida por reações dentro 
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do volume, energia térmica perdida ou ganha pela parede do sistema com o ambiente 

e energia que sai do volume de controle. 

 

Que pode ser escrita como: 

 

 𝐹 ⋅ 𝜌 ⋅ 𝐶𝑝 ⋅ 𝑇|𝑧 − ΔH ⋅ k ⋅ 𝐶𝐴 ⋅ (Δ𝑉) − 𝑈 ⋅ (𝑇 − 𝑇𝑓𝑡) ⋅ (Δ𝐴𝑠) = 𝐹 ⋅ 𝜌 ⋅ 𝐶𝑝 ⋅ 𝑇|z+𝑑𝑧 (16) 

 

Sendo volume a área da secção reta do reator multiplicado pela coordenada 

x de posição, temos: 

 

 ΔV = 𝐴sr⋅ Δ𝑧 (17) 

 

E com a área de superfície de contato com a jaqueta térmica definida por: 

 

 Δ𝐴𝑠 = 2 ⋅  π ⋅ 𝑅𝑡 ⋅  Δ𝑧 (18) 

 

Podemos substituir as equações (16) e (17) na equação (15) para obter: 

 

𝐹 ⋅ 𝜌 ⋅ 𝐶𝑝 ⋅ 𝑇|𝑧 − ΔH ⋅ k ⋅ 𝐶𝐴 ⋅ (𝐴sr ⋅ Δ𝑧) − 𝑈 ⋅ (𝑇 − 𝑇𝑓𝑡) ⋅ (2 ⋅ π ⋅ 𝑅𝑡 ⋅ Δ𝑧) = 𝐹 ⋅ 𝜌 ⋅ 𝐶𝑝 ⋅ 𝑇|𝑧+𝑑𝑧 

  (19) 

 

Isolando os termos F, 𝜌 e 𝐶𝑝, que são constantes, dividindo tudo por Δx e 

rearranjando, temos: 

 

 −ΔH ⋅ k ⋅ 𝐶𝐴 ⋅ (𝐴sr ) − 𝑈 ⋅ (𝑇 − 𝑇𝑓𝑡) ⋅ (2 ⋅ π ⋅ 𝑅𝑡) = [
𝐹⋅𝜌⋅𝐶𝑝⋅𝑇|z+𝑑𝑧− 𝐹⋅𝜌⋅𝐶𝑝⋅𝑇|𝑧

Δ𝑧
]  (20) 

 

Onde podemos observar que o termo em colchetes se assemelha à definição 

de uma derivada. Então podemos escrever: 

 

 
𝑑(𝐹⋅𝜌⋅𝐶𝑝⋅𝑇)

𝑑𝑧
=  −ΔH ⋅ k ⋅ 𝐶𝐴 ⋅ (𝐴sr ) − 𝑈 ⋅ (𝑇 − 𝑇𝑓𝑡) ⋅ (2 ⋅ π ⋅ 𝑅𝑡)  (21) 

 

Onde F, 𝜌  e cp são constantes, então removendo-as da derivada e 

rearranjando a equação, temos: 
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𝑑(𝑇)

𝑑𝑧
=

−ΔH⋅k⋅𝐶𝐴⋅(𝐴sr )−𝑈⋅(𝑇−𝑇𝑓𝑡)⋅(2⋅π⋅𝑅𝑡)

𝐹⋅𝜌⋅𝐶𝑝
 (22) 

 

A equação acima apresenta o comportamento da variação da temperatura ao 

longo do comprimento de um reator tubular encamisado (LUYBEN, 1999). 

 

2.1.4 Balanço de energia na camisa térmica de um reator do tipo PFR coocorrente. 

O balanço de energia pode ser escrito como: 

 

𝐹𝑡 ⋅ 𝜌𝑡 ⋅ 𝐶𝑝𝑡
⋅ 𝑇𝑡|𝑧 + 𝑈 ⋅ (𝑇 − 𝑇𝑓𝑡) ⋅ (Δ𝐴𝑠) − 𝑈𝑡 ⋅ (𝑇𝑓𝑡 − 𝑇𝑎𝑚𝑏) ⋅ (Δ𝐴𝑠,𝑡) = 𝐹𝑡 ⋅ 𝜌𝑡 ⋅ 𝐶𝑝𝑡

⋅ 𝑇𝑡|𝑧+𝑑𝑧

  (23) 

 

Sendo a área de superfície de contato com o meio externo definido por: 

 

 Δ𝐴𝑠,𝑡 = 2 ⋅ π ⋅ 𝑅2 ⋅ Δz (24) 

 

Podemos substituir as equações (18) e (24) na equação (23) para obter: 

 

 𝐹𝑡 ⋅ 𝜌𝑡 ⋅ 𝐶𝑝𝑡
⋅ 𝑇𝑡|𝑧 + 𝑈 ⋅ (𝑇 − 𝑇𝑓𝑡) ⋅ (2 ⋅ π ⋅ 𝑅𝑡 ⋅ 𝑑𝑧) − 𝑈𝑡 ⋅ (𝑇𝑓𝑡 − 𝑇𝑎𝑚𝑏) ⋅ (2 ⋅ π ⋅ 𝑅2 ⋅ 𝑑𝑧) 

 = 𝐹𝑡 ⋅ 𝜌𝑡 ⋅ 𝐶𝑝𝑡
⋅ 𝑇𝑡|𝑧+𝑑𝑧 (25) 

 

Isolando os termos F, 𝜌 e cp, que são constantes, dividindo tudo por Δx e 

rearranjando, temos: 

 

 𝑈 ⋅ (𝑇 − 𝑇𝑓𝑡) ⋅ (2 ⋅ π ⋅ 𝑅𝑡 ) − 𝑈𝑡 ⋅ (𝑇𝑓𝑡 − 𝑇𝑎𝑚𝑏) ⋅ (2 ⋅ π ⋅ 𝑅2)  

 =
𝐹𝑡⋅𝜌𝑡⋅𝐶𝑝𝑡

⋅𝑇𝑡|𝑧+𝑑𝑧− 𝐹𝑡⋅𝜌𝑡⋅𝐶𝑝𝑡
⋅𝑇𝑡|𝑧

Δ𝑧
  (26) 

 

Que pode ser escrita como: 

 

 𝑈 ⋅ (𝑇 − 𝑇𝑓𝑡) ⋅ (2 ⋅ 𝜋 ⋅ 𝑅𝑡 ) − 𝑈𝑡 ⋅ (𝑇𝑓𝑡 − 𝑇𝑎𝑚𝑏) ⋅ (2 ⋅ 𝜋 ⋅ 𝑅2) =
𝑑(𝐹𝑡⋅𝜌𝑡⋅𝐶𝑝𝑡

⋅𝑇𝑡)

𝑑𝑧
  (27) 
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Onde Ft, ρt e Cpt
 são constantes, então removendo-as da derivada e 

rearranjando a equação, temos: 

 

 
𝑑(𝑇𝑡)

𝑑𝑧
=

𝑈(𝑇−𝑇𝑓𝑡)⋅(2⋅𝜋⋅𝑅𝑡 )−𝑈𝑡⋅(𝑇𝑓𝑡−𝑇𝑎𝑚𝑏)⋅(2⋅𝜋⋅𝑅2)

𝐹𝑡⋅𝜌𝑡⋅𝐶𝑝𝑡

  (28) 

 

A equação caracteriza o comportamento da temperatura do fluido térmico 

dentro de uma jaqueta térmica coocorrente ao longo do comprimento de um reator 

tubular. (LUYBEN, 1999) 

 

2.2 Computação paralela 

Um programa de computador é composto por um ou mais processos, em que 

cada processo executa uma ou mais instruções com o objetivo de obter e retornar um 

resultado ao programa. A capacidade de um programa executar processos de maneira 

simultânea é chamada de multiprocessamento (TANENBAUM, 2007). 

O objetivo da paralelização de um programa é obter um aumento de 

desempenho ao permitir que processos sejam executados ao mesmo tempo, 

utilizando vários núcleos de processamento para um mesmo programa. A 

programação paralela indica que o paralelismo é desenvolvido desde o código do 

programa, e não de maneira automática, demandando maior trabalho durante seu 

desenvolvimento, mas podendo levar a uma maior performance (YANO, 2010). 

2.2.1 Compute Unified Device Architecture (CUDA) 

CUDA é uma arquitetura de programação criada pela NVIDIA com o objetivo 

de permitir o uso de placas de vídeo para acelerar cálculos de processos em paralelo. 

Com essa arquitetura as placas de vídeo que antes eram restritas apenas para 

processamento gráfico, se tornaram disponíveis ao uso com propósitos gerais 

(NVIDIA, 2010). 

Uma GPU com a arquitetura CUDA possui milhares de núcleos, onde podem 

ser executados milhares de threads computacionais, cada uma executando tarefas 

independentes (NVIDIA, 2013). Esses núcleos estão distribuídos em vários Streaming 

Multiprocessors (SMs), a quantidade de SMs e threads contida em uma placa de vídeo 

varia dependendo da geração da arquitetura da GPU da NVIDIA (KIRK et al, 2010).  
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Figura 2 - Estrutura da execução de um programa criado para CUDA 

 

Fonte: Fernandez et al. (2013). 

A figura 2 exemplifica a estrutura de execução de um código utilizando a 

arquitetura CUDA, o script, aqui chamado de kernel é criado no processador comum 

do computador, chamado de host. Para sua execução, esse kernel é transmitido a 

placa de vídeo, chamada de device, onde é distribuído através de múltiplas threads 

para sua execução. 

As threads que executam o programa são organizados em warps, que 

funcionam como unidade base para a execução dos processos, atualmente cada warp 

é responsável por 32 threads, os warps são organizados em blocks, que por sua vez, 

são organizados em grids. O tamanho dos grids e blocks pode ser configurado pelo 

programa a ser executado, tanto os grids quanto os blocks podem ser unidimensionais, 

bidimensionais ou tridimensionais, permitindo uma melhor organização e 

gerenciamento dos processos dependendo da necessidade do programa (BORDIN et 

al, 2021). 
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Cada thread funciona de maneira independente, com um identificador interno 

indicando a sua posição dentro dos blocks e do grid, essa independência dificulta o 

compartilhamento de informações entre threads e requer sincronização durante a 

execução dos processos paralelos (BORDIN et al, 2021). 

 

Fonte: Autoria própria (2025) 

Na Figura 3 podemos observar um exemplo de um programa escrito para 

execução em paralelo usando a arquitetura CUDA, o script recebe três vetores (T, P 

e V) onde cada um contém múltiplos valores numéricos e calcula o total da soma de 

cada combinação de valores possíveis, inserindo o resultado na matriz C. O programa 

é definido da linha 1 até a linha 11, os argumentos para execução do programa em 

paralelo são definidos na linha 13 até a linha 23 e o programa é invocado e executado 

com o comando na linha 25. 

2.3 Python 

Python é uma linguagem de programação, utilizada para criar outros 

programas e scripts a partir de uma interface gráfica, ela começou a ser criada em 

1980 por Guido Van Rossum, com o objetivo de criar uma linguagem de programação 

acessível para usuários de computadores que não sabiam programar e que também 

fosse fácil para desenvolver novas ferramentas (VENNERS, 2003). 

Figura 3 - Exemplo de kernel compatível com CUDA escrito em Python e seus argumentos de 
invocação e execução 
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Python é a linguagem de programação mais popular pelo índice TIOBE, com 

um índice de popularidade de 25.35%, o segundo colocado, C++, possui um índice de 

9.94% (TIOBE, 2025). A popularidade do Python pode ser atribuída a sua facilidade 

de aprendizado e uso, versatilidade em suas possíveis aplicações e modularidade de 

suas funções (LUTZ, 2013). 

Python é considerada uma linguagem de alto nível, pois requer um compilador 

antes de ser executado, esse compilador traduz o script do seu formato de texto para 

um formato que a máquina consiga interpretar e executar (LUTZ, 2013). 

A modularidade do Python se deve a existência de bibliotecas, também 

chamadas de pacotes, que são conjuntos de funções pré-programadas que podem 

ser importados pela função import. Essas bibliotecas trazem funções adicionais à 

linguagem de programação, que permitem execução de tarefas mais avançadas ou 

especializadas (LUTZ, 2013). Algumas das principais bibliotecas que serão utilizadas 

neste trabalho são o NumPy e Numba. 

O NumPy é uma biblioteca usada na computação numérica, muito importante 

para a comunidade, frequentemente comparada a uma versão gratuita do Matlab. 

NumPy apresenta ferramentas numéricas para processos mais avançados (LUTZ, 

2013; NUMPY, 2025). Devido a sua popularidade, NumPy frequentemente é um 

requerimento para o uso de outras bibliotecas numéricas. 

O Numba é uma das principais bibliotecas utilizadas neste trabalho, ele foi 

criado por membros da equipe que criou NumPy, sua função original era acelerar a 

execução de funções escritas com Python e NumPy. Esse aumento de performance 

é alcançado por utilizar um compilador JIT (Just-In-Time) que substitui o compilador 

normal do Python, CPython, por um compilador que é capaz de usar as informações 

no código para prever quais tipos de dados e operações serão usadas, levando a uma 

compilação e execução mais rápida. Esse efeito é mais pronunciado na utilização de 

loops que iteram sobre os mesmos dados várias vezes, como ‘while’, ‘if’ ou ‘for’ 

(SMITH, 2015). 

Para o presente trabalho, o Numba será utilizado para criar o código 

compatível com a arquitetura CUDA, pois normalmente esse requer códigos escritos 

em outra linguagem de programação, C, mas a ferramenta Numba é capaz de 

“traduzir” o código Python para um equivalente em C que é compatível com a 

tecnologia CUDA (NUMBA, 2025).  
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3 MATERIAIS E MÉTODOS 

Neste trabalho estão descritos os resultados de um estudo experimental da 

performance de simulações computacionais, estudando o impacto ao se implementar 

código que permite o paralelismo dos processos computacionais, assim como o 

comportamento da simulação com diferentes conjuntos de dados de entrada. 

3.1 Materiais e equipamentos 

3.1.1 Python e Google Colab 

A simulação foi criada utilizando a linguagem de programação Python, e os 

pacotes Numpy e Numba para permitir a compatibilidade com a tecnologia CUDA, 

assim levando ao o paralelismo do programa. 

Como ambiente de desenvolvimento, foi utilizado o Google Colab, este 

permite criação e edição de scripts na nuvem assim como a utilização de hardware 

mais avançado de maneira gratuita. Na figura 4 podemos visualizar a interface normal 

da plataforma Google Colaboratory, quando acessada de um navegador. 

 

Figura 4 - Interface do IDE Google Colaboratory 

Fonte: Autoria própria (2026)  

O Colab apresenta limites de tempo de uso e alocação de recursos para 

usuários do plano gratuito. 



26 

 

Para testes em Hardware locais, o script foi salvo e transferido aos 

computadores, onde foram executados normalmente. 

3.1.2 Sistemas com placa de vídeo Nvidia compatível 

Para a execução paralela do código utilizando a tecnologia CUDA, é 

imprescindível o uso de uma placa de vídeo compatível. Além disso, o sistema deve 

ter os drivers corretos, com um pacote CUDA toolkit e uma versão da biblioteca 

Numba que garante a compatibilidade. 

A lista completa de placas de vídeo compatíveis pode ser consultada na 

documentação do CUDA Toolkit (NVIDIA, 2025), enquanto a compatibilidade com a 

Numba está detalhada em sua documentação específica (NUMBA, 2025). 

Foram utilizados quatro ambientes distintos para o desenvolvimento do 

trabalho:  

• O computador pessoal do autor, um desktop com uma placa de vídeo GeForce 

GTX 1050ti e processador Ryzen 5 3500X; 

• A plataforma Google Colaboratory, que dispõem, no ambiente de execução 

T4, de forma gratuita, mas limitada, uma placa de vídeo Tesla T4 e 

processador Intel Xeon; 

• Computadores do laboratório H005 da UTFPR campus Ponta Grossa, que 

possuem a placa de vídeo GeForce RTX 4060 além dos processadores Ryzen 

7 5700G e Ryzen 7 8700G. 

Na tabela 1 podemos observar as especificações dos dispositivos testados: 

 

Tabela 1 - Velocidades e número de núcleos dos dispositivos testados 

Dispositivo Velocidade de cada núcleo Número de núcleos 

Intel Xeon 2 GHz 1 

AMD Ryzen 5 3500X 3,6 GHz 6 

AMD Ryzen 7 5700G 3,8 GHz 8 

AMD Ryzen 7 8700G  4,2 GHz 8 

NVIDIA GeForce GTX 1050 Ti 1,29 GHz 768 

NVIDIA Tesla T4 1,59 GHz 2560 

NVIDIA GeForce RtX 4060 1,83 GHz 3072 

Fonte: Autoria própria (2026) 
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3.2 Métodos 

3.2.1 Descrição do problema 

Inicialmente, foi elaborado um modelo de simulação que opera em modo 

serial, sem a aplicação de técnicas de paralelismo para sua execução. Essa simulação 

foi criada com base em um problema apresentado durante as aulas de Análise E 

Simulação De Processos, que foi baseada no livro Process Modeling, Simulation, and 

Control for Chemical Engineers de William L. Luyben. 

O problema descreve um reator tubular tipo PFR operando em regime 

permanente, equipado com uma jaqueta térmica. No interior do reator, o reagente A é 

convertido no componente B, que, por sua vez, pode sofrer uma segunda reação para 

gerar o componente C. O produto de interesse é o componente B. 

As reações envolvidas apresentam constantes de equilíbrio e calores de 

reação distintas, o que estabelece o controle de temperatura como um fator crítico 

para a produtividade e otimização do processo. 

Para as constantes do problema, foram utilizados: 

• Tamanho do reator, L=10 m; 

• Vazão do líquido reativo, F=0,1 m3 s-1; 

• Calor da reação 1, ∆H1=-69780 J mol-1; 

• Calor da reação 2, ∆H2=76758 J mol-1; 

• Fator pré-exponencial da Equação de Arrhenius, Aa=7,08 x 1010 h-1; 

• Energia de ativação, Ea=67454 J mol-1; 

• Constante dos gases, Ra=8,3144621 J K-1 Mol-1; 

• Calor específico do líquido reativo, cp=3140,1 kJ kg-1 K-1; 

• Densidade do líquido reativo, ρ=0,8 kg L-1  

• Calor específico do líquido refrigerante, cpj=4186,8 kJ kg-1 K-1; 

• Densidade do líquido refrigerante, ρj=1 kg L-1; 

• Concentração inicial do componente A, Ca0=1 mol L-1; 

• Concentração inicial do componente B, Cb=0,0 mol L-1; 

• Concentração inicial do componente C, Cc=0,0 mol L-1; 

• Área interna do reator, A=0,1 m²; 

• Raio externo do reator, Rt=0,2 m; 

• Raio da casca térmica, Rt,2=0,3 m; 
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• Fator de troca térmica entre o reator e a casca térmica, U=252,2 W m-2; 

• Fator de troca térmica entre a casca térmica e o ambiente externo, U2=472 W 

m-2. 

O resultado obtido a partir da simulação é o valor da concentração do 

componente B na saída do reator, Cb. 

3.2.2 Desenvolvimento da função geradora das variáveis 

Para o desenvolvimento da simulação, foi primeiramente necessário criar uma 

função dedicada à geração das variáveis de entrada. O programa apresenta cinco 

variáveis de controle, que afetam o desempenho do processo: 

• Temperatura de entrada do fluido reativo, T0; 

• Temperatura de entrada do fluido na jaqueta térmica, T2,0; 

• Vazão de entrada do fluido na jaqueta térmica, F2,0; 

• Temperatura ambiente, Tamb; 

• Tamanho dos volumes de controle para cálculo, dx. 

As quatro primeiras variáveis (T0, T2,0, F2,0, e Tamb) afetam o resultado final da 

simulação, elas são geradas por uma função que gera uma quantidade de pontos 

requerida dentro de uma faixa com um máximo e mínimo especificado. Os limites 

utilizados foram os seguintes: 

• T0, de 288 K a 300 K; 

• T2,0, de 260 K a 280 K; 

• F2,0, de 0,8 m3 s-1 a 0,11 m3 s-1; 

• Tamb, de 294 K a 300 k. 

A partir dos valores gerados, é construído um arranjo que lista cada 

combinação possível de valores para as quatro variáveis de entrada. 

Este procedimento tem como finalidade permitir a modificação dinâmica do 

tamanho do conjunto de dados de entrada, ajustando, consequentemente, a 

possibilidade de paralelismo durante a execução da simulação. 

A função também realiza a pré-alocação de uma variável para armazenar os 

resultados das simulações, ela é criada a partir do tamanho do conjunto de variáveis. 

Isso é necessário devido a operação em paralelo ter dificuldade de criar seu próprio 

conjunto de resultados, apenas modificando e retornando um conjunto previamente 

dimensionado. 
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A quinta variável, dx, altera o tamanho de cada volume de controle, causando 

mudanças no desempenho da simulação. Para valores menores, se ob um cálculo 

com resultado mais preciso, mas que demanda maior tempo de processamento. Essa 

variável será usada para que a simulação possua um caso de serialização forçada, 

onde o paralelismo não afeta seu desempenho. 

3.2.3 Criação do modelo serial da simulação 

O modelo serial foi criado com o objetivo de ser utilizado como um referencial 

para avaliar o efeito da computação paralela na velocidade de execução da simulação. 

A simulação utiliza dos valores de entrada criados na função geradora, e itera 

sobre cada uma das combinações de variáveis, para obter o valor final de Cb para 

aquela combinação de T0, Tamb, T2,0 e F20. Ela utiliza equações análogas às 

apresentadas anteriormente na seção 2.1., calculando os valores de k1, k2, Ca, Cb, 

Cc, T2, e T para cada volume de controle e então prosseguindo para o próximo volume 

de controle, onde o cálculo é repetido, utilizando-se dos valores calculados 

anteriormente como valores de entrada. Este processo se repete até o último volume 

de controle, onde o valor final é considerado o de saída do reator. 

A biblioteca Numba será necessária para o uso da plataforma CUDA, e por 

consequência o uso das placas de vídeo para a paralelização da simulação, mas ela 

também modifica a velocidade de execução do processo sem a utilização de 

paralelismo, pois sua função original era otimizar a velocidade de algoritmos 

computacionais em Python, portanto foi necessário aplicá-lo também no modelo serial, 

para ser possível isolar e avaliar o efeito da computação paralela na velocidade de 

execução do programa. Para isso, a simulação foi escrita no formato de função com 

o decorador ‘@njit’ no topo. 

3.2.4 Criação do modelo em paralelo usando CUDA 

A partir do modelo criado no passo anterior, foi criado um modelo utilizando 

paralelização para permitir a execução do programa com uso da tecnologia CUDA. 

Essa paralelização foi feita ao se adaptar o código de forma que cada núcleo 

dentro da GPU fosse responsável por executar uma combinação única de valores de 

T0, Tamb, T2,0 e F20. 
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Uma das primeiras adaptações necessárias foi a implementação de um novo 

indexador, pois cada núcleo na placa de vídeo opera independentemente dos outros, 

inibindo a utilização de um indexador global para iteração da simulação sobre os 

pontos de entrada. Para corrigir isso foi utilizado da coordenada de localização de 

cada thread ativa, que é obtido ao se invocar a função ‘cuda.grid’, como um indexador 

e removendo a função de iteração ‘while’ que foi utilizada no modelo original. 

Uma segunda adaptação necessária para o código paralelizado é a definição 

da extração dos dados. Isso é necessário devido ao fato de o código estar rodando 

na placa de vídeo, onde ela requer a instrução explícita de onde os resultados da 

simulação devem ser inseridos e em quais locais da placa de vídeo esse resultado 

deve ser obtido, para evitar erros. Isso é feito com uma função de comparação ‘if i < 

variaveis.shape[0]’ que compara se a coordenada de localização do processo 

pertence ao programa sendo executado, e se sim, insere o valor final no arranjo de 

dados dos resultados. 

A adaptação final foi a introdução de pontos de sincronização, que garante 

que todos os processos paralelos tenham atingido o mesmo ponto de execução antes 

de prosseguir com sua execução, isso é necessário para evitar “condições de corrida”, 

onde uma das tarefas é completa e imediatamente envia seus resultados, encerrando 

a execução do programa apesar das outras tarefas paralelas ainda estarem 

pendentes, essa adaptação é feita ao se adicionar a função ‘cuda.syncthreads()’ 

depois do final do cálculo e depois da extração de dados. 

3.2.5 Execução das simulações e comparação da performance 

Para a execução das simulações, primeiramente executa-se a função que 

gera o conjunto de variáveis de entrada com o número de pontos desejados para cada 

variável, como por exemplo, ‘dados(2,2,2,2)’ para 2 pontos em cada uma das 4 

variáveis. Ambos modelos necessitam do conjunto de dados gerados, o conjunto vazio 

onde serão armazenados os resultados e o tamanho desejado da variável dx como 

argumentos de execução na sintaxe da função. 

Para a execução da simulação em paralelo, é necessário configurar valores 

de threads por bloco e blocos por grids, esses são utilizados para uma melhor 

distribuição do processo pelos chips que compõem a placa de vídeo, para este 

trabalho, foi definido 32 threads por bloco de execução e uma quantidade de blocos 

por grid variável dependendo do volume de dados de entrada. 
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Também é necessária uma primeira execução das funções antes da medição 

dos tempos, pois o método que a biblioteca Numba utiliza para aumentar a velocidade 

de execução incorpora um processo de compilação inicial às funções, essa primeira 

execução é feita fora do loop que registra as medidas de tempo. 

A comparação das velocidades é feita utilizando-se o módulo ‘time()’, que 

salva o momento quando ele foi executado a uma variável, em segundos. Usando 

este módulo, pode-se determinar o tempo que cada função demora para sua 

execução completa ao se tirar a diferença de tempo do momento antes e depois da 

execução. 

Os testes são executados por duas funções de repetição ‘for’, que executam 

ambos modelos da simulação com as mesmas variáveis, registram o tempo de 

execução e então geram um novo caso para testes. 

A medição dos tempos foi feita em cinco amostras para cada caso, medindo 

o tempo de execução no processador e na placa de vídeo, com sua média e desvio 

padrão sendo exibida ao usuário e resultado final salvo como arquivo .csv.  

Foram comparados dois casos, o primeiro testou o comportamento das 

simulações conforme aumenta-se o volume de dados de entrada, de 32 pontos de 

dados até 8192.  

No segundo caso, foi testado o tempo de execução para uma simulação mais 

extensa, por meio da diminuição do tamanho de volumes de controle, que leva a uma 

quantidade maior de volumes para completar a simulação de um reator de mesmo 

tamanho, esse estudo foi feito de 1000 até 10000000 volumes de controle. Mesmo 

neste caso, ainda foram executados o processamento de 32 pontos de dados 

diferentes, pois esse é o mínimo que as placas de vídeo aceitam sem apresentarem 

problemas. 

Deve-se ressaltar que para a execução no Google Colab, é necessário linhas 

de código extras, inseridas no início do programa, para correção de bugs da 

plataforma. Essas linhas são desnecessárias para execuções do programa em 

máquinas locais, e possivelmente também serão desnecessárias no Google Colab 

futuramente quando os bugs forem corrigidos. 
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Fonte: Autoria própria (2026) 

A figura 5 demonstra como o programa apresenta seus resultados quando 

executado, indicando o número de pontos demandados da simulação, o número de 

volumes de controle usados para o cálculo da simulação do reator e o tempo 

necessário para a execução completa do teste utilizando a CPU ou a GPU. 

O script, em Python, do programa final se encontra no apêndice A. 

3.2.6  Demonstração da geração de uma curva de operação utilizando computação 
paralela 

Para demonstrar a aplicação dos métodos descritos neste trabalho, foi 

desenvolvido um programa que, utilizando computação paralela na nuvem, gera um 

mar de dados provenientes da simulação do reator, filtra esses dados por um valor de 

conversão desejado e exibe em um gráfico 3d o ponto compatível encontrado assim 

como a curva de operação para alcançar o ponto final desejado. Para esse objetivo, 

a geração do arranjo de dados foi limitada a 280K como valor de temperatura 

ambiente, com as outras variáveis, usando 80 pontos para cada. A varredura pelos 

resultados da simulação é feita para se obter um valor de conversão de 0.2418, 

definida como a variável ‘Alvo’. O tempo para execução da demonstração é medido e 

exibido pelo algoritmo, assim como as variáveis que resultam no ponto mais próximo 

da conversão alvo requerida. O gráfico de pontos é gerado pela biblioteca matplotlib. 

O código desenvolvido para esta demonstração se encontra no apêndice B.  

Figura 5 - Exemplo de resultado apresentado pelo programa 
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4 RESULTADOS E DISCUSSÕES 

4.1 Caso 1 - Efeito do volume de dados no tempo de execução 

Nas tabelas 2 e 3 abaixo segue os resultados obtidos em cada dispositivo, 

com os tempos de execução em segundos: 

 

Tabela 2 - Resultados do primeiro caso para CPUs testadas 

Número de 
pontos 

CPU Utilizada 

Intel Xeon Ryzen 5 3500X Ryzen 7 5700G Ryzen 7 8700G 

Média σ Média σ Média σ Média σ 

32 0,1078 0,0038 0,0982 0,0004 0,0737 0,0006 0,0644 0,0013 

64 0,2105 0,0028 0,1986 0,0024 0,1468 0,0005 0,1246 0,0006 

128 0,4215 0,0037 0,3949 0,0027 0,2964 0,0028 0,2493 0,0004 

256 0,8517 0,0134 0,7868 0,0023 0,5889 0,0006 0,4987 0,0005 

512 1,6945 0,0269 1,5769 0,0065 1,1807 0,0078 0,9973 0,0003 

1024 3,3860 0,0459 3,1444 0,0055 2,3449 0,0071 1,9947 0,0004 

2048 6,8236 0,1738 6,3227 0,0471 4,6599 0,0314 4,0072 0,0253 

4096 13,4722 0,0330 12,6160 0,0612 9,2342 0,0072 8,0078 0,0317 

8192 27,0146 0,0753 25,1706 0,0645 18,4845 0,0209 15,9693 0,0017 

Fonte: Autoria própria (2026)  

Tabela 3 - Resultados do primeiro caso para GPUs testadas 

Número de 
pontos 

GPU utilizada 

Tesla T4 1050ti 4060 

Média σ Média σ Média σ 

32 0,1459 0,0003 0,1440 0,0008 0,0873 0,0016 

64 0,1457 0,0001 0,1456 0,0010 0,0872 0,0006 

128 0,1460 0,0002 0,1446 0,0015 0,0871 0,0008 

256 0,1461 0,0003 0,1573 0,0012 0,0968 0,0199 

512 0,1709 0,0419 0,1574 0,0010 0,1049 0,0337 

1024 0,1709 0,0543 0,2282 0,0008 0,2536 0,0557 

2048 0,1709 0,0069 0,3381 0,0007 0,2759 0,1001 

4096 0,2745 0,0006 0,6799 0,0080 0,3617 0,0307 

8192 0,4803 0,0004 1,3621 0,0809 0,3324 0,0288 

Fonte: Autoria própria (2026)  

 



34 

 

Os resultados podem ser visualizados na figura 6, com triângulos indicando 

as CPUs e quadrados as placas de vídeo: 

 

Figura 6 - Gráfico com os resultados para o primeiro caso 

 
Fonte: Autoria própria (2026)  

Esse primeiro teste comparou o comportamento das simulações conforme 

aumenta-se o volume de dados de entrada, de 32 pontos de dados até 8192. Os 

valores de tempo de execução são uma média de 5 testes, com seus valores em 

segundos. 

Pode-se observar uma clara diferença entre a performance dos 

processadores e das placas de vídeo, onde as GPUs lidam com um volume de dados 

maior com facilidade, enquanto as CPUs apresentam um crescimento de tempo linear 

conforme o volume de dados aumenta. 

Essa superioridade advém da arquitetura intrínseca das placas de vídeo, que 

são projetadas para o processamento massivo de dados em paralelo. Embora a 

velocidade de clock e a capacidade individual de cada núcleo computacional da GPU 

sejam inferiores às de uma CPU convencional, como descrito na tabela 1 da seção 

3.1.2, as GPUs compensam essa diferença por possuírem centenas ou milhares de 
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núcleos. Tal capacidade permite o processamento simultâneo de um volume de dados 

significativamente maior. 

Incluso nos tempos de execução dos códigos em CUDA está um overhead do 

tempo de transferência do arranjo de dados de entrada até a GPU e da transferência 

dos resultados até a CPU para exibição ao usuário. Isso é inerente ao uso de GPUs 

para processamento de dados, e adiciona um tempo extra para a execução completa 

do programa. 

É relevante notar que, durante os testes com volumes de dados reduzidos, a 

plataforma CUDA emite alertas de subutilização da GPU, como exemplificado na 

figura 7. Este fato reforça a conclusão de que as GPUs são desenvolvidas e 

otimizadas para a execução de grandes volumes de processos paralelos. 

 

Figura 7 - Exemplo de mensagem de erro de subutilização 

Fonte: Autoria própria (2026) 

Dentre os processadores, o que apresentou melhor performance foi o Ryzen 

7 8700G, isso se deve ao fato da sua maior velocidade de processamento e maior 

quantidade de núcleos quando comparado com os outros processadores. 

Adicionalmente, verifica-se que o processador disponibilizado no ambiente 

Google Colaboratory, Intel Xeon, apresenta a performance mais baixa entre todos os 

dispositivos avaliados. 

Este resultado é coerente com a natureza da plataforma, que aloca recursos 

de forma dinâmica e com baixa prioridade para os usuários do plano gratuito. 

Consequentemente, a performance registrada é significativamente inferior àquela 

seria esperada de um hardware moderno operando com recursos dedicados. 

(GOOGLE, 2017). 

Quando isolados os resultados das placas de vídeo, podemos observar seu 

comportamento com mais detalhes na figura 8. 
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Figura 8 - Gráfico com os resultados para o primeiro caso, apenas GPUs. 

 

Fonte: Autoria própria (2026) 

Para baixos volumes de dados, as placas de vídeo apresentam 

comportamento semelhante, mas conforme a quantidade de dados aumenta, é clara 

a diferença de performance entre os dispositivos. 

A maior variável que influenciou a performance das placas de vídeo é o 

número de núcleos, onde uma placa com uma menor quantidade de núcleos atinge o 

limite de sua capacidade de processamento paralelo mais rapidamente, precisando 

executar a simulação do conjunto de dados em lotes separados para completar a 

execução do programa. 

É interessante observar a performance da 1050ti, um dispositivo de 2016, 

quando comparado com os dispositivos mais novos como a Tesla T4, lançada em 

2018 e a 4060, lançada em 2023. Em volumes de dados relativamente baixos 

(próximos a 1.000 pontos de dados), ela demonstra um desempenho comparável ao 

de dispositivos mais modernos. Este comportamento pode ser atribuído à evolução 

da arquitetura de GPUs ao longo dos anos, onde modelos mais recentes, embora 

possuam núcleos de processamento significativamente mais potentes e em maiores 

quantidades, possuem limites máximos mais baixos de blocos e threads ativas para 

cada um de seus multiprocessadores, permitindo que placas mais antigas, mas com 

limites maiores, executem mais processos ao mesmo tempo em seus processadores. 
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Os resultados provenientes da execução nas placas de vídeo podem 

apresentar uma grande variância devido a uma multitude de fatores externos, como 

uso por outros processos além da simulação. 

Também podemos observar mais uma vez, a limitação da plataforma Google 

Colab, responsável pela GPU Tesla T4, que apresenta baixa performance devido a 

sua baixa prioridade na alocação de recursos a usuários gratuitos. 

4.2 Caso 2 - Efeito do tamanho do processo no tempo de execução 

Seguem na tabela 4 e 5 os resultados obtidos, com resultados em segundos: 

 

Tabela 4 - Resultados do segundo caso para CPUs testadas 

Volumes de 
controle 

CPU 

Intel Xeon Ryzen 5 3500X Ryzen 7 5700G Ryzen 7 8700G 

Média σ Média σ Média σ Média σ 

1000 0,0005360 0,0000083 0,0010002 0,0000003 0,0005998 0,0004897 0,0008002 0,0004001 

10000 0,0052240 0,0000457 0,0098022 0,0004001 0,0062062 0,0003972 0,0071025 0,0004892 

100000 0,0520957 0,0002100 0,0988421 0,0016367 0,0623280 0,0004421 0,0722398 0,0002764 

1000000 0,5242029 0,0035023 0,9897088 0,0033682 0,6247624 0,0021297 0,7211927 0,0005104 

10000000 5,2669654 0,0434994 9,8765193 0,0620454 6,2489622 0,0256441 7,2424916 0,0630222 

Fonte: Autoria própria (2026)  

Tabela 5 - Resultados do segundo caso para GPUs testadas 

Volumes de 
controle 

GPUs 

Tesla T4 1050ti 4060 

Média σ Média σ Média σ 

1000 0,0069251 0,0003791 0,0050012 0,0008946 0,0125037 0,0004476 

10000 0,0614529 0,0004555 0,0400091 0,0006327 0,0295078 0,0375122 

100000 0,5993855 0,0067561 0,1855059 0,0330985 0,0886552 0,0042467 

1000000 5,9479120 0,0616025 1,4731452 0,0167364 0,8557739 0,0006047 

10000000 59,1305670 0,5486788 14,6324672 0,1619700 8,9504968 0,2817100 

Fonte: Autoria própria (2026)  

Neste segundo caso, foi modificado o tamanho dos volumes de controle 

utilizados no cálculo da simulação do reator, essa diminuição leva a uma quantidade 

maior de volumes, e por consequência, de cálculos, para completar a simulação de 

um reator de mesmo tamanho, esse estudo foi feito de 1000 até 10000000 volumes 

de controle. Os valores obtidos são a média de 5 testes, com resultados em segundos. 
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A figura 9 abaixo demonstra os resultados de forma gráfica, com triângulos 

indicando as CPUs e quadrados as placas de vídeo: 

 

Fonte: Autoria própria (2026) 

Observa-se que, inicialmente, a performance de todos dispositivos é 

semelhante, mas conforme aumenta-se o processamento necessário para cada 

simulação, devido ao aumento do número de cálculos necessários para completar a 

simulação, os dispositivos com maior velocidade apresentam um comportamento 

melhor.  

Como indicado na tabela 1 da seção 3.1.2, a velocidade de processamento 

de cada núcleo em uma CPU costuma ser maior que a velocidade de um núcleo em 

uma GPU e os resultados confirmam o impacto dessa diferença. Em situações onde 

cada simulação requer maior processamento, os processadores terão uma melhor 

performance do que as placas de vídeo. 

É relevante destacar que, para a realização deste teste, o volume mínimo de 

dados empregado foi de 32 pontos, já que esse é o valor mínimo de processos para 

a operação estável da plataforma CUDA. Embora este volume possa ter conferido 

Figura 9 - Gráfico demonstrando resultados do segundo caso.  
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uma ligeira vantagem de paralelismo às GPUs, visto que nenhuma das CPUs 

avaliadas possuía mais de 8 núcleos, essa vantagem não foi suficiente para alterar as 

conclusões centrais do estudo. 

Novamente, foram evidentes as limitações do ambiente Google Colaboratory, 

que é responsável pela placa de vídeo Tesla T4, que apresenta a pior performance 

dentre os dispositivos testados, o que é uma consequência direta da política de 

alocação de recursos adotada para usuários do plano gratuito. Adicionalmente, 

identificou-se outra limitação durante esse estudo, o tempo de execução máximo 

permitido, programas que demandam um tempo de processamento excessivo tem sua 

execução interrompida, o que impediu testes de com processos substancialmente 

maiores que os apresentados. 

4.3 Demonstração de geração de curva de operação usando computação 
paralela na nuvem 

O gráfico gerado pelo programa se encontra na figura 10, com o ponto final 

encontrado pela varredura indicado pelo símbolo de estrela e a escala de cores 

indicando a concentração de saida do componente B: 

Fonte: Autoria própria (2026) 

Figura 10 - Curva de operação gerada por computação paralela na nuvem 
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A curva de operação foi gerada com um ponto inicial onde a temperatura de 

entrada da jaqueta é 297,7215 K, vazão de entrada da jaqueta de 0,1 m³/s e 

temperatura de entrada do líquido reativo de 291,8987 K. O ponto inicial foi escolhido 

arbitrariamente, apenas com o objetivo demonstrativo do funcionamento do programa, 

enquanto o formato da curva foi escolhido com o objetivo de evitar uma mudança 

muito repentina nas condições de funcionamento do reator. 

A curva de operação foi gerada na nuvem, utilizando a plataforma Google 

Colab, e com aplicação do método de programação paralela, com a plataforma CUDA. 

A demonstração foi executada em 0,6834 segundos, gerando e simulando 

512 mil combinações de temperatura de entrada do líquido reativo, temperatura de 

entrada da jaqueta térmica e vazão de entrada da jaqueta térmica, isso para uma 

temperatura ambiente de 280 K. A figura 11 contém os resultados conforme o 

algoritmo apresenta.  

Fonte: Autoria própria (2026) 

A varredura procurou pelo ponto com conversão de saída mais próxima de 

0,2418 possível, encontrando o ponto onde a temperatura entrada da jaqueta é de 

296,2025 K, vazão de entrada da jaqueta de 0,1569 m³ e temperatura de entrada do 

líquido reativo de 299,7468 K. O tempo de execução varia grandemente devido à 

instabilidade e recursos disponíveis na plataforma Google Colab, assim como o tempo 

extra de compilação em sua primeira execução, podendo resultar em um atraso de 

até 2 segundos, mas mesmo com essas considerações, o resultado ainda é 

satisfatório, gerando e processando um grande volume de dados em pouco tempo. 

  

Figura 11- Registro de saída do programa de geração da curva de operação 
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5 CONSIDERAÇÕES FINAIS 

O presente trabalho alcançou seu objetivo principal de desenvolver e avaliar 

a utilização da arquitetura de Computação Paralela (CUDA/Numba) para uma 

simulação de um reator PFR.  

Os resultados obtidos demonstram de forma inequívoca o ganho de 

desempenho proporcionado pela paralelização do modelo. Ao distribuir o cálculo da 

simulação por meio da GPU, foi possível reduzir o tempo de execução em ordens de 

magnitude, chegando a diferenças de 56 vezes mais rápido quando comparadas a 

performance nos dispositivos da plataforma Google Colab. Este sucesso valida a 

premissa de que a computação paralela é uma ferramenta essencial para viabilizar a 

geração online de curvas de operação. Mas também foi observado as desvantagens 

da aplicação de computação paralela quando se exige um processamento mais 

robusto (número elevado de volumes de controle). 

A capacidade de gerar estas curvas de operação em um tempo extremamente 

reduzido abre caminho para a implementação de estratégias de controle avançadas, 

onde a agilidade na predição do comportamento do sistema é crucial. Ao fornecer 

dados preditivos em tempo hábil, a metodologia proposta transforma um modelo 

complexo, que seria inviável em um ciclo de controle padrão, em uma ferramenta 

robusta e prática para a operação de reatores químicos. 

O estudo também alcançou seu objetivo de demonstrar o uso da plataforma 

Google Colab para o desenvolvimento do algoritmo na nuvem. A plataforma 

demonstrou suas limitações, performance imprevisível, bugs e limites de utilização, 

mas também demonstrou que é uma ótima plataforma para prototipagem e testes, 

possibilitando trabalho com Hardware de custo elevado de forma gratuita e remota. 

Sem essa plataforma, esse trabalho teria sido feito com grandes dificuldades. 
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APÊNDICE A - Código Python da simulação nos modelos seriais e paralelo, 
medição de tempo de execução. 
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"""TCC - Final 

 

Automatically generated by Colab. 

 

Original file is located at 

    

https://colab.research.google.com/drive/17DaOcEKShCuHaIEIukfGx2ymg8aokQBF 

""" 

import numpy as np 

from numba import njit 

from numba import cuda 

import math 

import time 

 

def dados(Tjsamples,Fjsamples,Tsamples,Tambsamples): 

 

  global entrada, conv_linear, pontos, conv_paralelo 

 

  #Temperatura entrada jaqueta, em K 

  Tji=260 # Limite Inferior 

  Tjf=280 # Limite Superior 

  #Vazão entrada liquido jaqueta, em m³ 

  Fji=0.08 # Limite Inferior 

  Fjf=0.11 # Limite Superior 

  #temperatura liquido reativo, em K 

  Ti=288 # Limite Inferior 

  Tf=300 # Limite Superior 

  #temperatura ambiente, em K 

  Tambi=294 # Limite Inferior 

  Tambf=300 # Limite Superior 

 

  #Gerando as faixas de valores, dado limites e quantidade de valores 

requeridas 

  Tj_range=np.linspace(Tji, Tjf, Tjsamples) 

  Fj_range=np.linspace(Fji, Fjf, Fjsamples) 

  T_range=np.linspace(Ti, Tf, Tsamples) 

  Tambi_range=np.linspace(Tambi, Tambf, Tambsamples) 

 

  #Combinando as faixas em um só array de dados, composto de todas as 

combinações possiveis de pontos. 

  entrada = 

np.array(np.meshgrid(Tj_range,Fj_range,T_range,Tambi_range)).T.reshape(-1, 

4) 

 

  pontos=len(entrada) #medindo tamanho final do array de entrada 

 

  conv_linear=np.zeros((pontos,1)) 

  conv_paralelo=np.zeros((pontos,1)) 

 

@njit 

def reator_linear(variaveis,conv,dx): 

 

  i=0 

  while i < len(variaveis): 

 

    L=10 

    F=0.1 

 

    T20=variaveis[i,0] 

    Fj=variaveis[i,1] 
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    T0=variaveis[i,2] 

    Tamb=variaveis[i,3] 

 

    deltaH1=-69780 

    deltaH2=76758 

 

    Aa=7.08e10 

    Ea=67454 

    Ra=8.3144621 

 

    cp=3140.1 

    ro=0.8 

    cpj=4186.8 

    roj=1 

 

    Ca0=1 

    Cb=0.0 

    Cc=0.0 

 

    A=0.1 

    Rt=0.2 

    Rt2=0.3 

    U=252.2 

    U2=472 

 

    Ca=Ca0; 

 

    T=T0 

    T2=T20 

 

    pos=0 

    while pos < L: 

      k1=(Aa)*math.exp(-Ea/(Ra*T)) 

      k2=0.85*k1; 

      dCadx=-(A/F)*(k1*Ca) 

      dCbdx=(A/F)*(k1*Ca)-(A/F)*k2*Cb 

      dCcdx=(A/F)*k2*Cb; 

      dTdx=-(deltaH1*A*k1*Ca)/(F*ro*cp)-(deltaH2*A*k2*Cb)/(F*ro*cp)-

( (2*3.1416*U*Rt)/(F*ro*cp) ) * (T-T2); 

      dT2dx=((2*3.1416*U*Rt)/(Fj*roj*cpj) ) * (T-T2) -

( (2*3.1416*U2*Rt2)/(Fj*roj*cpj) ) * (T2-Tamb) ; 

      Ca=Ca+dCadx*dx 

      Cb=Cb+dCbdx*dx 

      Cc=Cc+dCcdx*dx; 

      T=T+dTdx*dx 

      T2=T2+dT2dx*dx 

      pos=pos+dx 

    conv[i,0]=Cb 

    i=i+1 

  return conv 

 

@cuda.jit 

def conv_cuda(variaveis,conv,dx): 

 

  i=cuda.grid(1) 

  L=10 

  F=0.1 

 

  T20=variaveis[i,0] 

  Fj=variaveis[i,1] 

  T0=variaveis[i,2] 
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  Tamb=variaveis[i,3] 

 

  deltaH1=-69780 

  deltaH2=76758 

 

  Aa=7.08e10 

  Ea=67454 

  Ra=8.3144621 

 

  cp=3140.1 

  ro=0.8 

  cpj=4186.8 

  roj=1 

 

  Ca0=1 

  Cb=0.0 

  Cc=0.0 

 

  A=0.1 

  Rt=0.2 

  Rt2=0.3 

  U=252.2 

  U2=472 

 

  Ca=Ca0; 

 

  T=T0 

  T2=T20 

 

  pos=0 

  while pos < L: 

    k1=(Aa)*math.exp(-Ea/(Ra*T)) 

    k2=0.85*k1; 

    dCadx=-(A/F)*(k1*Ca) 

    dCbdx=(A/F)*(k1*Ca)-(A/F)*k2*Cb 

    dCcdx=(A/F)*k2*Cb; 

    dTdx=-(deltaH1*A*k1*Ca)/(F*ro*cp)-(deltaH2*A*k2*Cb)/(F*ro*cp)-

( (2*3.1416*U*Rt)/(F*ro*cp) ) * (T-T2); 

    dT2dx=((2*3.1416*U*Rt)/(Fj*roj*cpj) ) * (T-T2) -

( (2*3.1416*U2*Rt2)/(Fj*roj*cpj) ) * (T2-Tamb) ; 

    Ca=Ca+dCadx*dx 

    Cb=Cb+dCbdx*dx 

    Cc=Cc+dCcdx*dx; 

    T=T+dTdx*dx 

    T2=T2+dT2dx*dx 

    pos=pos+dx 

 

  cuda.syncthreads() 

  if i < variaveis.shape[0]: 

    conv[i,0]=Cb 

  cuda.syncthreads() 

 

#bloco de testes 

# setup CUDA 

 

dados(2,2,2,2) 

dx=0.01 #variavel que determina quantidade de volumes de controle (L/dx = # 

volumes) 

 

threadsperblock = 32 # tamanho do bloco, maximo 1024, multiplo de 32 

blockspergrid = math.ceil(entrada.shape[0] / threadsperblock) #calculo de 
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blocos nescessarios 

 

C_resultado= np.zeros([entrada.shape[0], 1]) 

conv_cuda[blockspergrid, threadsperblock](entrada, C_resultado,dx) 

#removendo tempo de compilação inicial 

print(C_resultado) 

 

#Teste 

conv_linear=reator_linear(entrada,conv_linear,dx) 

print(conv_linear) 

 

# setup CUDA 

threadsperblock = 32 

blockspergrid = math.ceil(entrada.shape[0] / threadsperblock) 

 

C_resultado= np.zeros([entrada.shape[0], 1]) 

conv_cuda[blockspergrid, threadsperblock](entrada, C_resultado,dx) 

#removendo tempo de compilação inicial 

conv_linear=reator_linear(entrada,conv_linear,dx) 

 

col1_array = [] 

col2_array = [] 

col3_array = [] 

col4_array = [] 

col5_array = [] 

 

#teste 1: tempo de execução por numero de dados 

for i in [1,2,3,4,5,6,7,8,9]: 

  Cuda_tempos = np.empty(0) 

  Linear_tempos = np.empty(0) 

  for r in range(5): 

 

    dx=0.0001 

    dados(2**(i+1),2,2,2) 

 

    Volumes= 10/dx 

 

    blockspergrid = math.ceil(entrada.shape[0] / threadsperblock) 

 

    C_resultado= np.zeros([entrada.shape[0], 1]) 

 

    CUDA_Spr_start =time.time() 

    conv_cuda[blockspergrid, threadsperblock](entrada, C_resultado,dx) 

    CUDA_Spr_end =time.time() 

    CUDA_tempo_unico=CUDA_Spr_end - CUDA_Spr_start 

    Cuda_tempos=np.append(Cuda_tempos,CUDA_tempo_unico) 

 

    CUDA_Linear_start=time.time() 

    conv_linear=reator_linear(entrada,conv_linear,dx) 

    CUDA_Linear_end=time.time() 

    Linear_tempo_unico= CUDA_Linear_end - CUDA_Linear_start 

    Linear_tempos=np.append(Linear_tempos,Linear_tempo_unico) 

 

  print('-----') 

  print('Numero de pontos:', pontos) 

  print('Numero de volumes de controle:', Volumes) 

  print('tempo de execução na 

CPU:',np.average(Linear_tempos),"±",np.std(Linear_tempos)) 

  print('tempo de execução em 

CUDA:',np.average(Cuda_tempos),"±",np.std(Cuda_tempos)) 
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  col1_array = np.append(col1_array,pontos) 

  col2_array = np.append(col2_array,np.average(Linear_tempos)) 

  col3_array = np.append(col3_array,np.std(Linear_tempos)) 

  col4_array = np.append(col4_array,np.average(Cuda_tempos)) 

  col5_array = np.append(col5_array,np.std(Cuda_tempos)) 

 

np.savetxt('dataParalelo.csv', (col1_array, col2_array, col3_array, 

col4_array, col5_array), delimiter=',') 

 

Cuda_tempos = 0 

Linear_tempos = 0 

 

col1_array = [] 

col2_array = [] 

col3_array = [] 

col4_array = [] 

col5_array = [] 

 

#teste 2: tempo de execução por linearidade da função 

for i in [1,2,3,4,5]: 

  Cuda_tempos = np.empty(0) 

  Linear_tempos = np.empty(0) 

  for r in range(5): 

    dx=0.1/(10**i) 

    dados(4,2,2,2) 

 

    Volumes= 10/dx 

 

 

    C_resultado= np.zeros([entrada.shape[0], 1]) #criando variavel para 

armazenar resultados 

 

    CUDA_Spr_start =time.time() 

    conv_cuda[blockspergrid, threadsperblock](entrada, C_resultado,dx) 

    CUDA_Spr_end =time.time() 

    CUDA_tempo_unico=CUDA_Spr_end - CUDA_Spr_start 

    Cuda_tempos=np.append(Cuda_tempos,CUDA_tempo_unico) 

 

    CUDA_Linear_start=time.time() 

    conv_linear=reator_linear(entrada,conv_linear,dx) 

    CUDA_Linear_end=time.time() 

    Linear_tempo_unico= CUDA_Linear_end - CUDA_Linear_start 

    Linear_tempos=np.append(Linear_tempos,Linear_tempo_unico) 

 

 

  print('-----') 

  print('Numero de pontos:', pontos) 

  print('Numero de volumes de controle:', Volumes) 

  print('tempo de execução na 

CPU:',np.average(Linear_tempos),"±",np.std(Linear_tempos)) 

  print('tempo de execução em 

CUDA:',np.average(Cuda_tempos),"±",np.std(Cuda_tempos)) 

 

  col1_array = np.append(col1_array,Volumes) 

  col2_array = np.append(col2_array,np.average(Linear_tempos)) 

  col3_array = np.append(col3_array,np.std(Linear_tempos)) 

  col4_array = np.append(col4_array,np.average(Cuda_tempos)) 

  col5_array = np.append(col5_array,np.std(Cuda_tempos)) 

 

  np.savetxt('dataLinear.csv', (col1_array, col2_array, col3_array, 

col4_array, col5_array), delimiter=',')  
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APÊNDICE B - Código Python do programa de demonstração da aplicação de 
computação paralela na nuvem 
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# -*- coding: utf-8 -*- 

"""TCC - Curva de Operação 

 

Automatically generated by Colab. 

 

Original file is located at 

    

https://colab.research.google.com/drive/1tEMmBRdjDtyAeAcQp4tPN8XLEYuP5pzq 

""" 

import numpy as np 

from numba import njit 

from numba import cuda 

import math 

import time 

import matplotlib.pyplot as plt 

 

TempoInicial=time.time() 

def dados(Tjsamples,Fjsamples,Tsamples,Tambsamples): 

 

  global entrada, conv_linear, pontos, conv_paralelo 

 

  #Temperatura entrada jaqueta, em K 

  Tji=280 # Limite Inferior -13C 

  Tjf=300 # Limite Superior 26C 

  #Vazão entrada liquido jaqueta, em m³ 

  Fji=0.1 # Limite Inferior 

  Fjf=0.2 # Limite Superior 

  #temperatura liquido reativo, em K 

  Ti=280 # Limite Inferior 6C 

  Tf=300 # Limite Superior 26C 

  #temperatura ambiente, em K 

  Tambi=280 # Limite Inferior 6C 

  Tambf=280 # Limite Superior 36C 

 

  #Gerando as faixas de valores, dado limites e quantidade de valores 

requeridas 

  Tj_range=np.linspace(Tji, Tjf, Tjsamples) 

  Fj_range=np.linspace(Fji, Fjf, Fjsamples) 

  T_range=np.linspace(Ti, Tf, Tsamples) 

  Tambi_range=np.linspace(Tambi, Tambf, Tambsamples) 

 

  #Combinando as faixas em um só array de dados, composto de todas as 

combinações possiveis de pontos. 

  entrada = 

np.array(np.meshgrid(Tj_range,Fj_range,T_range,Tambi_range)).T.reshape(-1, 

4) 

 

  pontos=len(entrada) #medindo tamanho final do array de entrada 

 

  conv_linear=np.zeros((pontos,1)) 

  conv_paralelo=np.zeros((pontos,1)) 

 

#reator 

@cuda.jit 

def conv_cuda(variaveis,conv,dx): 

 

  i=cuda.grid(1) 

  L=10 

  F=0.1 

 

  T20=variaveis[i,0] 
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  Fj=variaveis[i,1] 

  T0=variaveis[i,2] 

  Tamb=variaveis[i,3] 

 

  deltaH1=-69780 

  deltaH2=76758 

 

  Aa=7.08e10 

  Ea=67454 

  Ra=8.3144621 

 

  cp=3140.1 

  ro=0.8 

  cpj=4186.8 

  roj=1 

 

  Ca0=1 

  Cb=0.0 

  Cc=0.0 

 

  A=0.1 

  Rt=0.2 

  Rt2=0.3 

  U=252.2 

  U2=472 

 

  Ca=Ca0; 

 

  T=T0 

  T2=T20 

 

  pos=0 

  while pos < L: 

    k1=(Aa)*math.exp(-Ea/(Ra*T)) 

    k2=0.85*k1; 

    dCadx=-(A/F)*(k1*Ca) 

    dCbdx=(A/F)*(k1*Ca)-(A/F)*k2*Cb 

    dCcdx=(A/F)*k2*Cb; 

    dTdx=-(deltaH1*A*k1*Ca)/(F*ro*cp)-(deltaH2*A*k2*Cb)/(F*ro*cp)-

( (2*3.1416*U*Rt)/(F*ro*cp) ) * (T-T2); 

    dT2dx=((2*3.1416*U*Rt)/(Fj*roj*cpj) ) * (T-T2) -

( (2*3.1416*U2*Rt2)/(Fj*roj*cpj) ) * (T2-Tamb) ; 

    Ca=Ca+dCadx*dx 

    Cb=Cb+dCbdx*dx 

    Cc=Cc+dCcdx*dx; 

    T=T+dTdx*dx 

    T2=T2+dT2dx*dx 

    pos=pos+dx 

 

  cuda.syncthreads() 

  if i < variaveis.shape[0]: 

    conv[i,0]=Cb 

  cuda.syncthreads() 

 

# setup CUDA e execução 

 

dados(80,80,80,1) 

dx=0.01 #variavel que determina quantidade de volumes de controle (L/dx = # 

volumes) 

 

threadsperblock = 32 # tamanho do bloco, maximo 1024, multiplo de 32 
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blockspergrid = math.ceil(entrada.shape[0] / threadsperblock) #calculo de 

blocos nescessarios 

 

C_resultado= np.zeros([entrada.shape[0], 1]) 

conv_cuda[blockspergrid, threadsperblock](entrada, C_resultado,dx) 

#removendo tempo de compilação inicial 

 

dados_processados = np.append(entrada,C_resultado,axis=1) 

 

Alvo = 0.2418 

idx = np.argmin(np.abs(C_resultado - Alvo)) 

 

#final 

AlvoTempEntrada=dados_processados[idx,0] 

AlvoVazao=dados_processados[idx,1] 

AlvoTempJaqueta=dados_processados[idx,2] 

AlvoConcentracao=dados_processados[idx,4] 

 

#incial 

 

IncioTempEntrada=dados_processados[300000,0] 

IncioVazao=dados_processados[300000,1] 

IncioTempJaqueta=dados_processados[301000,2] 

IncioConcentracao=dados_processados[301000,4] 

 

print(IncioTempEntrada) 

print(IncioVazao) 

print(IncioTempJaqueta) 

print(IncioConcentracao) 

 

TempoFinal=time.time() 

tempototal=TempoFinal-TempoInicial 

 

fig = plt.figure(figsize=(12, 12)) 

ax = fig.add_subplot(111, projection='3d') 

 

p=ax.scatter(dados_processados[:,0], dados_processados[:,1], 

dados_processados[:,2], c=dados_processados[:,4], s=1, alpha=0.1) 

ax.scatter(AlvoTempEntrada, AlvoVazao, AlvoTempJaqueta, c='k', marker="*", 

s=150, alpha=1) 

 

# Variação do parametro das trajetórias 

for traj in range(0,1000,1): 

  #Trajetória 1 

  n=3;k=0.5;r=2; 

  T1x=((AlvoTempEntrada-IncioTempEntrada)*(traj/1000)**n + 

IncioTempEntrada); 

  T1y=((AlvoVazao-IncioVazao)*(traj/1000)**k + IncioVazao); 

  T1z=((AlvoTempJaqueta-IncioTempJaqueta)*(traj/1000)**r + 

IncioTempJaqueta); 

  ax.scatter(T1x, T1y, T1z, c='k', marker="o", s=50, alpha=0.1) 

 

 

ax.scatter(IncioTempEntrada, IncioVazao, IncioTempJaqueta, c='k', 

marker="o", s=50, alpha=1) 

 

ax.set_xlabel('Temperatura entrada da jaqueta (K)') 

ax.set_zlabel('Temperatura do liquido reativo (K)') 

ax.set_ylabel('Vazão de entrada da jaqueta (m³)') 

 

fig.colorbar(p,alpha=1,shrink=0.5) 
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print(f"Ponto onde converção é igual a {dados_processados[idx,4]}") 

print(f"Temperatura entrada da jaqueta {AlvoTempEntrada}K") 

print(f"Vazão de entrada da jaqueta {AlvoVazao}m³") 

print(f"Temperatura do liquido reativo {AlvoTempJaqueta}K") 

print(f"Varredura de {(len(entrada))} pontos de operação em {tempototal} 

segundos") 

 

plt.show() 

 


