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"Qualquer tecnologia suficientemente avangada € indistinta de magia”

Arthur C. Clarke.



RESUMO

GUIDOLIN, Leonardo Gomes. Diagéstico de Niveis de Nitrogénio em Folhas de
Feijao utilizando Visdo Computacional e Redes Neurais Artificiais. 2018.
Trabalho de Dissertacao (Mestrado em Tecnhologias Computacionais para o
Agronegadcio) - Universidade Tecnoldgica Federal do Parana, Medianeira, 2018.

A nutricdo de nitrogénio na cultura do feijdo € importante para garantir uma boa
produtividade, porém as formas de deteccdo desses niveis (analise quimica e visual)
sédo lentas ou dependem de um profissional experiente, portanto o objetivo deste
trabalho consiste diagnosticar os niveis de nitrogénio através de Viséo
Computacional e Redes Neurais Artificiais (RNA). Foram cultivados feijoeiros em
uma casa de vegetacdo contendo 5 doses diferentes de nitrogénio, 50, 100, 150,
200 e 250 mg L™. Os dados coletados das plantas foram teores de clorofila por meio
de clorofilémetro, teores de nitrogénio em mg L™ e imagens das folhas, sendo estas
realizadas em dois momentos do desenvolvimento da planta 45 e 58 dias apds a
semeadura, para se realizar o diagnostico utilizou-se trés métodos de extracao de
caracteristicas nas imagens das folhas: Grey Level Coocurrence Matrix (GLCM),
Estatistico sem texturizacéo e Local Binary Pattern (LBP). Por fim os dados gerados
pelos métodos anteriores foram utilizados para o treinamento e teste de Redes
Neurais Artificiais (RNA) Multilayer Perceptron para regressao e posteriormente
classificacdo dos niveis de nitrogénio. Este trabalho demonstrou que os trés
métodos sédo promissores dependendo da situagcédo, porém a combinacao dos trés
métodos juntamente com uma selecao de atributos obtem-se resultados melhores na
diagnose de nitrogénio.

Palavras-chave: GLCM; LBP; Phaseolus vulgaris; Reconhecimento de padrées;
Redes Neurais Atrtificiais.



ABSTRACT

GUIDOLIN, Leonardo Gomes. Diagnosis of Nitrogen levels in Bean Leaves Using
Computational Vision and Artificial Neural Network. 2018. Dissertation Work
(Masters in Computational Technologies for Agribusiness) - Federal Technological
University of Paran&, Medianeira, 2018.

Nitrogen nutrition in the bean crop is important to ensure good productivity, however
the ways of detecting these levels (chemical and visual analysis) are slow or depend
on an experienced professional, so the objective of this work is to diagnose nitrogen
levels through of Computational Vision and Artificial Neural Networks (RNA). Beans
were grown in a greenhouse containing 5 different doses of nitrogen, 50, 100, 150,
200 and 250 mg L™. The data collected from the plants were chlorophyll content by
means of chlorophyll meter, nitrogen contents in mg L™ and leaves images, being
these realized in two moments of the development of the plant 45 and 58 days after
sowing, to make the diagnosis Gray Level Co-Occurrence Matrix (GLCM), non-
texturing Statistic and Local Binary Pattern (LBP) were used. Finally, the data
generated by the previous methods were used for the training and testing of Atrtificial
Neural Networks (ANN) Multilayer Perceptron for regression and later classification of
the levels of nitrogen. This work demonstrated that the three methods are promising
depending on the situation, but the combination of the three methods together with a
selection of attributes gives better results in the diagnosis of nitrogen.

Key-words: GLCM; LBP; Phaseolus vulgaris; Pattern Recognition; Artificial neural
networks.



LISTA DE TABELAS

Tabela 1 - Padréo utilizado na nomeacgao das imagens coletadas.................ceeveeeee.. 28
Tabela 2 - Dados da Andlise quimica de N e médias de clorofila realizado para as
folhas dos feijoeiros da COIEta 1 .........ovviiiiiiiiiiiiiiieieieeeeee et 32
Tabela 3 - Dados da Andlise quimica de N e médias de clorofila realizado para as
folhas dos feijoeiros da COIETA 2 ..........ovviiiiiiiiiiiiiiieeeeeeeeeee e 33
Tabela 4 - Correlacdes entre os dados coletados das coletas 1€ 2 ...........cccevveeeeeee 34
Tabela 5 - Correlacdo dos atributos extraidos das imagens de folha com os dadosda
AaNAlise qUIMICA 08 N .....ooiiiiiieeee et e e e e e e e e e e e e e nneees 35
Tabela 6 - Correlacdo os método de extracao de caracteristica Estatistico sem
texturizacdo utilizando Redes Neurais ArtifiCIaiS ...........ccevvueiiiiiieeiieiiiiiee e 36
Tabela 7 - Correlacdo dos atributos extraidos das imagens de folha com os dadosda
analise qUIMICA de N ......oooiiiiiiiiiiiii et 37
Tabela 8 - Correlacdo dos métodos de extracao de caracteristica GLCM utilizando
Redes Neurais ArtifICIAIS .......uuuuuriiii e e e e e e e e e e e e e eeeaan s 39
Tabela 9 - Correlacdo dos atributos LBP extraidos das imagens de folha com os
dados da analise quUIMICA dE N .......coiiiiiiiiiiiiiiiiieeeeeeeeeee e 41
Tabela 10 - Correlacdo os método de extracdo de caracteristica LBP utilizando
Redes NeUuraiS ArtIfICIAIS ..........uuuuiiii e 41
Tabela 11 - Correlacdo dos métodos de extracao de caracteristica, GLCM, LBP e
Estatistico sem texturizacdo na Rede Neural artificial .............ccceevvvviiiiiiiiiniieiiiinn. 43
Tabela 12 - Dados da Analise quimica de N e médias de clorofila realizado para as
folhas dos feijoeiros da Coleta 1 € 2 ......ccccviveeiiiiiii e e e eeaaenes 44
Tabela 13 - Classificacdo em 3 classes da analise quimica utilizando os trés
métodos de extrac8o de CaraCteriStCaAS .. ..uuviiiieeeiiieeiiiee e 45

Tabela 14 - Matriz de confusdo da RNA utilizando o GLCM, LBP e Estatistico sem
Texturizacdo com 3 classes com selecao de atributos.........cccoeveeevivviiiiiiiiiieeeeeeeeeine 46



AQ
CA
CB
CT
GLCM
LBP
MLL

RGB
RNA

LISTA DE SIGLAS

Analise Quimica

Clorofila A

Clorofila B

Clorofila Total

Gray Level Co-Occurrence Matrix
Local Binary Pattern

Machine Learning Library
Nitrogénio

Red Green Blue

Redes Neurais Artificiais



SUMARIO

L INTRODUGAOD ...ttt ae e ene e nens 14
2 OBUIETIVOS ..o e ettt ettt et ettt et 16
2.1 OBJIETIVO GERAL ...ttt et ettt e s 16
2.2 OBJIETIVOS ESPECIFICOS ...ttt ettt e, 16
3 REVISAO DE LITERATURA ..ot 17
3.1 CULTURA DO FEIJAO ... ..ottt 17
3.1.1 Importancia da Cultura do Feijao N0 Brasil..........cccccvvvviiiiiiiiiiiiiiiiiiiiiieiiieeeeee 17
3.1.2 Adubacéao Nitrogenada na Cultura do FeIJA0.........cccvvvveriiiiiiiie e 18
3.1.3 Diagnose Nutricional Visual na Cultura do Feijao............ccceevvvveveiiiiiieiiiiiiennnnne. 18
3.1.4 Niveis de clorofila na folha do feiJA0 ........ccueeeiiiiiiiiiii e, 19
3.2 AVALIACAO COMPUTACIONAL DE IMAGENS........cciiiiiieeeee e 20
3.2.1 Processamento Digital de IMagens ..........couuvviiiiiiiiiiiiiiiiiiiiiiiiiieeeeeeeeeeeeeeeeeee 20
3.2.2 Avaliacéo de Teores de Nitrogénio e Clorofila em Folhas de Feijao por meio de
Processamento Digital de IMAgEeNS ..........uuuiiiiiiiii e 21
3.2.3 Gray Level Co-occurrence Matrix (GLCM) .......ccoovviiiiiiiiiiiiiiiiiiiiiiiiiieeeeeeeeeeeeee 22
3.2.4 Local Binary Pattern (LBP) ........ccouiiiiiiiiiiiiiiiiiiiiiiieieeieeeeeeeeeeeeeeeeeeeeeeeeeeeeee e 22
3.2.5 Redes Neurais ArtifiCcialS (RNA)......oiii i e e 23
4 MATERIAIS E METODOS ...ttt ettt ee et ee e et eee et seeeeeeenene e, 26
3.1 PREPARACAOQO DO EXPERIMENTO ....cciiiiiiiiiiecie ettt 26
3.2 COLETA DOS DADOS. ...ttt ettt e e nenes 27
4.3 AQUISICAO DE IMAGENS .....cooiiti ettt ettt ate e 28
4.4 PRE-PROCESSAMENTO ...coutieotet oottt eee e et e et e e e e e st e neneenene e, 29
4.5 EXTRACAO DE CARACTERISTICAS ....oooviieeeeece et 29
3.6 USO DE REGRESSAO PARA AVALIACAO DO DIAGOSTICO DE NITROGEGIO
................................................................................................................................... 30
3.7 AMBIENTE DE DESENVOLVIMENTO ....uvviiteeeoee ettt aeee s 31
T R =1 o] [ o) (=Tor= T @ 1= s [ O SRR 31
3.8 FLUXO GERAL DO SISTEMA PARA DIAGNOSTICO DE NITROGENIO........... 31
5 RESULTADOS E DISCUSSAOD ....oeeieeeeeee oottt 33
4.1 EXTRACAO DE CARACTERISTICAS ESTATISTICAS SEM TEXTURIZACAO
DAS IMAGENS DE FOLHAS DE FEIJAO .....veieeeeeeeeeeeee oottt 36
4.2 EXTRACAO DE CARACTERISTICAS DAS IMAGENS DE FOLHAS DE FEIJAO
UTILIZANDO GRAY LEVEL CO-OCURRENCE MATRIX (GLCM) ......coveeiieeiennene. 38
4.3 EXTRACAO DE CARACTERISTICAS DAS IMAGENS DE FOLHAS DE FEIJAO
UTILIZANDO LOCAL BINARY PATTERN (LBP) ...oooueiieiieeee et 41
44 CORRELACAO UTILIZANDO OS TRES METODOS DE EXTRACAO DE
CARACTERISTICAS ..ottt ettt ettt ettt 43
45 CATEGORIZACAO DA ANALISE QUIMICA UTILIZANDO OS TRES METODOS
DE EXTRACAO DE CARACTERISTICAS E REDES NEURAIS ARTIFICIAIS ......... 44
B CONCLUSAOD ..ottt ettt et et ettt e et 49

REFERENCIAS ..o ettt e, 50



14

1 INTRODUCAO

O feijdo (Phaseolus vulgaris L.) € um dos ingredientes mais importantes da
dieta do brasileiro, principalmente por ser uma grande fonte de proteinas,
carboidratos e ferro. O feijoeiro comum possui muita importancia econémica e
social, pois é cultivado tanto por grandes quanto por pequenos produtores, em
diversificados sistemas de producédo e em todas as regides brasileiras (PENA,
2015).

Uma das principais causas da baixa produtividade da cultura do feijao no
Brasil deve-se ao baixo nivel técnico empregado pelos produtores e o cultivo de
baixa fertilidade, principalmente pobres em Nitrogénio (N). As principais fontes de N
para a cultura do feijoeiro sdo o solo, por meio da decomposi¢cdo da matéria
organica, a aplicacdo de adubos nitrogenados e a fixagcdo biolégica de N
atmosférico, pela associacdo do feijoeiro com bactérias do grupo dos rizébios.
Porem, além do alto custo econémico, 0 uso de adubos nitrogenados em solos
tropicais tem ainda um custo ecologico, através das perdas desses adubos
ocasionadas principalmente por lixiviagdo, na forma de nitrato e escorrimento
superficial, provocado pela agua das chuvas ou irrigacdo. Desta forma o N perdido
nesse processo € bastante poluente e, uma vez carregado para o lencol freatico,
provoca a contaminacdo dos aquiferos, rios e lagos. Nesse contexto, 0 manejo
adequado da adubacéo nitrogenada representa uma das principais dificuldades da
cultura do feijoeiro, visto que a aplicacdo de doses excessivas de N, além de
aumentar o custo econdémico, pode promover serios riscos ao ambiente, e a sua
utilizacdo em quantidade insuficiente diminuir a sua produtividade (PELEGRIN et
al.,2009).

Uma maneira pratica e rapida de determinar a deficiéncia de nitrogénio na
planta é por meio do diagndstico visual que consiste em se comparar visualmente o
aspecto da amostra com o padrdo, ou seja, comparar a coloracdo, tamanho e
forma com o formato padrdo da planta. Na maioria das vezes o 6Orgao de
comparacao € a folha, pois € o que melhor reflete o estado nutricional da planta.
Porém, a sua precisdo esta limitada a experiéncia do técnico e, também, exige
bastante trabalho para gerar um mapa de prescricdo para ser utilizado no manejo
localizado (BEASSO et al., 2007;FANQUIN, 2002).
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Uma forma de automatizar esse processo pode ser através do uso técnicas de
processamento digital de imagens, pois apresentam grande potencial para a
obtencdo de caracteristicas que expressem a cor verde da planta (KARCHER,
2003).
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2 OBJETIVOS

Nesta secdo serdo apresentados 0s objetivos gerais e especificos.

2.1 OBJETIVO GERAL

Desenvolver uma metodologia para diagéstico dos niveis de nitrogénio na
folha do feijdo, utilizando técnicas de visdo computacional e Redes Neurais

Artificiais.

2.2 OBJETIVOS ESPECIFICOS

a) Estudar técnicas e métodos da deteccao visual dos niveis de
nitrogénio na folha do feijao;

b) Aplicar técnicas de visdo computacional para fazer a deteccéo
automatica dos niveis de nitrogénio;

c) Relizar testes a avaliagGes nas técnicas aplicadas;
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3 REVISAO DE LITERATURA

3.1 CULTURA DO FEIJAO

Nas secOes a seguir serdo apresentados conceitos sobre a cultura do feijao,
como importancia da cultura do feijdo no Brasil, adubacao nitrogenada, diagnose

nutricional e niveis de clorofila na folha do feijao.

3.1.1 Importéancia da Cultura do Feijao no Brasil

O feijao é um dos alimentos mais importantes da dieta dos brasileiros,
constituindo a sua principal fonte de proteina vegetal, no qual seu teor proteico
pode chegar a 33% com valor energético de 341 cal/100g (SILVA, 2013).

O feijoeiro-comum é considerado uma cultura fora do comum por possuir trés

safras anuais:

eSafra das aguas: plantada nas Regifes Sul, Sudeste, Centro-Oeste, sendo

cultivado entre os meses de agosto a novembro;

eSafra da seca: ocorre nas Regides Sul, Sudeste, Centro-Oeste e em Unico
periodo de plantio no Norte, onde o feijdo-comum €& consorciado com o

milho. Essa safra é realizada entre os meses de dezembro a abril.

eSafra irrigada: € plantado no Centro-Sul e ocorre entre os meses de abril a
julho (AZEVEDO et al.,2008).

A producéo do feijdo é feita por varios tipos de produtores, e varias regides do
pais, utlizando diferentes niveis tecnoldgicos. Dentre estes produtores, a
agricultura familiar € apontada como a grande responsavel pela producdo desta
cultura no Brasil (SILVA, 2013).

Devido a importancia da cultura do feijdo para o Brasil, uma adubacéo

adequada desta cultura € importante para garantir uma boa produtividade.
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3.1.2 Adubacéo Nitrogenada na Cultura do Feijao

Solos de baixa fertilidade, pricipalmente pobres em N, resultam em baixa
produtividade da cultura do feijoeiro no Brasil. Por ser o N o elemento mais
absorvido pelo feijoeiro, a sua caréncia implica na baixa produtividade de gréos. A
maximizacdo do uso de N pelo feijoeiro, por meio de técnicas eficientes de manejo,
€ importante devido a aspectos econdmicos e ambientais pois este nutriente
apresenta risco ao ambiente por ser potencialmente contaminante de lencgois
fredticos, pois em doses excessivas existe o risco ambiental, e em doses
insuficiente pode limitar o potencial produtivo (PELEGRIN, 2009; SANT'ANA,
2010).

Para tanto € necessario que ocorra o diagnostico preciso de N para garantir

uma adubacao adequada.

3.1.3 Diagnose Nutricional Visual na Cultura do Feijao

A diagnose visual consiste em se comparar visualmente o aspecto da amostra
com o padrdo, ou seja, comparar a coloracdo, tamanho e forma com o formato
padrdo da planta. Na maioria das vezes o 6rgédo de comparacao € a folha, pois € o
gue melhor reflete o estado nutricional da planta. Como nas folhas ocorrem os
principais processos metabolicos do vegetal, as mesmas sédo os 6rgdos da planta
mais sensiveis as variacbes nutricionais. Se houver falta ou excesso de um
nutriente, isto se manifestara em sintomas visiveis, 0s quais sao tipicos para um
determinado elemento. O motivo pelo qual o sintoma é tipico do elemento, deve-se
ao fato de que um dado nutriente exerce sempre as mesmas funcées em qualquer
espécie de planta (FANQUIN, 2002).

No feijoeiro o sintoma visual da deficiéncia de N é uma clorose nas folhas
(Figura 1), que tem inicio nas mais velhas, caindo prematuramente. Com a
evolucdo da deficiéncia a clorose se acentua, podendo permanecer manchas
verdes puntiformes, pequenas. Essas caracteristicas visuais dos niveis possibilitam
0 uso de visdo computacional para a detec¢cdo de nutricdo de nitrogénio em
feijoeiros (BEASSO, 2007).
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Figura 1: Folhas de feijoeiro com e sem deficiéncia de nitrogénio.

Fonte: Autoria propria

3.1.4 Niveis de clorofila na folha do feijao

O N é o nutriente absorvido em quantidades mais elevadas pelo feijoeiro e,
consequentemente, a sua deficiéncia é mais frequente. Plantas com deficiéncia
desse elemento apresentam-se atrofiadas e as folhas revelam coloracdo entre
verde palido e amarelada, que se inicia pelas folhas mais velhas e relaciona-se

com a participacédo do N na estrutura da molécula de clorofila (Oliveira et al., 1996).

Como o N é constituinte da molécula de clorofila, geralmente existe alta
correlacdo entre o seu teor e a clorofila nas folhas do feijoeiro. Dessa forma, varios
autores tém relatado a viabilidade de se utilizar a avaliacdo indireta de clorofila
como indicativo do estado nutricional em relacdo ao N (SORATTO, 2014;SILVEIRA
et al., 2016).

Na cultura do milho, o valor que tem sido usado como indice de Suficiéncia de
Nitrogénio (ISN) que consiste da média das leituras do clorofilbmetro em amostras
de uma area a ser adubada com N, dividida pela média das leituras de uma area
de referéncia, sendo este resultado em porcentagem desta forma se o ISN for
abaixo de 95% recomenda-se aplicacdo de N em cobertura. Este indice tem sido
usado também para o feijdo-comum devido a falta de estudos realizados nesta
area (SILVEIRA et al., 2016).
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3.2 AVALIACAO COMPUTACIONAL DE IMAGENS

3.2.1 Processamento Digital de Imagens

Uma das primeiras aplicacdes de técnicas de processamento de imagens
ocorreu em 1920 e consistia no melhoramento de imagens de jornal digitalizadas
enviadas por um cabo submarino entre Londres e Nova York. Desde entdo o
campo de processamento de imagens cresceu e vem crescendo de forma
constante, podem ser citados varios exemplos como o processamento de fotos de
telescopios espaciais, na medicina procedimentos computacionais para
processamento de imagens sdo usados para melhorar o contraste ou colorir
imagens bio-médicas (GONZALES, 2011).

Segundo Gonzales (2011) Processamento de Imagens Digitais envolve uma
série de questdes como hardware, software e conhecimento teérico do dominio das
informacdes no qual a imagem se encontra. Para realizar o processamento de

imagens algumas fases fundamentais devem ser consideradas, pode-se destacar:

eAquisicdo da imagem: A aquisicao de imagens € realizada através de algum tipo
de sensor de imagens, como cameras fotogréficas;

ePré-processamento: O pré-processamento consiste em utilizar alguma técnica
de melhoramento de imagens especifica para uma dada aplicacdo. Existem
varias técnicas de melhoramento de imagem e como exemplo pode-se citar:
técnicas de melhoria de contraste, remocao de ruidos, isolamento de regifes
similares na imagem, destacamento de bordas, etc;

eSegmentacdo: A segmentacdo de imagens consiste em particionar a imagem
em partes ou objetos (feicdes) que a compdem. Na maioria das aplicacdes a
segmentacdo é a fase mais importante e mais dificil no processamento de
imagens digitais. A saida de um procedimento de segmentacédo geralmente é
constituida de pixels da imagem, constituindo os limites de uma regido ou
todos os pontos na regido propriamente dita;

eRepresentacdo e Descricdo: Escolher uma representacdo adequada € apenas

parte da solucdo, métodos devem ser especificados para descrever os dados
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para que as caracteristicas importantes sejam destacadas. Descricdo ou
selecdo de caracteristicas € responsavel por extrair caracteristicas que
resultem em informagdes quantitativas ou caracteristicas que sdo base para
diferenciacao de classes de objetos;

eReconhecimento e Interpretacdo: Reconhecimento é o processo que nomeia
(identifica) objetos com base nas informagbes fornecidas pelos seus
descritores. Interpretacao é a parte que deve dar significado para um conjunto

de objetos reconhecidos.

3.2.2 Avaliacao de Teores de Nitrogénio e Clorofila em Folhas de Feijao por meio de

Processamento Digital de Imagens

Uma maneira pratica e rapida de determinar a existéncia da deficiéncia de
nitrogénio na planta é por meio do diagndstico visual. Porém, a sua precisédo esta
limitada a experiéncia do técnico e, também, exige bastante trabalho para gerar um

mapa de prescricdo para ser utilizado no manejo localizado (BEASSO, 2007).

Ja o clorofilémetro portatil proporciona leituras instantaneas néo destrutivas de
folnas e € uma alternativa para determinacdo do indice de clorofila nas folhas
(ARGENTA et al., 2002). O clorofilbmetro apresenta vantagens como a eliminacao
do envio de amostras para laboratdrio e ja mostrou-se eficiente como instrumento
indicador da necessidade de adubacdo nitrogenada em cobertura no feijoeiro
(SILVEIRA et al., 2003). No entanto, quando absorvido em excesso pelas plantas,
o N acumula-se como nitrato e ndo se associa a molécula de clorofila, o que reduz

a precisdo do medidor de clorofila na estimacéo do teor foliar de N.

As técnicas de processamento digital de imagens apresentam grande
potencial para a obtencédo de caracteristicas que expressem a cor verde da planta
(KARCHER et al., 2003). Assim podendo ser comparado tanto os resultados

obtidos pelo clorofildmetro quanto os obtidos utilizando processamento de imagens.
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3.2.3 Gray Level Co-occurrence Matrix (GLCM)

O GLCM é um método estatistico para extracdo de caracteristicas que usa
estatisticas de segunda ordem, pois analisa as co-ocorréncias existentes entre
pares de pixels, ou seja, ele ndo analisa cada pixel individualmente mas sim,
conjuntos de pixels relacionados através de algum padrdo. O GLCM é uma matriz
sempre quadrada que mantém informac¢des das intensidades relativas dos pixels
em uma dada imagem. Ela calcula as probabilidades de co-ocorréncias entre dois
niveis de cinza i e j, dada uma certa distancia. Os elementos da matriz s&o
calculados através da frequéncia relativa entre dois pontos separados por uma
distancia de pixels d. Para evitar dependéncia de direcdo na classificacdo é
possivel calcular a matriz de coocorréncia em 4 diferentes angulos: 0°,45°,90° e
135°. Originalmente foi proposto por Haralick em 1973, a extracdo de 14
descritores texturais desta matriz, porém segundo Parmiggiani em 1995 apenas 6
descritores sdo necessarios, portanto neste trabalho foram utilizados apenas 6:
energia, entropia, contraste, variancia, correlacdo e homogeneidade (HARALICK et
al, 1973; BARALDI et al.,1995).

3.2.4 Local Binary Pattern (LBP)

Este método consiste em um conjunto de caracteristicas de textura extraida de
imagens em escala de cinza (Imagens com coloracdo apenas com tons de cinza),
do qual os valores séo calculados através de um valor binério (0 ou 1), atribuido a
cada pixel da imagem, formando uma vizinhanca linear de raio R ao redor do pixel
principal posicionado em uma regido central (GUO et al.,, 2010; ZHANG et al.,
2010). Nota-se no exemplo da Figura 2, no qual é analisado um determinado pixel,
entdo os 8 pixels a sua volta sdo comparados com ele, os que forem menores
atribue-se 0 e os que forem menores atribue-se 1 a uma outra matriz. Entdo foi
feito a seguinte conta: 1*128+1*64+0*32+1*16+0*8+0*4+0*2+0*1=208. Entdo o
valor do pixel analisado é substituido por 208. Esse procedimento é feito para todos
0s pixels da imagem. Apds isso, € gerado um histograma com a nova imagem, no

gualsdo extraidos as caracteristicas da imagem.
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Binary number:
11010000

Figura 2: Exemplo do Local Binary Pattern
Fonte: (ZHANG et al., 2010)

3.2.5 Redes Neurais Artificiais (RNA)

As Redes Neurais Artificiais (RNAs) sdo modelos inspirados na estrutura do
cérebro e tem o objetivo de simular algumas caracteristicas humanas, tais como
aprendizado, associacdo, generalizacdo e abstracdo quando submetidas a
treinamento. Esses modelos sdo chamados de neurbnios artificiais e calculam
funcdes matematicas (GUPTA, 2013).

As RNA’s foram utilizadas nos ultimos anos para realizar tarefas complexas
em diferentes areas e como uma estratégia de modelagem matematica de
problemas. Nas RNA’s ndo é necessario propor uma funcdo para o modelo, pois

elas sdo aproximadores universais de funcdes (CUNHA et al., 2010).
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Figura 3: comparacéo entre neurdnio bioldgico e neurdnio artificial
Fonte: (GOLDSCHMIDT, 2010)

A Figura 3 apresenta uma ilustracdo comparativa entre o0 modelo biologico e o
artificial adotado pelas RNAs. Semelhante ao sistema biologico, uma RNA possui,
simplificadamente, um sistema de neurdnios, e conexdes ponderadas por valores
reais denominados pesos. Numa RNA o0s neurénios sdo arrumados em camadas,
com conexoes entre elas. A Figura 4 ilustra graficamente a arquitetura de uma RNA
simples. Os circulos representam os neurénios e as linhas representam 0s pesos
das conexdes. Por convencédo, a camada que recebe os dados é chamada camada
de entrada e a camada que mostra o resultado € chamada de camada de saida. A
camada interna, onde ocorre o processamento interno da rede é tradicionalmente
chamada de camada escondida. Uma RNA pode conter uma ou varias camadas

escondidas, de acordo com a complexidade do problema.
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Figura 4: Arquitetura basica de uma RNA.
Fonte: (GOLDSCHMIDT, 2010)

Para a avaliacdo dos resultados da RNA existem varios métodos, um deles, a
validacdo cruzada, consiste em um método que permite verificar o quéo correto é
um modelo gerado a partir de analise de dados de treinamento. Esta validacao
oferece uma estimativa de como o modelo ira se comportar ao analisar um conjunto
novo de dados (BAKER et al., 2011).
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4 MATERIAIS E METODOS

3.1 PREPARACAO DO EXPERIMENTO

Durante a execucéo deste trabalho foi realizado um experimento com o intuito
de obter dados e imagens a respeito de teores de clorofila e Nitrogénio referentes a
cultura do feijao. Este experimento foi conduzido em uma casa de vegetacdo na
UFPR, localizada da cidade de Palotina — PR. Neste experimento foi cultivado
feijoeiros em vasos com areia e recebeu tratamentos de solugbes nutritivas com
diferentes doses de Nitrogénio. O experimento foi feito em casas de vegetacao por
necessitar de um ambiente controlado onde a cultura fica protegida de pragas e do
clima externo.

O experimento constou de um delineamento em blocos inteiramente
casualizado com 5 doses de N (dose 1: 50 mg L™, dose 2: 100 mg L™, dose 3: 150
mg L, dose 4: 200 mg L™e dose 5: 250 mg L™) conforme a Figura 5.
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DOSE 1 REPETIGAD 1 | | DOSE 1 REPETIGAD 2 | | DOSE 1 REPETIGAD 2 | | DOSE 1 REPETIGAD 4
2 plantas cultivadas 2 plantas cultivadas 2 plantas cultivadas 2 plantas cultivadas
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DOSE 2 REPETIGAD 1 | | DOSE 2 REPETIGAD 2 | | DOSE 2 REPETIGAD 2 | | DOSE 2 REPETIGAD 4
2 plantas cultivadas 2 plantas cultivadas 2 plantas cultivadas 2 plantas cultivadas
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DOSE 3 REPETIGAD 1 | | DOSE 3 REPETIGAD 2 | | DOSE 2 REPETIGAD Z | | DOSE 4 REPETIGAD 4
2 plantas cultivadas 2 plantas cultivadas 2 plantas cultivadas 2 plantas cultivadas

L o % & . & L o

Figura 5: Esquema de doses e repeticfes do experimento.

Fonte: Autoria Propria.

Ocorreram duas coletas de dados e imagens do experimento, o primeiro
realizando avaliagbes em plantas e o segundo coletando as plantas restantes. Apos

a coleta, ocorreu a andlise quimica para determinar o N presente em cada dosagem
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testada no experimento, utilizando-se a metodologia para determinacdo de
Nitrogénio Total descrita por Soares (2013).

3.2 COLETA DOS DADOS

A coleta dos dados de clorofila consistiu primeiramente no corte da planta,
onde foram selecionadas e retiradas as 4 folhas em melhor estado. Em seguida foi
feito a medigdo de clorofila de cada uma das folhas. A medicgéo foi feita utilizando o
clorofildometro cujo modelo é ClorofiLOG CFL1030, conforme a Figura 6.
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CFL1030
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Figura 6: Clorofildmetro

Fonte: Autoria propria
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4.3 AQUISICAO DE IMAGENS

A aquisicdo das imagens foi feita utilizando a camera fotografica digital da
marca Nikon cujo modelo é Coolpix L820. Esta camera é de propriedade da UTFPR
de Medianeira.

As fotos foram tiradas em um ambiente controlado com o intuito de reduzir
ruidos e padronizar as imagens. O ambiente controlado consistiu em uma caixa com
iluminacéo artificial feita de pranchas de madeira e paineis de LED nas latarais. As
folhas foram posicionadas no fundo da caixa ao lado de uma escala de cores,
conforme a Figura 7 e Figura 8. Foram coletadas um total de 499 fotos, 247 na

primeira coleta e 252 na segunda.

Figura 7: Caixa utilizado para aquisicdo de imagens.

Fonte: Autoria proépria.
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Figura 8: Fotos coletadas nas coletas 1 e 2.

Fonte: Autoria propria.
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4.4 PRE-PROCESSAMENTO

O pré-processamento consiste em aplicar métodos para minimizar ruidos nas
imagens coletadas, preparando-as para as etapas seguintes. As imagens coletadas
sdo nomeadas de forma sequencial pela camera utilizada, porém notou-se a
necessidade de organizar as imagens por tratamento, repeticdo, planta e folha,
assim foi definido um padrédo para nomea-las. Na Tabela 1 sé&o apresentados

exemplos das imagens que foram renomeadas utilizando o padréo definido.

Tabela 1: padréo utilizado na nomeacgao das imagens coletadas

Nome Tratamento Repeticéo Planta Folha
t1rlpifl.jpg 1 1 1 1
t2r2p1f2.jpg 2 2 1 2
t3r2p2fd.jpg 3 2 2 4
T4rdplf2.jpg 4 4 1 2

Fonte: Autoria Propria.

4.5 EXTRACAO DE CARACTERISTICAS

Esta etapa consistiu em extrair caracteristicas, ou seja, foram extraidos dados
das imagens através de métodos de extracdo de caracteristicas para posteriormente
utiliza-los como entrada em um algoritmo de aprendizado de maquina para
classificacdo de niveis de nitrogénio. Os métodos de extracdo de caracteristicas
utilizados neste trabalho foram: Gray-Level Co-Occurrence Matrix (GLCM),
Estatistico sem texturizacdo e Local Binary Patterns (LBP). Esses métodos serao
descritos no decorrer desta secao.

O primeiro método para extracdo de caracteristicas foi o método Estatistico
sem texturizacdo. Neste método foram calculadas a média aritmética, moda,
variancia e curtose para RGB (vermelho, verde e azul) porém diretamente dos pixels
da imagem, totalizando 12 descritores.

O segundo método utilizado foi o0 GLCM, no qua, originalmente foi proposto
por Haralick (1973), a extragdo de 14 descritores texturais desta matriz, porém

segundo Parmiggiani em 1995 apenas 6 descritores sdo necessarios, portanto neste
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trabalho foram utilizados apenas 6: energia, entropia, contraste, variancia,
correlacdo e homogeneidade (HARALICK et al, 1973; BARALDI et al.,1995).

Foram calculados esses descritores para cada um dos 4 angulos, todos com
distancia d de 1 pixel. Normalmente no GLCM utilizam-se imagens em escala de
cinza, porém a cor verde € muito relevante para detectar niveis de nitrogénio,
portanto também foram calculados esses descritores para o sistema RGB,
totalizando 72 descritores.

O terceiro método de extracdo de caracteriticas utilizado foi o LBP. Para a
criacado dos descritores LBP deste trabalho foi utilizado primeiro um vetor com 10
valores que descreve a imagem obtido o LBP implementado pelo software Matlab.
Também foi implementado o LBP na linguagem java onde foram extraidos valores
adicionais do vetor de caracteristica gerado no LBP, sendo eles: variancia, maior
valor e entropia. Os 3 valores anteriores foram calculados para RGB, totalizando
mais 9 descritores, desta forma este método obteve 19 descritores para cada
imagem (GUO et al., 2010; ZHANG et al., 2010).

Os descritores de ambos os métodos de extracdo foram retirados de 247
fotos da primeira coleta e de 252 fotos da segunda coleta, onde ambos foram
utilizados separadamente como atributos para treinamento e teste de uma Rede
Neural Artificial Multilayer Perceptron utilizando o software Weka. O Weka consiste
em uma colecdo de algoritmos de aprendizado de maquina e ferramentas de
processamento de dados, no qual € possivel todos esses recursos utilizando linha

de comando ou uma interface visual (FRANK et al., 2009).

3.6 USO DE REGRESSAO PARA AVALIACAO DO DIAGOSTICO DE NITROGEGIO

Neste trabalho foi utilizado a RNA Multilayer Perceptron ja implementada pelo
software Weka, onde ele cria a RNA com base na quantidade de descritores. Ja
para teste da RNA foi utilizado o método de validacédo cruzada. Para avaliacdo da
RNA foi calculado a correlacdo de Pearson dos valores preditos por ela com os
valores de treinamento. Este método de correlacdo consiste em uma medida de

associacao do grau de relacionamento entre duas variaveis (FILHO et al., 2009).
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3.7 AMBIENTE DE DESENVOLVIMENTO

Neste trabalho os métodos extracdo de caracteristicas foram desenvolvidos
utilizando a linguagens de programacao Java com a biblioteca OpenCV e o Matlab,
no qual foram criados os arquivos .arff que sdo necessarios para treinamento das
RNA’s utilizando o Weka.

3.7.1 Biblioteca OpenCV

O OpenCV consiste em uma biblioteca open source de visdo computacional.
Ela foi desenvolvida utilizando a linguagem C e C++, e pode ser executada em
multiplas plataformas, como Linux, Windows e Mac OS.

No seu desenvolvimento foi considerado a eficiéncia computacional e grande
foco em aplicacbes em tempo real. Um dos principais objetivos do OpenCV é facilitar
0 uso de visdo computacional, ou seja, essa biblioteca fornece diversas funcbes
prontas. Atualmente ela possui mais de 2500 funcdes relacionadas a visao
computacional, como filtros, calibracdo de camera e robatica.

Como o aprendizado de maquina e a visdo computacional sdo duas area que
muitas vezes de correlacionam, o OpenCV fornece o Machine Learning Library
(MLL), que consiste em uma sub-biblioteca focada em padrdes estatisticos de
reconhecimento e clustering. Este recurso é muito util para resolver problemas de
aprendizado de maquina (KEAHLER et al., 2008; SOBRAL, 2013).

3.8 FLUXO GERAL DO SISTEMA PARA DIAGNOSTICO DE NITROGENIO

A ideia geral deste trabalho consistiu em criar uma metodologia para
diagnostico de nitrogénio em folhas de feijao utilizando técnicas de extracdo de
caracteristica de imagens e Redes Neurais Atrtificiais. Na Figura 9 € apresentado o
fluxo geral deste trabalho, no qual primeiramente sdo extraidos caracteristicas das
imagens coletadas. Essas caracteristicas sao utilizadas como dados para
treinamento de RNAs utilizando o Weka. Assim que o treinamento € concluido a

RNA esta pronta para realizar predigcdes de N em novas imagens.
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Figura 9: Diagrama apresentando o fluxo geral do método de diagnostico de N.
Fonte: Autoria prépria.
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Diversos trabalhos cientificos como Soratto et al. (2005), Silveira et al. (2016) e

Sant’Ana et al. (2010) propoem o diagnostico de nitrogénio no feijoeiro através de

leitura de clorofila na folha da planta. Nesta dissertacdo é proposta o uso de

diagnéstico por imagem além dos dados de clorofila A, B, Total para diagnosticar a

nutricdo do feijoeiro em relacdo ao nitrogénio como padréo de nutricdo. Os valores

de clorofila e N no tecido do feijoeiro realizados em dois periodos diferentes do

desenvolvimento do feijoeiro sdo apresentados nas Tabelas 2 e 3 sendo a Tabela 2

referente aos dados da coleta 1 (45 dias ap0s a semeadura) e a Tabela 3 da coleta

2 (58 dias ap0s a semeadura).

Tabela 2: Dados da Analise quimica de N e médias de clorofila realizado para as

folhas dos feijoeiros da coleta 1

Tratamento Repeticdo  Anélise Clorofila Clorofila Clorofila B
(mg L™ quimica Total A
(9 kg™)

50 1 42,93 35,59 27,55 7,79
50 2 38,56 35,82 27,54 7,90
50 3 39,98 36,11 28,86 8,04
50 4 39,52 37,77 29,76 7,52
100 1 39,55 36,17 30,06 7,54
100 2 42,64 37,38 29,97 7,67
100 3 39,73 35,88 29,30 7,24
100 4 41,10 36,01 29,75 7,19
150 1 39,84 38,74 30,47 7,88
150 2 38,73 37,29 29,22 6,74
150 3 40,23 33,71 28,52 7,07
150 4 44,04 36,30 28,77 7,3

200 1 39,99 38,26 29,98 7,75
200 2 43,73 35,87 29,37 7,45
200 3 43,52 38,15 28,36 7,78
200 4 43,43 54,61 29,19 8,76
250 1 47,25 38,73 29,18 8,77
250 2 45,50 39,68 31,42 9,82
250 3 49,86 40,93 30,54 8,26
250 4 49,25 38,10 30,57 8,12

Fonte: Autoria Prépria
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Tratamento Repeticéo Andlise Clorofila Clorofila A Clorofila B
(mg L™ quimica Total
(g kg™

50 1 32,45 34,25 26,87 7,37
50 2 35,58 34,40 27,15 7,60
50 3 36,92 35,18 27,63 7,77
50 4 32,08 36,22 27,71 7,78
100 1 28,56 31,42 24,91 6,79
100 2 34,17 34,16 26,60 7,43
100 3 33,35 34,59 27,03 7,64
100 4 36,22 32,43 29,19 9,12
150 1 35,39 34,54 26,70 7,56
150 2 38,92 35,06 27,42 7,70
150 3 32,27 34,93 27,45 7,57
150 4 33,67 34,23 26,81 7,67
200 1 39,95 37,92 28,75 8,79
200 2 35,24 38,17 29,49 9,33
200 3 39,79 38,95 29,54 9,08
200 4 39,59 38,24 29,61 9,16
250 1 38,41 44,36 32,37 11,62
250 2 38,34 41,69 31,00 10,57
250 3 37,61 41,08 31,68 11,18
250 4 42,01 41,43 29,85 9,57

Fonte: Autoria Propria.

Observa-se pelas Tabela 2 e Tabela 3, que os teores de N variaram de 28,56

até 49,86 g kg™, nos quais sdo proximos de 30 & 50 g kg™ que s&o considerados

ideais segundo Silva (2009). Na Coleta 1 as doses obtiveram as seguintes médias

de N na analise quimica:
eDose 50 mg L™: 40,24 g kg™
eDose 100 mg L™: 40,75 g kg™
eDose 150 mg L™*: 40,71 g kg™
eDose 200 mg L™: 42,66 g kg™

eDose 250 mg L™: 47,96 g kg™

Ja a Coleta 2 obteve as seguintes médias de N:
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eDose 50 mg L™: 34,25 g kg™
«Dose 100 mg L™ 33,07 g kg
«Dose 150 mg L™ 35.06 g kg
eDose 200 mg L™ 38,64 g kg™
«Dose 250 mg L™ 39,09 g kg

Nota-se que e mambas as coletas ocorreu um aumento na média de N
conforme a dose aumenta. Também percebe-se que as médias da Coleta 2 sdo
inferiores as da coleta um, isso ocorre pois a falta de N fica mais nitida conforme o

tempo passa.

As correlacdes encontradas entre os teores de clorofila e os teores de
Nitrogénio determinado pela analise quimica apresentaram correlacdes
significativas, principalmente quando se avalia os teores de clorofila A com as
concentragcbes de N, apresentando uma correlacdo moderada (Tabela 4),
demostrando a possibilidade da previsdo de N através de um clorofildmetro
(Soratto et al., 2005; Silveira et al., 2016; Sant’Ana et al., 2010).

Ainda pode-se verificar que a clorofila A, em virtude desta compor juntamente
com a clorofla B os valores da clorofila Total. A clorofila Total apresentou
correlacdo fraca com os teores de N, esta piora na correlagdo quando se avalia
clorofila Total é entendida quando se verifica que a correlacdo entre os teores de N
e a clorofila B ndo apresentam correlacdo, como a clorofila B é componente dos
valores da clorofila total o uso destes valores acaba por diminuir a correlacdo nas

avaliacdes (Tabela 4).

Tabela 4: Correlagdes entre os dados coletados das coletas 1 e 2

AQXCT AQXCA AQXCB CTXCA CTXCB CAXCB

Correlacéo 0,489885 0,598921 0,156906 0,827656 0,740046 0,655197

Fraca Moderada Desprezivel Forte Forte Moderada

Obs: AQ = Analise Quimica; CT = Clorofila Total; CA = Clorofila A; CB = Clorcfila B.
Fonte: Autoria Prépria.
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4.1 EXTRACAO DE CARACTERISTICAS ESTATISTICAS SEM TEXTURIZACAO
DAS IMAGENS DE FOLHAS DE FEIJAO

Segundo Kawashima et al. (1998), é possivel prever a clorofila presente em
folhas através de caracteristicas estatisticas de uma imagem digital, sabendo que
existe uma relacdo direta entre a clorofila e o nivel de nitrogénio da planta
(SILVEIRA et al., 2016), o presente trabalho utilizou a extragdo de diversos
atributos estatisticos de imagens de folhas de feijdo cultivadas com teores distintos
de Nitrogénio para gerar variabilidade. Assim, as caracteristicas avaliadas com o
intuito de verificar a possibilidade de uso para determinacdo nao destrutiva de teor
de N em tecido foliar de feijao foram: MédiaR, ModaR, VarianciaR, CurtoseR,
MédiaG, ModaG, VarianciaG, CurtoseG, MédiaB, ModaB, VarianciaB, CurtoseB.

Estas caracteristicas consistem em média aritmética, moda, varianca e curtose
para os niveis de R, G e B, consistindo em vermelho, verde e azul
respectivamente. Em cada imagem foram extraidos um total de 12 atributos

estatisticos, tanto para a coleta 1 quanto para a coleta 2.

Para determinar a possibilidade de uso destes atributos para a determinacao
de N estes foram submetidos como entrada em uma Rede Neural Artificial (RNA)
com o intuito de fazer a diagnose de N, a RNA pode ser utilizada para realizar
predicdes de N em diversas culturas, como por exemplo no trabalho de Silva et al.

(2009) que prevé a deficiéncia de N em mamoeiras.

No presente trabalho a RNA foi utilizada para realizar a predicdo de N
utilizando o método estatistico sem texturizacado para extracdo de caracteristicas.
Observou-se por meio desta forma de trabalhar os dados que o uso de todos os
atributos separados por época de coleta de dados, coleta 1 e coleta 2,
apresentaram correlacdes moderadas com os teores de N, com valores de
correlacdo de 0,4958 e 0,4262 para a coleta 1 e 2 respectivamente. Quando se
trabalha no treinamento da RNA com um universo amostral maior, o que ocorre
com o0 uso dos dados das duas épocas juntas obtém-se uma melhoria nas
correlag@es, saltando para 0,7062, mostrando que a época de coleta gera maior
variabilidade nos dados o que acaba por enriquecer o universo amostral e assim

favorecer a predicéao dos teores de N.
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Por meio da andlise conjunta de todos os valores extraidos verificou-se que &
possivel utilizar a RNA no processo de determinacdo de N. Contudo, a avaliacdo
separada dos atributos extraidos da imagem pode auxiliar a melhorar a qualidade
de determinacdo. Para verificar esta possibilidade realizou-se uma analise dos
atributos coletados do método Estatistico, como intuito de identificar e excluir os
atributos menos relevantes. Esta andlise foi feita utilizando correlacdo de Pearson
entre os atributos e a analise quimica. Desta forma, utilizando no treinamento da
RNA apenas com os atributos (Tabela 5) que obtiveram uma correlacdo superior a
0,3 ou inferior a - 0,3, obtendo com estes atributos uma correlacdo da RNA de
0,7151, ou seja, a correlagcéao foi levemente superior ao treinamento da RNA sem
selecdo de atributos. Outra selecdo de atributos que foi testada foi a saparacéo dos
atributos com correlagdo negativa dos atributos com correlacéo positiva, nos quais
obtiveram correlacdo da RNA de 0,5874 e 0,6456 respectivamente, notando-se que
utilizando ambos, a correlacéo é superior. Por fim utilizou-se apenas o atributo com
a melhor correlagcéo, no qual obteve uma correlagcdo com a RNA de 0,583, notando-
se que a RNA obtém melhores resultados utilizando uma maior quantidade de

atributos, porém com uma alta relevancia.

Tabela 5: Correlacdo dos atributos extraidos das imagens de folha com os

dados da analise quimica de N.

Atributos avaliados Correlacao
MediaR -0,6369
ModaR 0,6559
VarianciaR -0,6511
CurtoseR 0,6604
MediaG 0,6482
ModaG -0,6494
VarianciaG 0,2874
CurtoseG 0,2492
MediaB -0,2363
ModaB -0,6524
VarianciaB 0,4534
CurtoseB 0,4581

Fonte: Autoria Propria.
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Na Tabela 6 € apresentado as correlacdes do método Estatistico utilizando
RNA com dados de teor de N no tecido foliar, Clorofila Total, Clorofila A e Clorofila
B aplicando selecéo de atributos com os dados das duas coletas. No qual nota-se
qgue os resultados da andlise quimica foram superiores aos de clorofila, obtendo
correlacdo de 0,7151 com selecdo de atributos, este resultado sendo semelhante
aos obtidos por Baesso et al. (2012) na diagnose de N em feijoeiros, no qual
obteve uma porcentagem de acerto de 74% de classificacdo, utilizando RNA

treinada com atributos estatisticos.

Tabela 6: Correlacdo os método de extracdo de caracteristica Estatistico sem

texturizacdo utilizando Redes Neurais Artificiais

Dados avaliados Correlagéo sem Correlag&o com
selecéao de atributos selecao de atributos

Andlise quimica 0,7062 0,7151
Clorofila Total 0,1015 0,0844
Clorofila A 0,2974 0,3054
Clorofila B 0,4055 0,4055

Fonte: Autoria Propria.

4.2 EXTRACAO DE CARACTERISTICAS DAS IMAGENS DE FOLHAS DE FEIJAO
UTILIZANDO GRAY LEVEL CO-OCURRENCE MATRIX (GLCM)

Além dos atributos Estatisticos sem texturizacéo, buscou-se abordagens mais
sofisticadas para extracao de caracteristicas em imagens digitais. Segundo Vakilian
et al. (2012) a utilizacdo do método de extracdo de caracteristicas GLCM é eficaz
na deteccdo de N no pepino. Desta forma, nesta dissertacdo utilizou-se o GLCM
para extracdo de caracteristicas das imagens das folhas de feijdo. No GLCM foram
calculados 6 atributos da imagem: energia, entropia, contraste, heterogeneidade,
correlacdo e variancia. Porém pode-se varias o angulo em que é montada a matriz
de co-ocorréncia, sendo 0°, 45°, 90° e 135°, cada um deles sendo calculado os 6
atributos anteriores. Neste trabalho esses célculos foram feitos para imagens em
escala de cinza totalizando 24 atributos e obtendo uma correlacdo de 0,5020 de
acerto. Posterioremente esses testes foram repetidos para R,G e B, totalizando 72

atributos coletados em cada imagem da coleta 1 e 2. Esses atributos podem ser



vistos na Tabela 7 em conjunto com a correlagdo de Pearson para a andlise

guimica foliar de N.

Tabela 7: Correlacdo dos atributos extraidos das imagens de folha com os

dados da andlise quimica de N.

Atributos Avaliados Correlacao
EnergiaR0 -0,3253
EntropiaR0 0,1509

ContrasteR0O -0,3214
HeterogeneidadeRO 0,4098
CorrelacdoR0 0,0128
VarianciaR0 -0,01266
EnergiaR45 -0,4221
EntropiaR45 0,1876
ContrasteR45 0,3936
HeterogeneidadeR45 0,3745
CorrelacdoR45 0,0600
VarianciaR45 -0,0599
EnergiaR90 -0,3287
EntropiaR90 0,1169
ContrasteR90 -0,3786
HeterogeneidadeR90 0,3683
CorrelacdoR90 0,0987
VarianciaR90 -0,1030
EnergiaR135 -0,3440
EntropiaR135 0,1772
ContrasteR135 -0,1855
HeterogeneidadeR135 -0,3349
CorrelacdoR135 0,0138
VarianciaR135 -0,0128
EnergiaGO -0,4412
EntropiaG0 0,2165
ContrasteGO -0,2980
HeterogeneidadeGO 0,2689
CorrelacdoG0 0,0614
VarianciaGo -0,0601
EnergiaG45 -0,3614
EntropiaG45 0,1602
ContrasteG45 -0,2793
HeterogeneidadeG45 -0,2583
CorrelacdoG45 0,0999
VarianciaG45 -0,1031
EnergiaG90 -0,2821
EntropiaG90 0,0718

ContrasteG90 -0,2759
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HeterogeneidadeG90 0,4299
CorrelacdoG90 0,0138
VarianciaG90 -0,0133
EnergiaG135 -0,3958
EntropiaG135 0,1381
ContrasteG135 -0,3848
HeterogeneidadeG135 0,3731
CorrelacdoG135 0,0621
VarianciaG135 -0,0629
EnergiaB0 -0,2988
EntropiaBO 0,0775
ContrasteBO -0,3673
HeterogeneidadeBO 0,3693
CorrelagcaoB0 0,1008
VarianciaB0 -0,1057
EnergiaB45 -0,3287
EntropiaB45 0,1422
ContrasteB45 -0,3825
HeterogeneidadeB45 0,3220
CorrelacdoB45 0,0145
VarianciaB45 -0,0143
EnergiaB90 -0,4322
EntropiaB90 0,1757
ContrasteB90 -0,4819
HeterogeneidadeB90 0,2616
CorrelacaoB90 0,0627
VarianciaB90 -0,0634
EnergiaB135 -0,3468
EntropiaB135 0,1149
ContrasteB135 -0,4590
HeterogeneidadeB135 0,2549
CorrelacdoB135 0,1012
VarianciaB135 -0,1058

Fonte:Autoria Propria.

Semelhante ao que foi feito para os atributos Estatisticos sem texturizacdo, os
atributos do GLCM também foram submetidos como entrada a uma RNA Multilayer
Perceptron com o intuito de avaliar a sua qualidade na diagnose de nitrogénio.
Foram criadas duas RNA's para a analise quimica, a primeira tendo como entrada
todos os atributos extraidos das imagens utilizando o GLCM, ja a segunda RNA
tendo como entrada apenas os atributos com correlagéo de Pearson superior a 0,3
ou inferior a -0,3, ou seja, foram excluidos 43 atributos. Esse procedimento foi

repetido para os dados de clorofila A, B e Total. Pelas analises de correlacao
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realizadas observa-se que novamente a analise quimica se sobressai em
comparacao aos resultados de clorofila, melhorando significativamente quando é

feita a selecéo de atributos (Tabela 8).

Vakilian et al. (2012) utlizaram em seu trabalho o GLCM apenas para
diagnosticar se havia deficiéncia de nitrogénio ou ndo comparando com dados
coletados de folhas de pepino sem a utilizagdo de tratamento nitrogenado
(controle) com dados de folhas com tratamento deficiente de nitrogénio, no qual
obteve uma confiabilidade de acerto de 92 a 95 %. Ja no presente trabalho foram
realizadas medicbes de clorofila e nitrogénio, submetendo-as em uma RNA
correlacionando os resultados desta, com as medi¢des feitas chegando a uma

correlacdo maxima de 0,7454 para o GLCM com selecéo de atributos.

Tabela 8: Correlagcdo dos métodos de extracdo de caracteristica GLCM

utilizando Redes Neurais Artificiais

Dados avaliados Correlacdo sem Correlacdo com
selecdo de atributos selecao de atributos

Andlise quimica 0,2391 0,7454

Clorofila Total 0,0226 0,0962

Clorofila A -0,0439 0,5354

Clorofila B 0,0256 0,5472

Fonte:Autoria Propria.

4.3 EXTRACAO DE CARACTERISTICAS DAS IMAGENS DE FOLHAS DE FEIJAO
UTILIZANDO LOCAL BINARY PATTERN (LBP)

Segundo Dubey et. al (2012) o LBP pode atingir bons resultados extraindo
caracteristicas texturais para a classificacdo de doencas na cultura de milho
através de fotos de folhas desta cultura. J& neste trabalho também utilizou-se o
LBP para extrair caracteristicas texturais, porém em folhas de feijdo, com o intuito

de diagosticar a nutricao de N no feijoeiro.

O LBP foi implementado de duas formas neste trabalho, a primeira delas foi
utilizando o] Matlab no qual utilizou-se a funcéao

extractLBPFeatures(imagem,'Upright',false) que retorna um vetor com 10



42

caracteristias (bins) da imagem extraidas do histograma que o LBP constroi. Esses
atributos submetidos como entrada de RNA obtiveram correlacdo de 0,6754

comparando com os dados da analise quimica de N.

A segunda forma que o LBP foi implementado, foi utilizando a linguagem de
programacdo Java com a bilbioteca OpenCV, no qual, foram gerados mais 9
caracteriticas extraidas também do histograma que o LBP gera. Esses 9 atributos
obtiveram correlagdo na RNA de 0,6384 também comparando com os dados de N

da analise quimica.

Jé utilizando os 19 atributos em conjunto obteve-se uma correlacdo de 0,7061,
obtendo resultado superior aos atributos separados, sendo assim utilizados desta

forma na sequéncia deste trabalho.

Semelhante ao que foi feito com o Estatistico e ao GLCM, o LBP também foi
submetido a selecdo de atributos utilizando correlagdo de Pearson, nos quais

podem ser visto na Tabela 9.

Tabela 9: Correlacdo dos atributos LBP extraidos das imagens de folha com os

dados da analise quimica de N.

Atributos avaliados Correlagéo

MatlabBin1 -0,7102
MatlabBin2 -0,6967
MatlabBin3 -0,6963
MatlabBin4 0,6515
MatlabBin5 -0,2047
MatlabBin6 0,7107
MatlabBin7 -0,6234
MatlabBin8 -0,6889
MatlabBin9 -0,0323
MatlabBin10 -0,7038
VarianciaR 0,4472

MaximoR 0,3395

EntropiaR -0,0110
VarianciaG 0,4344

MaximoG 0,3366

EntropiaG 0,0420
VarianciaB 0,4170

MaximoB 0,3148
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EntropiaB 0,0903

Fonte:Autoria Propria.

Os atributos selecionados para a criagdo das novas RNA’'s foram os que
obtiveram correlacdo de Pearson superiores a 0,3 ou inferiores a -0,3 ,ou seja, 5
atributos foram excluidos. Os resultados das RNA’s criadas com esses atributos
selecionados podem ser conferidos na Tabela 10. Percebe-se que a RNA utilizando
dados da andlise quimica foliar de N novamente obteve resultados superiores aos
de clorofila. J4 a utilizacdo de selecdo de atributos também obteve resultados

superiores aos atributos sem selecéo (Tabela 10).

Tabela 10: Correlacdo os método de extracdo de caracteristica LBP utilizando
Redes Neurais Artificiais

Dados avaliados Correlagéo sem Correlagéo com
selecao de atributos selecao de atributos

Analise quimica 0,7061 0,7308
Clorofila Total 0,3069 0,3852
Clorofila A 0,2740 0,3612
Clorofila B 0,3628 0,4055

Fonte:Autoria Propria.

Neste trabalho o melhor resultado obtido utilizando o LBP foi de 0,7308 para
correlacdo da andlise quimica foliar de N, com selecdo de atributos, sendo
submetidos a uma RNA Multilayer Perceptron. jA no trabalho de Dubey et. al
(2012) foi obtido um resultado de 93% de acerto de classificagcdo, porém no

trabalho dele foi utilizado como classificador o Suport Vector Machine.

4.4 CORRELACAO UTILIZANDO OS TRES METODOS DE EXTRACAO DE
CARACTERISTICAS

No artigo de Sardar et. al (2016) foi proposto a combinacdo do método GLCM
e LBP para extracdo de caracteristicas, com o intuito fazer o reconhecimento de
diferentes frutas e a sua quantidade cal6rica. Ja no presente trabalho foi testado a
extracdo de caracteristica utilizando o método Estatistico sem texturizacdo, GLCM

e LBP. Segundo Sardar et. al (2016) a combinacdo de diferentes métodos de
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extragdo de caracteristicas é promissora. Assim com o intuito de verificar se 0 uso
combinado dos trés métodos melhora a eficiéncia, realizou-se a combinag¢do dos
trés métodos estudados para a criagdo de uma RNA para classificacdo de N. Para
esta RNA também foram testados os resultados com a analise quimica, Clorofila A,
B e Total utilizando todos os atributos e com selecéo de atributos com os atributos

com correlagdo maior que 0,3 ou menor que -0,3.

Nota-se na Tabela 11 que todos os dados testados promoveram uma melhora
nos resultados, com excecédo da clorofila total que a selecao de atributos piorou os
resultados. Porém na andlise quimica obteve-se um resultado superior a todos os

métodos de extracdo de caracteristica testados separadamente.

Tabela 11: Correlacdo dos métodos de extracdo de caracteristica, GLCM, LBP e
Estatistico sem texturizacdo na Rede Neural artificial

Dados avaliados Correlacdo sem Correlacao com
selecdo de atributos selecao de atributos

Andlise quimica 0,7081 0,7635

Clorofila Total 0,3158 -0,0278

Clorofila A 0,5346 0,5376

Clorofila B 0,5455 0,675

Fonte:Autoria Propria.

No artigo de Sardar et. al (2016) obteve-se resultados da classificacdo de
algumas frutas superiores a 90% utilizando o SVM como classificador, porém
notou-se que o autor utilizou no maximo 25 imagens para cada fruta classificada e
algumas frutas apenas 1 imagem, desta forma comprometendo a significancia

estatistica dos resultados.

4.5 CATEGORIZACAO DA ANALISE QUIMICA UTILIZANDO OS TRES METODOS
DE EXTRACAO DE CARACTERISTICAS E REDES NEURAIS ARTIFICIAIS

7

Considerando que é rotineiro o uso de faixas para determinar os niveis

adequados de nutrientes nas culturas, ocorrendo faixas consideradas adequadas,
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insuficientes ou mesmo excessivas. A determinagéo de faixas nutricionais ao invés
de teores pontuais em substituicdo da andlise pode ser extremante util para o

presente estudo, isto se esta forma de avaliacdo apresentar ganhos significativos.

Para Romualdo (2013) o uso de técnicas de visdo computacional na
categorizacdo de nutricdo de nitrogénio na cultura do milho € promissora, quando
se utiliza descritores de Gabor Wavelets multiespectrais e fractais (GWF), e o
método de aprendizado de maquina (SVM) para classificagdo. O GWF é uma
funcdo matematica que depois de aplicada em uma imagem gera uma
representacdo que ressalta os pontos mais importantes dela. Ja o SVM consiste
em um conjunto de métodos de aprendizado supervisionado que analisam o0s

dados e reconhece padrdes, usado para classificacdo e analise de regresséo.

Utilizando-se uma classificacdo como uma forma de analisar os resultados e
comparar com os resultados anteriores utilizando regresséo. Para classificar entre
niveis de N, foi necessario a divisdo dos dados da andlise quimica de N em em 3
classes. As imagens que possuiam menos de 36,67 g kg de N se tornaram da
classe 1, as que tinha N de 36,67 & 43,32 g kg™ de N ficaram na classe 2 e por fim

acima de 43,32 ficaram na classe 3 (Tabela 12).

Tabela 12: Dados da Andlise quimica de N e médias de clorofila realizado para as
folhas dos feijoeiros da coletale 2

Coleta Tratamento  Repeticéo Andlise Classe
(mg L™ quimica
(9 kg™)
1 50 1 42,93 2
1 50 2 38,56 2
1 50 3 39,98 2
1 50 4 39,52 2
1 100 1 39,55 2
1 100 2 42,64 2
1 100 3 39,73 2
1 100 4 41,10 2
1 150 1 39,84 2
1 150 2 38,73 2
1 150 3 40,23 2
1 150 4 44,04 3
1 200 1 39,99 2
1 200 2 43,73 3
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Fonte: Autoria Propria.
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Para os testes de classificacdo foi realizado os mesmos procedimentos

anteriores, sendo testados os 3 métodos de extracdo de caracteristicas: Estatistico

de texturizacdo, GLCM e LBP, nos quais foram realizados selecdo dos seus

atributos através de correlacdo de Pearson e submetidos como entrada em uma

RNA Multilayer Perceptron para predicédo de N.
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Tabela 13: Classificagdo em 3 classes da andlise quimica utilizando os trés

metodos de extracdo de caracteristicas

Dados de treinamento Taxa de acerto sem Taxa de acerto com

selecéo de atributos selecdo de atributos

(%) (%)
GLCM 66,93 67,73
LBP 68,53 71,14
Estatistico sem Texturizacao 71,54 71,74
Todos os métodos 77,71 81,12

Fonte: Autoria Proépria.

Nota-se na Tabela 13 que todos os métodos tiverem uma porcentagem de
acerto na classificacdo acima de 66%, estes resultados sendo mais consistentes
gue os resultados utilizando regressédo. A utilizacdo de selecdo de atributos
também aumentou o acerto de todos os métodos, sendo o melhor resultado
utilizando os 3 métodos de extracdo de caracteristicas juntos e com selecédo de
atributos, chegando a uma porcentagem de acerto 81,12% sendo o melhor
resultado deste trabalho. Para Romualdo (2013), o melhor resultado obtido foi de
uma porcentagem de acerto de aproximadamente 83%, sendo muito proximo ao
obtido neste trabalho, apesar da utilizacdo de diferentes métodos de extracdo de

caracteristicas e classificacao.

Nota-se que a classificacdo utilizando os 3 métodos de extracdo de
caracteristica juntos obtem uma precisao superior em relacdo a classificacdo com
cada método separado, isso ocorre pois cada método extrai informacdes diferentes
de cada folha, dando visGes diferentes para a RNA, desta forma quando essas
diferentes visbes sdo combinadas em uma Unica RNA, é coerente que obtenha-se
um resultado melhor. Nota-se também (Tabela 14) que todas as categorias
obtiveram uma precisdo na classificacdo superior a 0,77, ndo ocorrendo uma
categoria que apresente uma precisao ruim, nem ocorrendo erros entre as classes
1 e 3, fatos que podem corroborar que a separacéo das categorias foi realizada de

forma dequada.
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Tabela 14 — Matriz de confusdo da RNA utilizando o GLCM, LBP e Estatistico
sem Texturizagdo com 3 classes com selegcdo de atributos

Classificado
como
Classe 1 Classe 2 Classe 3 Precisao
1 116 26 0 0,779
2 33 202 15 0,815
3 0 20 86 0,851

Obs: 0 até 36,66 = Classe 1; 36,67 até 43,32 = Classe 2; 43,33 até 50,00 = Classe 3
Fonte: Autoria Proépria.
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6 CONCLUSAO

Com os estudos realizados neste trabalho obteve-se as seguintes conclusdes:

eOs trés métodos de extracdo de caracteristicas obtiveram correlacao
superiores a 0,7 utilizando a analise quimica e selecao de atributos, porém o
GLCM se sobressaiu aos outros dois obtendo uma correlacdo de 0,7454.
Utilizando os dados de clorofila todos os métodos obtiveram resultados
muito inferiores em relacdo aos resultados utilizando a andlise quimica,
portanto a utilizacdo dos dados da analise quimica e a selecéo de atributos é
mais interessante, melhorando a precisdo da diagnose de N na folha do

feijoeiro.

¢ A juncao dos trés métodos de extracao de caracteristicas obteve uma melhora
na diagnose de N, obtendo correlagéo 0,7635 também utilizando dados da

analise quimica e fazendo selecéo de atributos.

eUtilizando categorizacdo em 3 classes para diagnosticar niveis de N na
folhado do feijoeiro obteve-se uma porcentagem de acerto de 81,12%,
sendo superior a utilizacdo de regressdo, porém com esta categorizacdo o

sistema perde a capacidade de determinar valores pontuais de N.

¢O desenvolvimento de um sistema automatico para diagnéstico de N é
bastante viavel e sem a necessidade de um investimento podendo ser de
grande ajuda para agricultores e profissionais do agronegoécio. Porém com
0os resultados atuais exiete um fator limitante, no qual consiste na
necessidade de coleta de imagens no mesmo padréo de iluminacao utilizado
nos experimentos apresentados, para obtencédo de resultados semelhantes

aos vistos neste trabalho.
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