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RESUMO 

 
EVANGELISTA, Jonathan J. ANÁLISE DE FALHAS DE ROTOR UTILIZANDO  
DEEP NEURAL NETWORKS. 2019. 26 f. Proposta de trabalho de conclusão de 
curso (Graduação) – Engenharia Elétrica. Universidade Tecnológica Federal do 
Paraná. Cornélio Procópio, 2019.  
 

Mais da metade da energia total destinada ao setor industrial é consumida por 

motores. Uma parada na produção para correção de falhas do sistema motriz 

pode gerar alguns riscos e também sérios prejuízos para uma determinada 

empresa. A determinação precoce dessas falhas pode evitar uma manutenção 

não-programada e uma parada no processo de produção.  

Considerando um motor de indução trifásica e avaliando seu sistema elétrico, 

podemos prevenir algumas falhas relacionadas ao rotor, onde esta proposta de 

trabalho de conclusão de curso expõe um estudo relacionado ao diagnóstico de 

falhas do rotor de um MIT, utilizando sinais de corrente no domínio da frequencia, 

onde a classificação das falhas será feita a partir da Deep Neural Netowork 

 
Palavras-chave: Classificação de falhas, Rotor, Motor de indução trifásico, 
Deep Neural Network. 
 

 

 

 

 

 

 

 

 

 

 

 



 

ABSTRACT 
 
 

EVANGELISTA, Jonathan J. ANALYSIS OF ROTOR FAILURES USING DEEP 
NEURAL NETWORKS. 2019. 26 f. Proposal of work of conclusion of course 
(graduation) - Electrical Engineering. Federal Technological University of 
Paraná. Cornélio Procópio, 2019.  
 

More than half of the total energy destined for the industrial sector is consumed 

by engines. Stopping production to correct motor system failures can generate 

some risks and also serious losses for a given company. Early determination of 

these faults can prevent unscheduled maintenance and a halt in the production 

process.  

Considering a three-phase induction motor and evaluating its electrical system, 

we can prevent some rotor-related faults, where this proposal of completion work 

exposes a study related to the diagnosis of rotor faults of an MIT, using current 

signals in the field of frequenci, where the classification of failures will be made 

from Deep Neural Netowork. 

 

 

 Key words: Fault Classification, Rotor, Three-Phase Induction Motor, Deep 
Neural Network. 
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1 INTRODUÇÃO 

 

De toda energia elétrica produzida no pais, o setor industrial brasileiro 

consome 33,9%, em que aproximadamente 68% da energia consumida nesse 

referido setor é utilizada em sistemas motrizes (EPE, 2014). Isso faz com que o 

mercado industrial invista cada vez mais em melhorias e novos recursos na área 

de motores, evitando falhas que podem ocasionar paradas não-programadas na 

linha de produção. 

Os motores de indução trifásico são vastamente empregados em grade 

parte das indústrias devido a sua construção simples, robustez e grande 

confiabilidade e a possibilidade do emprego de inversores de frequência em seu 

acionamento (BELLINI, 2008) o que o torna, dentre os demais, a melhor escolha 

para o uso industrial.  

Apesar de possuírem características construtivas robustas, os motores 

elétricos de indução são expostos a uma variedade de condições ambientais, 

operando sob diversos tipos de cargas, tais fatores juntamente com o 

envelhecimento natural contribuem para que os motores possam vir a 

desenvolver falhas (SUETAKE, 2012). 

Segundo Bonnet and Yung (2008), as porcentagens de falhas em MIT podem 

ser distribuídas em: 

   

• Rolamentos (69%); 

• Enrolamento do estator (21%); 

• Barra do rotor (7%); 

• Eixo (3%). 

 

Dentre estas, a proposta deste estudo irá focar nas falhas da barra do 

rotor, onde segundo Vas (1993), essas falhas podem ser identificadas nas 

componentes de sua estrutura principal (corpo do rotor). Dentre essas falhas 

identificadas, a quebra na barra do rotor e as rachaduras nos anéis compartilham 

de 5% a 10% das falhas em maquinas de indução (Bellini, 2008). 

   A classificação das falhas do rotor, de um motor de indução trifásico, será 

através da Deep Neural Network a partir da obtenção dos sinais de corrente pré-

processadas. 
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1.1 Justificativa  

 

Como o setor motriz obtém a maior parte da energia consumida do mercado 

industrial, falhas referentes a motores surge grande impacto dentro de um 

processo fabril. Essas falhas podem desestabilizar a linha de produção e garantir 

vários prejuízos financeiros. 

O controle e acompanhamento dos motores de indução podem prevenir e 

identificar falhas futuras que possam acontecer, evitando assim algumas 

paradas indesejáveis no processo de produção, aumentando assim o 

rendimento e a eficiência da indústria. 

 

2 OBJETIVOS 

 

Os objetivos gerais e específicos são mostrados nas seções abaixo, 

especificando o que se espera alcançar através dessa proposta de conclusão de 

curso. 

 

2.1 Objetivo geral 

 

O objetivo geral deste trabalho é realizar a classificação inteligente de 

falhas de rotor em motores elétricos de indução trifásicos, utilizando dos sinais 

de corrente no domínio do tempo e a classificação pela DNN.  

 

2.2 Objetivos específicos 

 

Para os objetivos específicos:  

• Analisar sinais de corrente de motores elétricos de indução trifásicos; 

• Diagnosticar falhas de rotor a partir dos sinais de corrente 

discretizadas empregando a DNN. 

• Analisar os dados gerados com o estudo das falhas do rotor obtidos 

através da DNN. 
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3 FUNDAMENTAÇÃO TEÓRICA 

 

No processo de identificação e classificação das falhas do rotor de um 

motor de indução trifásica, é necessário primeiramente obter um pré-

processamento dos sinais de corrente. Logo após esse pré-processamento será 

aplicado o processo inteligente com a ajuda da Deep Neural Networks que irá 

analisar e classificar as falhas provenientes do rotor. 

 

3.1 Motor de indução trifásico 

 

Motores de Indução Trifásicos (MIT) são amplamente utilizados em 

grade parte das aplicações industriais devido à sua construção simples, 

robustez, elevada confiabilidade e devido ao emprego de inversores de 

frequência, em que diferentes estratégias de controle eficiente pode ser 

aplicadas nestas máquinas (BELLINI, 2008). 

 O motor de indução trifásico é constituído por vários componentes, 

dentre os principais: 

• Rolamentos; 

• Estator; 

• Barra do rotor; 

• Eixo. 

 

Figura 1 – Motor de Indução Trifásico 

 

Fonte: Adaptado Fitzgerald; Kingsley; Umans (2003) 
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O rotor de um motor de indução, pode ser bobinado ou gaiola de 

esquilo, sendo o último o mais utilizado devido a sua simplicidade e robustez 

de construção (FITZGERALD; KINGSLEY; UMANS, 2003). 

 

3.2 Falhas em motores de indução trifásicos 

 

Os motores de indução trifásicos, podem vir a apresentar diversas falhas, 

já que, além do envelhecimento natural, estes são constantemente expostos a 

uma variedade de condições ambientais, operando sob diversos tipos de cargas 

(SUETAKE, 2012).  

As principais falhas que ocorrem nos motores de indução podem ser 

distribuídas em falhas elétricas e falhas mecânicas. 

 

Figura 2 – Distribuição dos tipos de falha em um MIT. 

Fonte: Adaptado de Godoy(2016). 
 

De acordo com Bonnett e Yung (2008), as porcentagens de falhas em MIT 

podem ser distribuídas em: 

   

• Rolamentos (69%); 

• Enrolamento do estator (21%); 

• Barra do rotor (7%); 

• Eixo (3%). 

Estes 7% de falhas presentes no rotor são caracterizados entre a quebra 

da barra do rotor e as rachaduras nos anéis finais. 

Falha MIT's

Falhas elétricas

Rotor

Quebra das barras

Quebra dos anéis

estator

falhas ao enrrolamento

Falhas externas

Falhas mecanicas

Falhas de
excentricidade

Falhas no
rolamento
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3.2.1 Falha no rotor 

 

Embora uma falha no rotor não provoque em alguns casos problemas 

imediatos, verifica-se que este tipo de falha pode levar a efeitos adicionais, como 

a ocorrência de vibrações na máquina, elevação da temperatura e o 

comprometimento do seu isolamento (CARDOSO, 1991). 

O Rotor, que se caracteriza como a parte móvel de um MIT, pode, 

segundo Bonnett e Yung (2008) ser responsável por 7% das falhas totais de um 

motor de indução trifásico.  

Dentre as falhas classificadas, a quebra na barra do rotor e as rachaduras 

nos anéis finais compartilham de 5% a 10% das falhas em maquinas de indução 

(Belline et al., 2008). 

 

Conforme ilustrado na Figura 3, um rotor é composto por barra do rotor e 

anéis. 

 

Figura 3 – Partes constituintes de um rotor em gaiola. 

Roto  

Fonte: Adaptado de WEG (2013). 

 

A Figura 4, representa o local onde o rotor se encontram no motor de 

indução.  

 

 

 

 

 

Figura 4 – Rotor no motor de indução trifásico 
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Fonte: Adaptado de WEG (2013). 

 

 

Um motor de indução operando com uma falha no rotor gera uma 

sequência negativa de corrente devido a assimetria do rotor. Isto induz uma 

componente principal na corrente do estator, a qual varia na frequência de 

(1-2s) f. Além disso, as frequências de assinatura do rotor são ±sf, ±3sf,...; 

como esboçado na figura 5. (BELLINI, 2008). 

 

Figura 5 – Efeitos nas correntes do estator e do rotor, devido a simetria do 
rotor. 

 

 

Fonte: Bellini (2008). 

 

A dificuldade em se detectar falhas nos rotores está justamente na 

classificação das linhas de frequência presentes nos sinais. Onde os 

sistemas inteligentes tem sido muito utilizados para mapear estes processos 

(BELLINI, 2008). 
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As falhas no rotor se classificam em quebra de barra do rotor e 

rachadura nos anéis.  

 

Figura 6 – Rachadura do anel de um rotor 

 

Fonte: Autor desconhecido 

 

Na Figura 6, tem-se uma falha de rotor de uma bomba d´água 

referente ao alto aquecimento da peça. Já na Figura 7, tem-se barra danificada 

de um rotor.  

 

Figura 7 – Barra do rotor danificado. 

 

Fonte: NSK do Brasil (2012) 

 

As redes neurais combinados com os diferentes métodos compõem 

diversas estruturas para um sistema de diagnóstico, principalmente naqueles 

métodos responsáveis pela extração de característica do sinal. Estas 
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determinadas falhas de quebra da barra do rotor e a rachadura nos anéis podem 

ser analisadas pela forma do sinal de corrente utilizando redes neurais conforme 

constatado em Arabaci and Bilgin (2009). 

 

3.3 Detecção de falhas 

 

Segundo Seshadrinath, Singh e Panigrahi (2014) e Seera (2014), 

mostram que o diagnóstico de falhas em MIT com inversor de frequência tem 

atraído a atenção de vários pesquisadores nos últimos anos. 

Reis (2010), afirma que os métodos não invasivos são os mais 

promissores, pois para coletar informações não é necessário interromper o 

funcionamento do motor, caracterizando-os como práticos e de baixo custo. 

Assim, neste trabalho, será utilizado sinais de corrente como forma de 

diagnosticar falhas.  

Os sistemas inteligentes, tem sido utilizados na identificação e 

resolução de diversos problemas relacionados ao controle e acionamento de 

máquinas elétricas sendo capaz de classificar e determinar a origem de falhas 

ainda em sua fase prematura. 

A principal etapa no processo de detecção de falhas constitui na 

análise de sinais e na extração de características relevantes, o que pode ser 

realizado através de uma transformação ou decomposição do correspondente 

sinal (OLIVEIRA H. M., 2007). Desta forma, a análise no domínio da frequência 

através da transformada de Fourier é um dos métodos mais utilizados (VITOR, 

2016). 

 

3.4 Classificação inteligente de falhas 

 

Este trabalho considera o emprego da Deep Neural Network que será 

descrita detalhadamente nas próximas seções.  

 

 

3.4.1 Redes neurais artificiais  
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Segundo Simon (2001), uma rede neural é um processador maciçamente 

distribuído constituído de unidades de processamento simples, que tem a 

propensão natural para armazenar conhecimento experimental e torna-lo 

disponível para o uso. Ela se assemelha ao cérebro em dois aspectos: 

• O conhecimento é adquirido pela rede a partir de seu ambiente 

através de um processo de aprendizagem 

• Forças de conexão entre neurônios, conhecidas como pesos 

sinápticos, são utilizados para armazenar o conhecimento 

adquirido. 

 

A Figura 8 apresenta o modelo de um neurônio artificial, que forma a 

base para o projeto de redes neurais artificiais 

 

Figura 8 – Neurônio artificial  

 

Fonte: Simon (2001) 

 

Assim, de acordo com a Figura 8 é possível observar que o neurônio 

artificial é constituído por sete elementos básicos: 

• Sinais de entrada {𝑥1, 𝑥2, … , 𝑥𝑚}; 

• Pesos sinápticos {𝑤𝑘1, 𝑤𝑘2, …𝑤𝑘𝑚}; 

• Combinador linear { ∑ }; 

• Limiar de ativação {𝑏𝑘}; 

• Potencial de ativação {𝑣𝑘}; 
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• Função de ativação {φ}; 

• Sinal de saída {𝑦𝑘}. 

 

Os sinais advindos de estruturas externas são representados como 

entradas {𝑥1, 𝑥2, … , 𝑥𝑛}, em seguida, estas são ponderadas através dos pesos 

sinápticos {𝑤𝑘1, 𝑤𝑘2, …𝑤𝑘𝑛},os resultados obtidos são posteriormente agregados.  

O limiar de ativação {𝑏𝑘} determina o patamar para que seja gerado um valor de 

disparo em direção à saída do neurônio, o potencial de ativação {𝑣𝑘} é dado pela 

diferença entre o resultado do combinador linear e o limiar de ativação, assim, 

se 𝑣𝑘 ≥ 𝑏𝑘, o neurônio produz potencial excitatório e se 𝑣𝑘 < 𝑏𝑘 produz potencial 

inibitório, a função de ativação { φ } tem como objetivo limitar a saída do neurônio 

(SILVA; SPATTI; FLAUZINO, 2010).  

As redes neurais artificiais são caracterizadas por serem capazes de 

lidar com problemas que possuem grandes volumes de variáveis e conjunto de 

dados e também, possuem a habilidade de mapear sistemas não-lineares e 

variantes no tempo (SUETAKE, 2012). Para classificar esses dados, usaremos 

a Deep Neural Network. 

 

3.4.1.1 Deep Neural Network 

 

 Para Silva, Spatti e Flauzino (2010), as redes neurais artificiais contem 

três camadas, sendo: 

 

• Camada de entrada: Recebem os dados inseridos na rede; 

• Camadas intermediárias: Analisa os dados inseridos na rede; 

• Camadas de saída: Apresenta os dados processados pela rede. 

 

 

 

 

 

 

Figura 9 – Representação Neural Network 
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Fonte: Adaptado software MatLab R2018a. 

 

Através do treinamento da Rede Neural, obtém-se uma saída para cada 

amostra de dados inserido. Para este treinamento é utilizado o algoritmo de 

aprendizagem backpropagation que possui uma rede denominada feed-forward 

de duas camadas, que pode classificar vetores arbitrariamente, onde os dados 

de entradas são analisados e processados passando por todas as camadas 

gerando uma saída que novamente retorna a entrada para um novo 

treinamento. 

Este processo de treinamento é repetido até que a resposta de saída 

esteja de acordo com a desejada. 

 

4 METODOLOGIA 

 

Para analisar as falhas de rotor de uma MIT, foi utilizado um banco de 

dados obtidos em laboratório, simulando vários tipos de falhas que podem vir a 

ocorrer em rotores, se aproximando ao máximo de um ambiente real. 

A análise para detecção de falhas se dá através dos sinais de corrente 

obtidos nas simulações para 5 tipos de situações, como o motor operando sem 

falhas, motor operando com uma barra danificada, duas barras danificadas, 

motor operando com duas barras quebradas opostas (quatro barras) e motor 

operando com quatro barras quebradas consecutivas. 

Como os dados de corrente analisados já foram processados, não haverá 

a necessidade de um pré-processamento através da transformada de Fourier ou 

Wavelet. 
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4.1  Banco de dados  

 

Para este trabalho foi utilizado o mesmo banco de dados utilizado em 

Broniera(2014), Lopes(2016), Bazan(2016), Godoy(2016) e Palácios(2016). A 

Seguir é apresentado as características do MIT e a forma com que as falhas 

foram inseridas. 

 

4.1.1 Características do motor de indução trifásico 

 

As características e os parâmetros do motor utilizado podem ser vistos na 

Tabela 1. 

 

Tabela 1: Parâmetros e características do MIT 

Parâmetro Motor 

Fabricante WEG 

Potência (KW) 0,74 

Frequência (Hz) 60 

Tensão de alimentação (V) 220/380 

Corrente (A) 3,02/1,75 

Velocidade (rpm) 1730 

Número de polos 4 

Número de ranhuras  36 

Torque nominal (N.m) 4,1 

 

 

Para a Tabela 2, apresenta as características das falhas e a quantidade 

de amostras adotadas do banco de dados utilizado para análise. 
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Tabela 2: Número de amostras utilizadas 

Característica Quantidade  

Saudável 956 

Falha em um barramento 1145 

Falha em dois barramentos  1194 

Falha em dois barramentos opostos  1657 

Falha em quatro barramentos consecutivos 109 

Número total de amostras  5061 

 

 

4.1.2 Inserção de falhas do rotor 

 

Neste trabalho, as correntes foram adquiridas de um motor de indução 

trifásico com especificações apresentadas na Tabela 1. Foram utilizados cinco 

rotores diferentes para cada tipo de falha. 

Para a inserção das falhas no rotor, foi utilizado um procedimento 

apresentado por Suetake (2012), que seria um cisalhamento das barras que 

compõem a gaiola do rotor. A quebra é realizada com a perfuração por uma 

furadeira de bancada utilizando uma broca com diâmetro suficientemente maior 

que a barra, tendo como resultado um conjunto de rotores para os ensaios em 

bancada (Godoy, 2016), que pode ser observada na Figura 10. 

 

 

Figura 10: Rotor com quebra forçada das barras. 
 

 

Fonte: Godoy (2016) 
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Este tipo de falha normalmente é atribuído ao excesso de vibração, 

desalinhamento ou excentricidade (SUETAKE, 2012). A carga excessiva no eixo 

também é capas de provocar a ruptura ou trinca. Em adicional, fatores como 

altas temperaturas que podem ser consequência dos outros problemas, ou 

mesmo fadiga do motor, também podem provocar este tipo de defeito 

(BACCARINI, 2005). 

As principais consequências refletem no aumento da oscilação do 

conjugado, vibração excessiva, ruído, centelhamento, além de baixa dinâmica 

de partida (SUETAKE, 2012; BACCARINI, 2005). 

Levando em consideração as falhas que são encontradas nos rotores, as 

redes neurais têm sido cada vez mais utilizada como ferramenta para detecção 

destas falhas para minimizar os problemas que estas falhas apresentam. 

  

4.1.3 Método de classificação 

 

 Para esta etapa, juntamos todos os conjuntos de dados que representam 

o domínio de operação do motor em uma matriz e apresentamos para a rede. O 

conjunto de dados foi dividido em três blocos, sendo o treinamento, teste e 

validação apresentadas na Tabela 3. 

 

Tabela 3: Distribuição de dados para criação da rede 

Etapa Percentual 

Treinamento 70% 

Teste 15% 

Validação 15% 

 

A Tabela 4, apresenta a quantidade de neurônios e a quantidade de 

camadas da rede, onde foi-se ajustando esta quantidade de acordo com a 

resposta de saída que a rede proporcionava. 
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Tabela 4: Topologia da DNN 

Quantidade de neurônios de entrada  30 

Quantidade de neurônios na camada oculta 25 

Quantidade de neurônios na camada de saída  5 

Número de camadas escondidas  1 

Iterações  116 

 

A Tabela 5 representa a lógica escolhida para definir os sinais do motor 

saudável, com falha em um barramento, falha em dois barramentos, falha em 

dois barramentos opostos e falha em 4 barramentos consecutivos. 

 

Tabela 5: Características de Classificação 

Características Saída 

Saudável 00001 

Falha em um barramento 00010 

 Falha em dois barramentos 00100 

 Falha em dois barramentos opostos 01000 

Falha em quatro barramentos consecutivos 10000 
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5 RESULTADOS EXPERIMENTAIS 

 

Os resultados obtidos com os dados implementados na Neural Network 

serão apresentados nesta seção, onde os dados inseridos são os sinais de 

corrente adquiridos na simulação de inserção de falhas de um MIT. 

 

5.1 Resultados de classificação 

 

Como apresentado na Tabela 3, as etapas de classificação foram 

divididas em 3, treinamento, teste e validação. Depois de inseridos os dados na 

DNN, a rede foi treinada, ou seja, passou por um processo de aprendizagem das 

conexões entre os neurônios que segue um processo supervisionado, no qual 

consiste em entradas e saídas desejadas.  

  Os dados obtidos na Figura 11, representa a quantidade de amostras 

utilizadas em cada característica, onde foram empregadas 70% do total de 

amostras para o treinamento. 

 

Figura 11: Matriz de treinamento 

 

Fonte: Autoria própria 
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Pode-se observar que para o treinamento de classificação o motor 

saudável apresentou uma precisão de 81,7%, para falha com um barramento a 

precisão é de 75,2%, com dois barramentos 71,2%, falha com dois barramentos 

opostos 61,1% e falha com 4 barramentos 0% de precisão. 

 Para a etapa de teste, mostrada na Figura 12, a quantidade de amostras 

utilizadas foi de 15% do total de amostras. 

 

Figura 12: Matriz de teste 

 

Fonte: Autoria própria 

 

Para o motor saudável, a precisão foi de 75,8%, na falha com um 

barramento a precisão foi de 71,9%, falha com dois barramentos 68,6%, falha 

com dois barramentos opostos a precisão é de 58,1 e para 4 barramentos 

consecutivos a precisão é de 0%. 

Na etapa de validação, que nada mais é que uma comprovação, que torna 

a rede válida, utiliza 15% do total das amostras. A Figura 13 apresenta a 

quantidade de amostras para cada característica. 
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Figura 13: Matriz de validação 

 

Fonte: Autoria própria 

 

Para o motor saudável a etapa de validação a precisão foi de 76,9%, para 

o motor com uma falha de barramento a precisão foi de 77,7%, com dois 

barramentos 64,2%, falha com dois barramentos opostos 65,3% e com 4 

barramentos consecutivos a precisão não foi calculada. 

Na determinação do nível de confiança da classificação, utilizamos a 

matriz confusão que mostra de forma global a exatidão da rede. A matriz 

confusão é a junção de todas as etapas do processo de classificação, o 

treinamento, teste e validação, mostrada na Figura 14. 
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Figura 14: Matriz confusão 

 

Fonte: Autoria própria 

 

Analisando a matriz confusão, que contém o conjunto de mostra total, 

percebemos que o motor saudável apresentou uma exatidão de 80,1%, motor 

com falha em um barramento 75,2%, com falha em dois barramentos uma 

exatidão de 69,7%, motor com falha em dois barramentos opostos 61,2% e com 

quatro barramentos consecutivos uma exatidão de 0%. 

A Figura 15 apresenta o histograma de precisão das características de 

falhas do rotor e a precisão total da DNN para o conjunto de dados utilizado. 
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Figura 15: Histograma de precisão 

 

Fonte: Autoria própria 
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6 CONSIDERAÇÕES FINAIS 

 

Neste trabalho, foi utilizada a Deep Neural Network, que serviu como um 

método para a determinação de falhas de rotor por meio de um conjunto de 

dados de sinais de corrente coletados experimentalmente em laboratório através 

de simulações de um motor de indução trifásico. 

Estas simulações foram feitas para quatro tipos de falhas em rotor, falha 

em um barramento, falha em dois barramentos, em dois barramentos opostos e 

quatro barramentos consecutivos, contando também com a simulação de motor 

saudável (sem presença de falhas). Os dados manipulados já haviam sido 

devidamente tratados e classificados. 

Após a entrada de dados na rede, foi feito o treinamento desses dados 

utilizando 70% do total para esta etapa. Para o teste 15% e 15% para a 

validação. A precisão para o treinamento foi de 69,4%, para o teste encontrou-

se uma precisão de 65,9% e na validação 69,8%. 

A Matrix confusão, que representa 100% dos dados, apresentou uma 

precisão de 68,9%. Levando em consideração a porcentagem de precisão para 

cada tipo de característica de falha desta matriz, observou-se que a precisão de 

falha em quatro barramentos consecutivos foi de 0%, teste valor baixo se dá pela 

baixa quantidade de dados coletados para este tipo de falha, o que se diverge 

das outas características de falha, que contém uma quantidade maior de dados. 

Esta disparidade influência no resultado da rede, podendo assim diminuir sua 

precisão. 

Portanto, com os resultados obtidos neste trabalho, podemos concluir a 

viabilidade do método de classificação de falhas em rotor em motores de indução 

trifásicos. 
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