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RESUMO

MACEDO, Raíssa. Análise de técnicas de pré-processamento para a segmentação
de imagens de vitiligo. 2021. 62f. Trabalho de Conclusão de Curso (Bacharelado
em Ciência da Computação) – Universidade Tecnológica Federal do Paraná. Santa
Helena.

O vitiligo é uma doença identificada pela perda da pigmentação da pele, devido
a diminuição ou ausência de melanócitos. Com o intuito de avaliar essas imagens de
vitiligo, este trabalho apresenta algumas técnicas de pré-processamento com índices
de branco e segmentação de imagens com o algoritmo k-means e algoritmo de Otsu.
A avaliação dessas técnicas foi realizada por meio de quatro métricas: accuracy,
precision, f1-score e recall. Os melhores resultados de índices de branco com seg-
mentação k-means obtiveram valores entre 90 e 91% de accurracy e 90 a 94% de
f1-score.

Palavras-chave: Vitiligo. Segmentação de imagens. Otsu. K-means. Pré-

processamento. Índices de branco.



ABSTRACT

MACEDO, Raíssa. Analysis of pre-processing techniques for the transformation
of vitiligo images. 2021. 62f. Course Conclusion Paper (Bachelor of Computer
Science) - Federal Technological University of Paraná. Saint Helen.

Vitiligo is a disease identified by the loss of skin pigmentation, due to the decrease
or absence of melanocytes. In order to evaluate these vitiligo images, this work
presents some pre-processing techniques with white indexes and related images with
the k-means and Otsu algorithms. The evaluation of these techniques was performed
using four metrics: accuracy, precision, f1-score, and recall. The best results of white
indexes with associated k-means obtained values between 90 and 91% of accuracy and
90 to 94% of f1-score.

Keywords: Vitiligo. Image segmentation. Otsu. K-means. Pre-processing

White index.
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1 INTRODUÇÃO

O vitiligo é uma doença autoimune conhecida por manchas brancas de diferentes

tamanhos e formas que, se não forem tratadas adequadamente, ao decorrer do tempo

podem crescer continuamente podendo atingir ambos os sexos e idade (STEINER

et al., 2004).

Segundo Nunes e Esser (2011), o vitiligo manifesta-se em 0,5% a 1% da população

e ocorre em todas as nacionalidades. A índia é o país que tem mais casos da doença,

cerca de 8,8% da população. A perda de pigmento da pele atinge 50% dos pacientes

antes dos 20 anos. A maioria das pessoas com vitiligo, mesmo tendo uma saúde

boa, correm um risco maior em terem doenças autoimunes, como diabetes, tireoides,

anemia e etc.

A Sociedade Brasileira de Cirurgia Dermatológica (SBCD, 2020), ressalta que,

na maioria dos casos o único sintoma do vitiligo são manchas despigmentadas na

pele. Há alguns casos de pacientes que relataram sensibilidade e dor na área da

lesão, porém, faz-se necessário atendimento psicológico e tratamento, pois os pa-

cientes podem desenvolver sintomas emocionais como, por exemplo, a depressão,

baixa autoestima e insegurança por consequência da doença.

O vitiligo possui tratamentos que apresentam excelentes resultados, tendendo

a cessar a evolução das lesões mantendo a estabilidade no quadro. Os tratamen-

tos tradicionais são a base de cremes de corticoides, loções e fototerapia, medica-

mentos como vitamina D e imunossupressores que usam tacrolimo, auxiliando na

re-pigmentação das regiões afetadas (SBCD, 2020).

A causa do vitiligo é a perda ou destruição de melancólicos que são as células

que produzem melanina que produzem a cor de pele, cabelos e olhos. Os locais mais

comuns para o aparecimento das lesões de vitiligo são áreas expostas como a face,

pescoço, pálpebras, narinas, pontas dos dedos das mãos e pés, dobras corporais,

axilas e virilha (NUNES; ESSER, 2011). A Figura 1 ilustra uma lesão de vitiligo.
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Figura 1: Lesão de vitiligo.
Fonte: (OAKLEY, 2015).

Segundo Ballard e Brown (1982), o processamento de imagens tem como ob-

jetivo processar automaticamente as imagens e produz uma das principais formas

de interpretação. Duas importantes tarefas do processamento de imagens são o

pré-processamento e a segmentação das imagens digitais. O pré-processamento tem

como principal finalidade a correção de distorções geométricas e remoção de ruido e a

segmentação em separar as áreas relacionadas aos objetos representados na imagem,

considerando a descontinuidade e a semelhança dessas áreas (BOTELHO, 2014).

No entanto, no campo de pesquisa de doenças de pele pigmentadas, o vitiligo

tem a atenção de especialistas por apresentar algumas características semelhantes a

outras doenças cutâneas, como baixo contraste, lesões irregulares e extensas. Logo,

com intuito de avaliar imagens com lesões de vitiligo, técnicas de pré-processamento

e segmentação serão aplicadas neste estudo.

1.1 OBJETIVOS

Expõem-se a seguir o objetivo geral e os objetivos específicos que se pretende

atingir neste estudo.
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1.1.1 Geral

O objetivo deste trabalho consiste em explorar e avaliar diferentes técnicas de

pré-processamentos com índices de branco para a segmentação de lesões de vitiligo

e propor a melhor abordagem baseada nas técnicas em estudo.

1.1.2 Específicos

Para a análise das técnicas de pré-processamento com índices de branco e seg-

mentação de lesões de vitiligo faz-se necessário a realização das seguintes etapas:

1. Criar uma base de imagens com lesões de vitiligo;

2. Explorar e realizar experimentos com técnicas de pré-processamento com índi-

ces de branco individualmente e suavização com o filtro da mediana, e técnicas

de segmentação de Otsu e k-means ;

3. Avaliar a segmentação das imagens através de métricas;

4. Propor uma abordagem para extração de lesões de vitiligo através das técnicas

exploradas;

5. Comparar a abordagem proposta com algumas abordagens apresentadas na

literatura.

1.2 CONTRIBUIÇÕES DO TRABALHO

O diagnóstico do vitiligo é essencialmente clínico, pois as manchas com pouca pig-

mentação aparecem geralmente em locais do corpo como boca, nariz e joelhos. Nesse

contexto, o estudo das técnicas de pré-processamento e segmentação de imagens de

vitiligo propostos neste trabalho contribuem para o avanço do desenvolvimento de

ferramentas computacionais que auxiliem dermatologistas no processo de detecção

da doença de vitiligo.
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1.3 JUSTIFICATIVA

O vitiligo é uma doença que se caracteriza pelo aparecimento de manchas brancas

provocadas pela despigmentação da pele (STEINER et al., 2004). Então, quanto

mais rápido reconhecer a lesão melhor será o resultado do tratamento, podendo ser

mais rápido e eficaz.

O uso de imagens digitais para diagnosticar doenças dermatológicas vem se des-

tacando cada vez mais. Segundo Pereira e Rafael (1992), o processamento de ima-

gens permite o tratamento e manipulação das imagens de acordo com os objetivos

pretendidos.

Nesse contexto, esse trabalho pretende explorar técnicas de pré-processamento

com índices de branco e segmentação para imagens de vitiligo. Segundo Beuren,

Britto e Facon (2020), o uso dos índices de branco mostraram-se eficientes em uma

abordagem de segmentação entre céu e chão. Dessa forma, aposta-se nos índices

de branco pelo fato da lesão de vitiligo ter a coloração branca na imagem digital.

Esses índices ainda não foram explorados na literatura para segmentação desse tipo

de lesão.

1.4 DELIMITAÇÕES DO TRABALHO

Este estudo propõe uma abordagem de segmentação de lesões de vitiligo, a partir

da análise das principais técnicas de pré-processamento com índices de branco e

de segmentação, a partir de uma base criada para este fim. As técnicas de pré-

processamento selecionadas serão testadas separadamente e em conjunto com as

principais técnicas de segmentação de imagens.
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2 REVISÃO DA LITERATURA

2.1 PROCESSAMENTO DE IMAGENS

O processamento digital de imagens representa um conjunto de técnicas para

a extração e identificação de imagens, melhorando a qualidade visual de alguns

aspectos estruturais (PEDRINI, 2012).

Ao decorrer dos anos, muitas tecnologias foram construídas na área de proces-

samento de imagens, utilizadas em diferentes áreas de aplicação, como: astronomia,

medicina, multimídia, entretenimento, robótica, aeronáutica, entre muitas outras

(RUDEK; SANTOS; CANCIGLIERI, 2001).

Segundo Silva, Patrocínio e Schiabel (2019), processamento de imagens baseia-se

em um conjunto de técnicas para facilitar a visualização da imagem ou adequá-la

para análises quantitativas através de correções de defeitos ou realces das regiões de

interesse nas imagens e a extração e tratamento de dados quantitativos, realizados

pelo próprio computador.

Os sistemas do processamento de imagens geralmente compreendem uma ar-

quitetura em etapas sequenciais e ordenadas como aquisição, pré-processamento,

segmentação e pós-processamento. A Figura 2 mostra o fluxograma destas etapas.

Figura 2: Fluxograma das etapas do processamento de imagens.
Fonte:(ALBUQUERQUE; ESQUEF; ALBUQUERQUE, 2008).
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2.1.1 Aquisições de imagens digitais

Este é o primeiro passo do processo, para adquirir a imagem digital, é necessário

ter um dispositivo físico, ou seja, isto é que seja sensível a uma faixa do espectro

eletromagnético que está apto a produzir um sinal elétrico adequado ao nível de

energia, percebida e para converter a saída elétrica do dispositivo de sensoriamento

para a forma digital é usado um digitalizador Gonzalez e Woods (2000) é coletar a

energia de entrada e projetá-la em um plano imagem.

Figura 3: Aquisição de imagens.
Fonte:(REIS, 2014).

É usado o dispositivo de carga acoplada (“charge-coupled devices” – CCDs),

ou seja, sensor que capta a imagem, formado por um circuito integrado que tem

uma matriz de capacitores acoplados. Usados em fotografia digital entre outros

dispositivos, é um sistema de digitalização interno para a geração de uma imagem

digital, a qual pode ser transferida para um desktop (GONZALEZ; WOODS, 2000).

2.1.2 Pré-processamento

Essa etapa tem como objetivo aperfeiçoar a imagem o máximo possível, corri-

gindo defeitos do processo de aquisição da imagem, portanto, melhorando detalhes

importantes para a análise. Vários passos de pré-processamento precisam ser execu-
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tados para corrigir defeitos conhecidos e ajustar a intensidade da imagem de maneira

satisfatória à visibilidade. Como, por exemplo, melhoras no brilho e no contraste,

correção de iluminação irregular, realce de bordas e redução de ruídos Gomes (2009).

As operações realizadas nesta etapa são chamadas de baixo nível, pois focam dire-

tamente nos valores de intensidade dos pixels. Basicamente o pré-processamento é

para melhorar a qualidade da imagem para as tarefas posteriores.

2.1.2.1 Suavização de imagens

Para que os ruídos contidos em imagens sejam reduzidos, usa-se uma técnica

computacional para redução de ruídos Santos et al. (2020). No processamento digital

de imagem, a técnica de suavização está dentro da etapa de pré-processamento de

uma imagem.

Os filtros de suavização são divididos em lineares e não-lineares. Sucintamente,

o linear aplica a suavização na imagem sem modificar o seu nível médio de cinza,

já os filtros não-lineares não levam isso em consideração (GONZALEZ; WOODS,

2000).

Segundo o Sanches et al. (2015), os filtros lineares são bastante utilizados em

diversas áreas, incluindo em processamento digital de imagens. São considerados

filtros passa-baixo, que tem como a finalidade de borrar uma imagem para obter um

efeito desfocado. Já os filtros não-lineares operam diretamente na matriz de pixeis

de uma imagem e suavizam os ruídos por meio da variância. Um exemplo de filtro

de suavização não-linear é o filtro da mediana.

Segundo Jain, Kasturi e Schunck (1995), o filtro de mediana é considerado um

dos melhores filtros para extrair ruídos. Na implementação é selecionado um pixel

qualquer, que é definido como o pixel do cálculo no momento. A mediana é o valor

do pixel selecionado de um conjunto aleatório, que é formado pelo próprio pixel

escolhido e os pixels da sua vizinhança, organizados em ordem de grandeza caso a

cardinalidade seja ímpar. Este filtro funciona em nível de cinza, mantendo o formato

original das imagens e eliminando ruídos tendo pouca perda de nitidez. A figura 4
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apresenta o efeito do filtro mediana.

Figura 4: Imagem original (a); Imagem processada com filtro de mediana (b).
Fonte:(PFLEGER, 2016).

2.1.2.2 Índices de Branco

Índices de branco medem o grau pertencente de branco. Esses índices são usados

no clareamento de próteses dentárias, na indústria para análise de branquidão em

materiais como plástico e papel e diversas aplicações em que a cor branca é relevante

(BEUREN; BRITTO; FACON, 2020).

Os índices de branco encontrados nos estudos compreendem: ASTME, BER-

GER, CIE, GANZ, HARRISON, HUNTER LAB,LANIER, STENSBY, STEPHAN-

SEN e TAUBE.

•Wastme (BEUREN; BRITTO; FACON, 2020): O índice de branquidão é calcu-

lado de acordo com a equação 2.1:

WAstme = 3.388 ∗ z − 3 ∗ y (2.1)

Com a conversão do espaço de cor RGB para o espaço de cor XYZ sendo apre-

sentado na equação 2.2:


x

y

z

 =


0.412453 0.357580 0.180423

0.212671 0.715160 0.072169

0.019334 0.119193 0.950227



r

g

b

 (2.2)
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Tabela 1: Tabela de valores de a e b, coefiecientes da equação 2.3.

a b
2º observador 3.440 3.895
10º observador 3.448 3.904

Fonte: Adaptado de (BEUREN; BRITTO; FACON, 2020).

•WBerger (BEUREN; BRITTO; FACON, 2020) Conversão do espaço de cor RGB

para o espaço de cor xyz. Em seguida, o índice de branquidão é calculador de acordo

com a equação 2.3:

WBerger = y + a ∗ z − b ∗ x (2.3)

Com a e b sendo coeficientes do observador tabelados da seguinte forma.

•WCie (BEUREN; BRITTO; FACON, 2020): Conversão do espaço de cor RGB

para o espaço de cor xyz. Em seguida, o índice de branquidão é calculado conforme

a equação 2.4:

WCie = y + 800(x0 − x) + 1700(y0 − y) (2.4)

Com x e y sendo coordenadas de cromaticidade normalizadas definidas de acordo

com a equação 2.5 e 2.6:

x =
x

x+ y + z
(2.5)

y =
y

x+ y + z
(2.6)

x0 e y0 sendo as coordenadas de cromaticidade para a luminância do observador

de origem, sendo os valores tabelados de acordo com a Tabela 2:

Tabela 2: Valores para x0 e y0 que são as coordenadas de cromaticidade da equação
5.

Value C/2º D50/2º D65/2º C/10º D50/10º D65/10º
x0 0.3101 0.3457 0.3127 0.3104 0.3477 0.3138
y0 0.3161 0.3585 0.3290 0.3191 0.3595 0.3310

Fonte:(BEUREN; BRITTO; FACON, 2020).
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•WGanz (BEUREN; BRITTO; FACON, 2020): Conversão do espaço de cor RGB

para o espaço de cor xyz. Em seguida, o índice de branquidão é calculado conforme

equação 2.7:

WGanz = y + px+ qy + c, (2.7)

x, y, z: Valores encontrados a partir da conversão. Com x e y sendo coordenadas de

cromaticidade normalizadas definidas a partir da equação 2.8 e 2.9:

x =
x

x+ y + z
, (2.8)

y =
y

x+ y + z
, (2.9)

e p, q, c sendo coeficientes nominais dados para a luminância D65/10, tabelados da

seguinte maneira: P = 1868, 322; Q = 3695, 690; C = 1809.441.

•WHarrison (BEUREN; BRITTO; FACON, 2020): Com r e b sendo os compo-

nentes de vermelho e azul do pixel conforme a equação 2.10:

WHarrison = 100− (r − b) (2.10)

•WHunterLAB (BEUREN; BRITTO; FACON, 2020): Aqui se utiliza a conversão

do espaço de cor RGB para o espaço de cor espaço de cor xyz. Em seguida, o

espaço de cor xyz é convertido para o espaço de cor l∗a∗b∗. O índice de branquidão

é calculado conforme a equação 2.11:

WHunterLAB = l − 3b (2.11)

A conversão do espaço xyz para o espaço de cor l∗a∗b∗ é realizada de acordo com as

equações 2.12, 2.13 e 2.14:

l = 100

√
y

Wn

(2.12)

a = 175

√
0.0102.Xn

y/yn
(
x

xn

− y

Yn

) (2.13)
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b = 70

√
0.000847.zn

y/yn
(
x

xn

− z

xn

) (2.14)

Sob a luminância D65/10º os valores de Xn, Yn, Zn são: Xn = 0.95047;Yn =

1.00000;Zn = 1.08883.

•WLanier (BEUREN; BRITTO; FACON, 2020): Utiliza a conversão do espaço

de cor RGB para o espaço de cor xyz. Em seguida, o espaço de cor xyz é convertido

para o espaço de cor l∗a∗b∗. O índice de branquidão é calculado como mostra a

equação 2.15:

WLanier = 100−
√

(100− l∗)2 + a∗2 + b∗2 (2.15)

Com L∗, a∗, b∗, sendo definidos pela conversão mostrada nas equações 2.16, 2.17

e 2.18:

L∗ = 116f(y/yn)− 16 (2.16)

a∗ = 500f [(x/xn)− f(y/yn)] (2.17)

b∗ = 200[f(y/yn)− f(z/zn)] (2.18)

Sob a luminância D65/10º, os valores de Xn, Y n, Zn são: Xn = 0.95047;Yn =

1.00000;Zn = 1.08883.

•WStensby (BEUREN; BRITTO; FACON, 2020): Conversão do espaço de cor

RGB para o espaço de cor xyz. Em seguida, o espaço de cor xyz é convertido para

o espaço de cor l∗a∗b∗. O índice de branquidão é calculado como mostra a equação

2.19:

WStensby = l∗ − 3b∗ + 3a∗ (2.19)
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•WStephansen (BEUREN; BRITTO; FACON, 2020): Com r e b sendo os compo-

nentes de vermelho e azul do pixel de acordo com a equação 2.20.

WStephansen = 2b− r (2.20)

•WTaube (BEUREN; BRITTO; FACON, 2020): Com g e b sendo os componentes

de verde e azul do pixel conforme a equação 2.22:

WTaube = 4b− 3g (2.21)

2.1.3 Segmentação

Esse processo basicamente divide uma imagem em suas unidades de interesse,

ou seja, objetos ou regiões que a constituem. Portanto, a imagem segmentada é

determinada por um conjunto de regiões que estão interligadas, mas não sobrepostas,

sendo que cada pixel na imagem é relacionado exclusivamente a uma região (SILVA;

PATROCÍNIO; SCHIABEL, 2019).

A segmentação é uma das principais etapas do processamento de imagens, ge-

ralmente de maior complexidade computacional. Considerando a descontinuidade e

a semelhança dessas áreas, seu objetivo é separar as áreas relacionadas aos objetos

representados na imagem. Segundo Guarda (2018) essa é uma etapa primordial

para o processo de análises de imagens, já que é responsável por limitar as regiões

que posteriormente serão classificadas por algoritmos de classificação. Portanto, a

qualidade da segmentação tem influência direta no processo de análise de imagens.

Os algoritmos de segmentação de imagens baseiam-se nas categorias de descon-

tinuidade e similaridade. A primeira está relacionada às mudanças repentinas dos

níveis de cinza e usadas na detecção de bordas, detecção de linhas e de pontos

isolados de uma imagem por meio de máscaras de convolução. Na similaridade, os

algoritmos baseiam-se em limiarização, crescimento de regiões e aglomeração (RON-

CERO, 2005).
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De acordo com Grando (2005), a limiarização é uma das técnicas mais comuns

de segmentar e classificar imagens com base em pixels, a intensidade segue um ou

mais limites. A subdivisão é de uma imagem de um histograma, onde os pixels são

agrupados de acordo com sua intensidade, obtendo conformidade com um ou mais

limites recomendados.

Gomes (2009) afirma que esses métodos são comumente usados, por exemplo,

para analisar imagens de documentos para extrair caracteres, logotipos ou símbolos

e imagens de doenças dermatológicas. A imagem obtida pela segmentação por limiar

é binária o que divide a imagem em uma região pertencente ao fundo e uma região

pertencente ao objeto. Existem muitas variações da limiarização, mas a maioria

delas usa apenas as informações do histograma de cinza da imagem para realizar a

limiarização. Atualmente o algoritmo Otsu é o mais usado na limiarização.

2.1.3.1 K-means

Na segmentação por clustering, um conjunto de dados são substituídos por gru-

pos ou clusters. Basicamente os clusters são regiões contínuas deste espaço englo-

bando uma alta densidade de pontos, separadas de outras regiões densas por regiões

com baixa densidade de pontos. O algoritmo de agrupamento mais conhecido e

cumumente usado para a segmentação de lesões é o k-means.

k-means é um método usado para particionar automaticamente um conjunto

de dados em k grupos, selecionando k centros de cluster iniciais e, em seguida,

refinando-os iterativamente da seguinte forma (WAGSTAFF et al., 2001):

1. Cada instância dx é atribuído ao seu cluster mais próximo do centro;

2. Cada centro de cluster Ci é atualizado para o meio de suas instâncias.

Portanto, os valores dos centroides são computados de forma iterativa, assim que

há mudança no vetor de dados. Deste modo, a cada iteração, todos os subconjuntos

de clusters Ci devem ser atualizados para achar um novo esquema de vetor de dados.

No entanto, a convergência será alcançada quando não houver mais modificações no

vetor de dados ou nos subconjuntos (FAGUNDES; BORGES; NETO, 2016). A
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figura 5 mostra um exemplo do funcionamento do algoritmo k-means. Onde existe

a convergência de (a) até em (e). Dois pontos foram escolhidos e os pontos que tem

mais aproximidade ao primeiro centro foram marcados em amarelo, os seguintes mais

próximos foram marcados em azul. A partir de onde foram calculados os possíveis

centroides destes grupos que estão em vermelho.

Figura 5: Iterações do k-means.
Fonte: (FAGUNDES; BORGES; NETO, 2016).

2.2 MÉTRICAS DE AVALIAÇÃO

As métricas de avaliação são utilizadas para avaliar o desempenho de modelo

que está sendo estudado. Portanto, as métricas geralmente são usadas para analisar

o desempenho através de um agrupamento de dados específicos ou gerais (CHEN et

al., 2020). As métricas mais comuns para avaliação da segmentação são: Precision,

Accuracy, Recall e F1-Score.

2.2.1 Métrica Precision

De acordo com Cournapeau (2019), a precision avalia através de um conjunto

de entradas de dados, números de verdadeiros positivos e de falsos positivos. Para

calcular a precisão é necessário gerar a matriz de confusão que recebe as classes, por
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exemplo, classes verdadeiras como P (positivo) e N (negativo), e as classes previstas

como o S (sim) e N (não), como representado na figura 6.

Figura 6: Exemplo de matriz de confusão.
Fonte: (NUNES, 2018).

De acordo com Cournapeau (2019), a precision (P) é definida como um número

de verdadeiros positivos (TP) sobre o número de verdadeiros positivos mais o número

de falsos positivos (FP). É calculado conforme a equação 2.22:

Precision =
Tp

Tp+ Fp
(2.22)

2.2.2 Métrica Accuracy

Segundo o Cournapeau (2019), Accuracy é considerada a métrica mais simples,

basicamente esta métrica diz quantos dos exemplos foram segmentados correta-

mente. O calcáulo é feito da seguinte forma: o número de acertos (positivos) divido

pelo número total de exemplos, que são a proporção entre os pontos segmentados,

sendo as regiões de interesse, com a soma destes, e mais os pontos definidos como

falsos positivos e falsos negativos. Portanto, é a divisão entre todos os acertos pelo

total, calculado de acordo com a equação 2.23:

Accuracy =
TP + TN

TP + FP + FN + TN
(2.23)

2.2.3 Métrica Recall

A métrica Recall faz o cálculo da proporção entre os exemplos corretos e o total

de exemplos propostos (COURNAPEAU, 2019). Segue a equação da métrica recall

(equação 2.24).
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Recall =
TP

TP + FN
(2.24)

2.2.4 Métrica F1-Score

A métrica F1-Score une as métricas precision e recall através da média harmô-

nica, gerando resultados muito próximos da média “comum”. De modo que obtém-se

um número único que indica a qualidade geral dos exemplos estudados (COURNA-

PEAU, 2019). Segue o cálculo da métrica F1-Score (equação 2.25).

F1− Score =
2 · precision · recall
precision+ recall

(2.25)

2.3 ESTADO DA ARTE

Na abordagem de Simões (2000) uma técnica de segmentação de imagens funda-

mentada no atributo cor dos pixels foi criada com base em 45 imagens. A classifica-

ção é baseada em Redes Neurais Artificiais (RNAs), adotando a rede de perceptron

multicamada. O treinamento foi realizado com cores continuas, diferente saturações

de cores, diferentes intensidades luminosas e três espaços de cores (RGB, YUV e

HSV). O resultado dos treinamentos mostrou que em cores continuas mostrou ser

mais simples e eficaz.

Sezgin e Sankur (2004) realizaram um levantamento das técnicas de segmenta-

ção por limiarização. Os métodos são baseados em histogramas: Rosenfeld, Guo;

Cluster: Otsu e Yanni ; Entropia: Kapur, Sahoo e Yen e Similaridade de atributos:

Tsai e Pikaz. O conjunto de dados consiste em 40 imagens de documentos. O

resultado da qualidade média dos métodos foram: Rosenfeld : 0,663, Guo: 0,391;

Otsu: 0,197 e Yanni : 0,323; Kapur : 0,149, Sahoo: 0,148 e Yen: 0,289; Tsai : 0,484 e

Pikaz : 0,383. Os autores definem como melhores métodos para segmentar imagens

de documentos Rosenfeld, Yanni, Yen e Tsai.

De acordo com Nugroho et al. (2007), o tratamento do vitiligo pode interrom-
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per o crescimento da lesão e repigmentar as lesões cutâneas, porém, não tem uma

resposta rápida durante o tratamento de determinar e quantificar a quantidade de

repigmentação necessária. Os autores descrevem um esquema de processamento de

imagens para identificar e determinar áreas da lesão e a progressão da repgimenta-

ção em tempo mais curto. As imagens de vitilgo foram coletadas de 4 pacientes.

A análise foi realizada através do componente principal (PCA) e análise do compo-

nente independente (ICA) convertendo as imagens RGB em imagens que representa

as áreas notoriamente das lesões cutâneas, e usando distância euclidiana para ma-

pear cada pixel para facilitar a aplicação da técnica de segmentação por limiarização

nas áreas afetadas. Comparando entre a Physician Global Assessement(PGA) e o

método proposto no trabalho: para o primeiro paciente 66% no método proposto e

51%-75% a PGA; segundo paciente 94% e 76%100% ao PGA; terceiro paciente 92%

no método proposto e 76% - 100% a PGA; e o quarto paciente 26% no método pro-

posto e 0-25% a PGA. Os autores concluem que o método é eficaz, sendo capaz de

capturar pequenas progressões de repigmentação de forma clara e em menor tempo.

Soares (2008) apresentou uma metodologia para análise e classificação de imagens

de doenças cutâneas, baseada em técnicas de processamento de imagens, utilizando

descritores de textura, descritores de cor e descritores de forma. O processo de

segmentação de imagens foi baseado no algoritmo de agrupamento k-means e, no

pós-processamento aplicou operadores morfológicos para eliminar ruídos. Na clas-

sificação utilizou o SVM com objetivo de gerar hiperplanos viáveis que apresentam

a maior margem de separação entre classes. Para a base 21 de imagens de doen-

ças dermatológicas com melanoma e não-melanoma. Os resultados apresentam uma

acurácia de 92,73% para melanoma e 86% para lesões não-melanoma.

Atualmente os dermatologistas utilizam as características da borda e de região

interna das lesões compostas nas imagens para facilitar o diagnóstico da doença.

Entretanto, Araujo et al. (2012) mostram uma metodologia hibrida para extrair e

detectar os contornos das lesões de pele por meio de imagens. Usando uma base 40

imagens, aplicaram a remoção de ruídos nas imagens usando difusão anisotrópica,

a técnica de segmentação po limiar, baseada em crescimento de região e algoritmos

genéticos. Segundo os autores, em 92% dos casos, os contornos extraídos foram
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considerados aceitáveis pela avaliação médica, por meio do método desenvolvido

que uniu características das técnicas de segmentação para detectar, extrair e refinar

as bordas das lesões.

Das et al. (2013) apresentam um método para identificação de doença cutâneas,

criando uma base de 876 imagens composta por lesões como vitiligo, hanseníase e

tineaversicolor. Para reconhecimento das lesões aplicaram o algoritmo Padrão Bi-

nário Local (LBP), Matriz de co-ocorrências de níveis de cinza (GLCM), discrete

cosine transform (DCT) e Transformada de Fourier Discreta (TFD). Para a classifi-

cação das imagens utilizaram o SVM. Com base nos extratores de características, a

precisão de cada um foi de DCT 73,56%, DFT 70,69%, GLCM 88,51 e LBP 88,51%.

Com base nos resultados, os autores consideram o LBP o melhor extrator para as

doenças vitiligo, hanseníase e tineaversicolo, e o classificador SVM teve uma precisão

de reconhecimento de 89,66%, portanto, obteve resultado satisfatório.

Siebra (2013) apresentou um método de segmentação de imagens, baseado al-

goritmo Multi Object Fuzzy Segmentation (MOFS). O autor usou uma base de 13

imagens, aplicou a redução do histograma das imagens e, em seguida, a segmenta-

ção por crescimento de regiões e a segmentação por fuzzy. Os resultados alcançados

através da métrica da Intersecção sobre União (IoU) foram satisfatórios, tendo uma

média de 86,5253% de acurácia, mostrando eficaz em segmentar imagens textuais

na presença de ruídos, obtendo um baixo desvio padrão de 1.9028.

Yasir, Rahman Md e Ahmed (2014) propuseram um método que utiliza técnicas

de visão computacional para detectar vários tipos de doenças dermatológicas. Vários

algoritmos de processamento de imagens são usados para a extração de característi-

cas como a cor da área infectada, tamanho da área infectada em pixeis e detecção de

borda. As características extraídas de 775 imagens são usadas para treinar e testar

uma rede neural artificial de propagação de feedforward para identificar a doença

dermatológica. No pré-processamento, os autores aplicaram sequencialmente a con-

versão da imagem em níveis de cinca, filtro de nitidez, filtro da média, histograma,

YCbCr para a extração da cor da imagem binária e o operador de sobel. E para

segmentação foram implmentado os métodos Otsu e Canny. Sistema detectou com



32

sucesso 9 tipos diferentes de doenças dermatológicas da pele, incluindo o vitiligo,

com uma taxa de 90% de acurácia.

Adonias e Carlos (2015) apresentam uma avaliação de doenças cutâneas usando

técnicas de segmentação e análise de imagens digitais. As imagens foram cedidas

pelo Grupo de Visão Computacional e Cibernética da Universidade Independente de

Bangladesh, contendo cinco imagens de lesões cutâneas e cinco imagens de vitiligo

para comparação. A abordagem de segmentação consiste na detecção de bordas pelo

método de Canny, limiarização pelo método de Otsu, segmentação pela técnica de

Watershed e classificação pela média de intensidade dos pixeis da região de interesse

com limiar de 130 e pela matriz de coocorrência de níveis de cincza. A análise foi

realizada entre manchas despigmentadas e manchas de intensidade mais escura na

pele (pintas, sinais e etc.) através do cálculo da média de intensidade dos pixeis. A

média geral de intensidade dos pixeis chegou a 197,03 para vitiligo e 93,97 para os

demais sinais, taxa de acerto de 100% para as imagens testadas.

Marcomini, Schiabel e Vercosa (2015) propuseram na segmentação, a técnica de

contorno ativo para obter informações precisas de nódulos de imagens clinicas para

uma base de 83 imagens. Para a comparação correta as segmentações, os autores

usaram métricas de avaliação quantitativa. Os resultados obtidos foram de 92%

na acurácia, 73% em sensibilidade e 94% de valor preditivo positivo. O resultado

da segmentação por contorno ativo foi satisfatório, sendo viável usá-la em imagens

ultrassonográficas.

Yadav, Narang e Shrivastava (2016) apresentam um estudo abordando uma série

de sistemas de diagnóstico de doenças de pele e plantas, por meio do processamento

de imagens e mineração de dados. O estudo mostra uma implementação de um

sistema de diagnóstico de doenças de pele que ajuda o usuário a detectar a doença

de pele fornecendo tratamentos médicos em tempo hábil. O sistema necessita da

imagem da doença de pele para que possa usar no pré-processamento, usando filtro

de suavização e ruídos para o aprimoramento da imagem e a técnica de segmentação

de limiarização. Este sistema especialista tem uma precisão de 85% para eczema,

95% para impetigo e 85% para melanoma.
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Nosseir e Shawky (2019) desenvolveram um algoritmo para classificar três tipos

de doenças cutâneas: verrugas, hemangioma e doenças de pele como vitiligo. Os

autores usaram 240 imagens. O algoritmo proposto segue algumas etapas: baseada

em características dos pixels, extração de características como cor e textura e matriz

de co-ocorrência de nível de cinza (GLCM). E fizeram comparação da precisão dos

classificadores supervisionados SVM e K-NN. O K-NN obteve resultados mais altos,

apresentando uma precisão de 98,2% e o SVM de 90%.

Bian et al. (2020) propuseram um método fracamente supervisionado, usando

a técnica de segmentação de vitiligo com apenas anotações em nível de imagem

para localizar a lesão. A base contempla 2.000 imagens extraídas do Vit2019. Os

autores usaram rede neural convolucional (CNN) para classificação das imagens e,

em seguida, um mapa de ativação de classe (CAM) para localizar a região do vitiligo.

A rede de classificação foi treinada com 70% das imagens de teste e 30% de imagens

aleatórias.

Low e Raina (2020) apresentam uma rede neural convolucional (CNN) modifi-

cada com base na arquitetura da rede U-Net que realiza a segmentação de lesões

cutâneas de vitiligo de forma rápida e robusta. Para o pré-processamento as ima-

gens são normalizadas entre -1 a 1 para garantir a padronização da escala de pixels

e redimensionadas para 224 × 224. Um conjunto de 247 imagens foram combinadas

para o treinamento e validação. Na avaliação do desempenho da rede, foi medido

com f1-score chegando a 73,6%.

Luo et al. (2020) apresentam um sistema de inteligência artificial para diagnos-

ticar vitiligo com capacidade de gerar imagens de alta resolução e classificá-las com

precisão. A base foi composta por 80.000 imagens de vitiligo e imagens sem lesão.

Para gerar estas imagens em wood lamp, os autores usaram Cycle-Consistent Adver-

sarial Networks (Cycle Gan) e Attention-Aware DenseNet(ADRD) , para melhorar

a nitidez das imagens. Na classificação, os autores usaram a Resnet50. O desempe-

nho do método na classificação foi de 85,69% de acurácia, um aumento de 9,32% em

comparação com o uso do Resnet50 para classificar imagens originais diretamente.

Beuren, Britto e Facon (2020) apresentaram uma abordagem de segmentação de
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céu e chão utilizando o classificador supervisionado Support Vector Machine (SVM).

Duas bases de dados de 1200 imagens foram criadas para executar os experimentos.

A abordagem foi dividida em duas etapas, uma usando classificadores monolíticos e a

segunda usando a fusão de classificadores. As duas etapas usaram índices de branco

no pré-processamento e avaliadas com a métrica F-measure. Na primeira etapa os

resultados variaram entre 89,10% e 92,80% para as bases e na segunda etapa que

consiste na pré-classificação das imagens em categorias o melhor resultado atingiu

97,10% para uma base e 92,00% para a segunda base.
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Tabela 3: Estado da arte

Artigo Base de Dados Tipo de
imagens

Pré-
processamento
de imagens

Segmentação
de imagens

Classificadores
Algoritmos

Avaliação dos
métodos

Resultados

SIMÕES, S.
(2000).

Base de 45
imagens de
cores.

Imagens
coloridas.

- Técnica de seg-
mentação fun-
damentada no
atributo da cor
dos pixels

Redes neurais
Artificiais
(RNAS).

Os autores não
citam as métri-
cas de avalia-
ção utilizadas.

O resultado dos
treinamentos
mostrou-se
que em co-
res continuas
teve resulta-
dos simples e
eficazes.

SEZGIN,
M.; SAN-
KUR, B.
(2004).

Base de 40
imagens de
documentos.

Imagens
coloridas.

- Segmentação
por limiariza-
ção Rosenfeld,
Guo, Otsu,
Yanni, Kapur,
Sahoo, Yen,
Tsai, e Pikaz.

- Os autores não
citam as métri-
cas de avalia-
ção utilizadas.

Os resultados
mostraram que
os métodos Ro-
senfeld, Yanni,
Yen e Tsai
foram mais
eficazes.

Tabela 3 Informações do Estado da Arte
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Tabela 3 Continuação da tabela do estado da arte

NUGROHO,
H. et al.
(2007).

Base de 24
imagens de 4
pacientes com
vitiligo.

Imagens
coloridas.

Principal com-
ponent analy-
sis (PCA) e
component
analysis(ICA).

Segmentação
por limiariza-
ção.

Classificação
por distância
euclidiana .

Os autores não
citam as métri-
cas de avalia-
ção utilizadas.

O método foi
capaz de cap-
turar pequenas
progressões de
repigmentação
de forma obje-
tiva e se mostra
potencialmente
superior à avali-
ação médica.

SOARES, H.
(2008).

Base de 21
imagens com-
posta por
doenças der-
matológicas.

Imagens
coloridas.

descritores de
textura, des-
critores de cor
e descritores
de forma.

Segmentação
feita através
do algoritmo
de k-means.

Classificador
SVM.

Matriz de con-
fusão

Os resultados
foram positivos,
obtendo uma
acurácia de
92,73% para
melanoma e
86% para lesões
não-melanoma
e benigna.

ARAUJO,
A. et al.
(2012).

Base de 40
imagens

Imagens
coloridas

Remoção de
ruído por
difusão aniso-
trópica.

Segmentação
po limiar,
baseada em
crescimento
de região e
algoritmos
genéticos

- Avaliação por
um médico es-
pecialista.

92% dos casos,
os contornos
extraídos foram
considerados
aceitáveis pela
avaliação mé-
dica.

Tabela 3 Informações do Estado da Arte
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Tabela 3 Continuação da tabela do estado da arte

DAS, N. et
al. (2013).

Base de 876 de
imagens basea-
das em doen-
ças cutâneas.

Imagens
coloridas.

Extratores de
texturas: LBP,
GLCM, DCT e
TFD

- Classificador
SVM.

Métrica Preci-
sion

O extrator
LBP teve uma
maior precisão
em compara-
ção aos outros
extratores e
em conjunto
com o classi-
ficador SVM
teve 89,66% de
precisão.

SIEBRA, A.
(2013).

Base 13 de
imagens.

Imagens
coloridas.

Histograma
das imagens.

Segmentação
por regiões e
segmentação
por Fuzzy.

- Métrica da In-
tersecção sobre
União (IoU)

O método de
Segmentação
Fuzzy teve re-
sultados satisfa-
tórios, obtendo
uma média
de 87.5253%
de acurácia e
tendo um baixo
desvio padrão
de 1.9028.

Tabela 3 Informações do Estado da Arte
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YASIR, R.;
RAHMAN,
M. A.; AH-
MED, N.
(2014).

Base de 775
imagens de di-
ferentes doen-
ças dermatoló-
gicas

Imagens
coloridas

Filtro de niti-
dez; filtro de
média; Más-
cara binária;
Histograma;
Espaço de
cores YCbCr;
Filtro de sobel

- Rede neural
de retro-
propagação
feed-forward
com 10 carac-
terísticas

O sistema exa-
mina uma ima-
gem de pele in-
fectada e de-
tecta a doença
com precisão

A taxa de acu-
rácia foi de 90%
para a aborda-
gem proposta
pelos autores.

ADONIAS,
G.; REGIS,
C.(2015).

Base de 5 ima-
gens de viti-
ligo. e 5 ima-
gens de lesões
cutâneas diver-
sas

Imagens
coloridas.

Filtros da Me-
diana e Gaussi-
ano

Método
Canny; Al-
goritmo de
Otsu; Técnica
de Watershed.

Média de in-
tensidade dos
pixels da re-
gião de inte-
resse; Matriz
de coocorrên-
cia de níveis de
cinza.

Cálculo geral
da média da
intensidade
dos pixels.

O resultado
mostrou-se
eficaz para dife-
renciar manchas
despigmentadas
e doenças cu-
tâneas com a
média geral de
intensidade de
pixeis de 197,03
das imagens
de vitiligo e
93,97 de lesões
cutâneas.

Tabela 3 Informações do Estado da Arte



39
Tabela 3 Continuação da tabela do estado da arte

MARCOMINI,
K. et al.
(2015).

Base de
83 imagens
clinicas derma-
tológicas.

Imagens
coloridas.

- Segmentação
por meio da
técnica de
contorno ativo.

- Métricas: acu-
rácia, sensibi-
lidade e valor
preditivo posi-
tivo (VPP).

A técnica uti-
lizada obteve
valores de 92%
na acurácia,
73% em sensibi-
lidade e 94% de
valor preditivo
positivo.

YADAV, N.;
NARANG,
K.; SHRI-
VASTAVA,
U. (2016).

Base de
imagens de do-
enças eczema,
impetigo e
melanoma.

Imagens
coloridas.

Filtros de sua-
vização

Técnica de seg-
mentação por
limiarização

- Criação de um
sistema especi-
alista.

O sistema pro-
posto obteve
uma precisão
de 85% para
Eczema, 95%
para Impetigo
e 85% para
Melanoma.

Nosseir, A.;
Shawky, M.
(2019).

Base de 240
imagens.

Imagens
coloridas.

- Conversão da
imagem em
RGB.

SVM e K-NN Acurácia. K-NN obteve
resultados mais
altos, tendo
uma precisão
de 98,2% e o
SVM 90% de
acurácia.

Tabela 3 Informações do Estado da Arte
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BIAN, Z. et
al. (2020).

Base de 2.000
imagens de vi-
tiligo

Imagens
coloridas.

Mapa de ati-
vaçãode classe
(CAM).

Técnica de
anotações
em nível de
imagem para
localizar a
lesão.

Redes neurais
convolucionais
(CNNs).

Métrica de In-
tersecção sobre
União (IoU).

Os resulta-
dos obtidos
tiveram maior
pontuação em
comparação
aos algoritmos
fracamente su-
pervisionados.

Krizhevsky,
Alex et al.
(2020).

Base de 247
imagens de vi-
tiligo.

Imagens
coloridas.

Normalização
entre -1 a 1
para a padro-
nização da
escala de pixel;
redimensio-
mento para
224×224.

CNN com base
na arquitetura
da rede U-Net

CNN e U-Net
modificada

Métrica F-
Measure.

Com o uso de
U-Net obteve
desempenho
de 74,1%,
mostrando-se
promissor para
a segmentação
do vitligo.

Luo, W. et
al. (2020).

Base de 80.00
imagens con-
tendo vitiligo e
não contendo
vitiligo.

Imagens
coloridas

Cycle-
ConsistentAdversarial
Networks (Cy-
cle Gan);
Attention-
Aware Den-
seNetcom
Deconvolu-
çãoResidua
(ADRD).

- Rede Neural
Convolucional
Resnet50.

Acurácia Desempenho
de 83,05%, au-
mento de 9,32%
em compara-
ção com o uso
da Resnet50
diretamente
em imagens
originais.

Tabela 3 Informações do Estado da Arte
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Beuren, A.;
Britto, S.;
Facon, J.
(2020).

Duas bases de
1.200 imagens
cada.

Imagens
coloridas.

Índices de
branco.

- SVM. Métrica F-
Measure.

Os restulta-
dos variaram
entre 89,10%
e 92,80% na
primeira etapa
e 97,10% na
segunda etapa.
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3 METODOLOGIA

A metodologia proposta tem como objetivo final extrair a lesão de vitiligo sem

prejudicar a sua geometria avaliando técnicas de pré-processamento com índices de

branco. O uso de índices de branco na etapa de pré-processamento justificam-se

pelo fato do vitiligo apresentar a coloração branca em imagens digitais. Após o pré-

processamento, algumas técnicas de segmentação serão aplicadas, para então serem

avaliadas através das métricas Precision, Accuracy, Recall e F1-Score, mais comuns

na literatura para esse tipo de abordagem. A figura 7 apresenta uma visão geral do

protocolo a ser seguido ao longo dos experimentos.

Figura 7: Protocolo dos experimentos.
Fonte: Autor.

As técnicas apresentadas no protocolo dos experimentos (figura 7) serão detalha-

das nas próximas seções na forma de testes em diferentes implementações, usando

como exemplo duas imagens de vitiligo. Na sequencia do trabalho, estes testes serão

realocados em uma seção específica no documento.

A seção 3.1 descreve a base de imagens criada para este trabalho. A seção 3.2

apresenta as técnicas de pré-processamento aplicadas, a seção 3.3 as técnicas de

segmentação selecionadas. As métricas de avaliação definidas para o trabalho são

apresentadas na seção 3.4.
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3.1 BASE DE IMAGENS

Uma nova base foi criada a partir de imagens coletadas na web contemplando

um total de 50. A criação da base justifica-se pela dificuldade em encontrar bases

disponíveis e gratuitas para pesquisa. Inicialmente, as imagens tem diferentes tipos

de resolução, tamanho e iluminação, fatores que afetam diretamente a extração da

lesão. No intuito de padronizar a base de dados, todas as imagens foram ajustadas

para o tamanho (162 x 148) e resolução de 96 dpi.

A formação da base groundtruth foi gerada manualmente a partir do contorno

da lesão da imagem original. O termo “groundtruth” significa, neste contexto, gerar

a solução ideal da segmentação da lesão da região do vitiligo para todas as imagens

usadas nos experimentos.

A figura 8 apresenta exemplos de imagens que contemplam a base de dados e

suas respectivas imagens groundtruth.

Figura 8: Imagens originais e respectivas groundtruth.
Fonte: Autor.

3.2 PRÉ-PROCESSAMENTO

A etapa de pré-processamento visa a normalização das das imagens de vitiligo,

isto é, ajusta o briho e reduz os ruídos. Nessa etapa, foram avaliados dez índices de

branco: ASTME, BERGER, CIE, GANZ, HARRISON, HUNTER LAB, LANIER,
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STENSBY, STEPHANSEN e TAUBE presentes Índices de Branco (seção 2.1.2.2).

Após o processamento dos índices de branco, as imagens foram suavizadas com o

filtro da mediana que é um filtro não-linear passa-baixas.

3.3 SEGMENTAÇÃO

A segmentação das imagens de vitiligo foi realizada com o método de Otsu e

o algoritmo k-means, ambos aplicados a partir de imagens de cinza resultantes do

pré-processamento.

Nessa etapa, o método de Otsu e o algoritmo k-means foram selecionados por

apresentarem resultados eficientes em abordagens de imagens com diferentes tipos

de lesões como citado no estado da arte, dos autores (SEZGIN; SANKUR, 2004) e

(SOARES, 2008).

A segmentação com Otsu e k-means foi aplicada nas imagens resultantes dos

índices de branco, imagens com índices mais filtro da mediana e nas imagens originais

para comparação e comprovação da importância do pré-processamento, conforme

figuras 9 e 10.

Figura 9: Segmentação com o método de Otsu.
Fonte: Autor.

Para a primeira imagem (linha 1), o melhor limiar encontrado é 157.0 e para a

segunda imagem (linha 2) o limiar é 123.
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O algoritmo k-means foi aplicado inicialmente com a configuração básica com a

seleção de 2 classes e janela 3x3.

Figura 10: Segmentação com o algoritmo k-means.
Fonte: Autor.

3.4 AVALIAÇÃO DA ABORDAGEM PROPOSTA

Para avaliar os resultados obtidos, as métricas Precision, Accuracy, Recall e F1-

Score foram escolhidas pelo fato de serem citadas na literatura para esse tipo de

abordagem.

Essas métricas são calculadas a partir de quatro valores: Verdadeiro Positivo

(TP) que indica a quantidade de pixeis classificados como positivos corretamente;

Verdadeiro Negativo (TN) indica a quantidade de pixeis que foram classificados como

negativos de maneira correta; Falso Positivo (FP) indica a quantidade de pixeis que

foram classificados como positivos de maneira incorreta e Falso Negativo (FN) que

indica a quantidade de pixeis que foram classificados como negativos de maneira

incorreta.

Para essa abordagem, a métrica Precision retorna o percentual que realmente

é considerado positivo a partir de todos os pixeis classificados como positivos. A

Accuracy é o indicador mais simples, calcula a divisão de todos os acertos pelo total.

Recall indica o percentual de pixeis classificados corretamente e que realmente são

corretos. E, por fim, a métrica F1-Score que representa uma maneira de visualizar
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as métricas Precision e Recall juntas.

As métricas accurracy e f1-score são usadas para indicar a perfomance geral da

abordagem proposta já que a f1-score é uma junção da métrica precision e recall, e

também vai ser avaliado pela métrica accurracy, por ser citada na literatura como

uma das métricas mais utilizadas para este tipo de abordagem.

Com essas métricas é possível avaliar se as técnicas selecionadas nas etapas de

pré-processamento e segmentação são viáveis ou não para o contexto de lesões de

vitiligo.
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4 ANÁLISE DOS RESULTADOS

Esta seção apresenta os resultados das técnicas aplicadas em três subseções: pré-

processamento, segmentação e avaliação das métricas. Como citado na metodologia

as métricas accurracy e f1-score foram usadas para avaliar a perfomance geral da

abordagem proposta.

4.1 ANÁLISE DAS TÉCNICAS DE PRÉ-PROCESSAMENTO

Na etapa de pré-processamento as imagens de vitiligo foram padronizadas em

relação ao tamanho e resolução. Nessa etapa, foram avaliados dez índices de branco:

ASTME, BERGER, CIE, GANZ, HARRISON, HUNTER LAB, LANIER, STENSBY,

STEPHANSEN e TAUBE, índices citados na seção 2.1.2.2. Nos resultados apre-

sentados na figura 11 observa-se que, para alguns índices, houve um maior con-

traste entre a lesão e o fundo, como, por exemplo, os índices ASTME, BERGER e

STEPHANSEN. Portanto, a aposta nos índices de branco se deu pelo ao fato das

lesões de vitiligo apresentarem alto contraste da cor branca.

Figura 11: Resultados do pré-processamento dos índices de branco.
Fonte: Autor.

Após a aplicação dos índices de branco,ainda no pré-processamento, as imagens

foram suavizadas com o filtro da mediana que é um filtro não-linear passa-baixas.

O filtro da mediana consiste em substituir a intensidade de cada pixel pela medi-

ana das intensidades na vizinhança do pixel, ou seja, os níveis de cinza dos pixeis
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que diferem significativamente de seus vizinhos (valores altos ou baixos), em uma

dada vizinhança, serão descartados pelo filtro. Além disso, o filtro da mediana não

introduz valores de níveis de cinza diferentes daqueles contidos na imagem original.

A escolha do filtro se deu por apresentar resultados expressivos nas imagens de

vitiligo, como mostra a figura 12, imagens resultantes do pré-processamento com o

índice ASTME e imagens suavizadas com o filtro da mediana. É possível observar

que as imagens suavizadas com o filtro da mediana tiveram seus pixeis levemente

atenuados facilitando a segmentação da lesão na próxima etapa.

Figura 12: Resultados com o filtro de mediana.
Fonte: Autor.

4.2 ANÁLISE DAS TÉCNICAS DE SEGMENTAÇÃO

Na etapa da segmentação os algoritmos k-means e Otsu foram implementados

em (python 3.8) em conjunto com as bibliotecas openCV (4.4.0.46), numpy (1.20.1),

matplotlib (3.3.3) e scikit-learn (0.24.1).

O k-means foi dividido em dois clusters, atribuindo a cor branca ou preta para

cada um deles. A figura 13 e mostra exemplos de imagens segmentadas pelo al-

goritmo k-means. Portanto, se a imagem original possuir uma boa resolução, o

algoritmo reconhece de forma eficiente os clusters. Porém, como no exemplo da

figura 14, onde a imagem original não obteve um contraste entre o fundo e a lesão,
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pois o índice aplicado não a favoreceu, deixando implícito o que é a lesão e o que

não é, o k-means não reconheceu de forma adequada.

Figura 13: Aplicação do algoritmo k-means + índice ASTME.
Fonte: Autor.

Figura 14: Aplicação do algoritmo k-means + índice LANIER.
Fonte: Autor.

A segmentação pelo método de Otsu tem como objetivo, a partir das imagens

da lesão de vitiligo em tons de cinza, determinar o valor ideal de um threshold que

separe os elementos do fundo e da lesão da imagem atribuindo a cor branca ou preta

para cada um deles. A figura 15 mostra um exemplo do resultado da segmentação

pelo o método Otsu e o o histograma da imagem não bimodal, tendo o melhor limiar

como 104.0, ou seja, não teve a divisão clara da lesão e do fundo da imagem.

Figura 15: Resultado do método Otsu não bimodal.
Fonte: Autor.

Já a figura 16, apresenta uma imagem com histograma bimodal, com o melhor

limiar de 145.0 levando a uma divisão clara entre a lesão e o fundo da imagem.
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Figura 16: Resultado do método Otsu bimodal.
Fonte: Autor.

4.3 ANÁLISE DAS MÉTRICAS DE AVALIAÇÃO

Para avaliar os resultados das técnicas de pré-processamento e de segmentação

foram utilizadas métricas de avaliação, Precision, Accurray, Recall e F1-Score, im-

plementadas em python usando as bibliotecas numpy e scikit-learn. A tabela 4 e as

figuras 20 e 21 mostram os resultados da segmentação das imagens com algoritmo

Otsu e k-means, sem usar um pré-processamento.

Tabela 4: Avaliação da segmentação com k-means e Otsu.

Métricas de Avaliação Otsu k-means
Accurracy 77% 70%
Recall 76% 70%

Precision 87% 79%
F1-Score 79% 72%

Fonte: Autor.

Figura 17: Segmentação com algoritmo k-means na imagem original.
Fonte: Autor.
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Figura 18: Segmentação com algoritmo de Otsu na imagem original.
Fonte: Autor.

É possível observar que os resultados das quatros métricas, tanto para o algoritmo

Otsu e o K-means, não apresentaram valores expressivos. Nas figuras 17 e a 18,

as segmentações tiveram dificuldade em distinguir o que era e o que não era a

mancha, não reconhecendo os contornos das lesões. Com base nisto, sem um pré-

processamento, a etapa da segmentação das imagens de vitiligo tem um resultado

considerado baixo considerando a literatura.

Tabela 5: Avaliação dos índices de branco + Otsu.

Índice de branco Otsu
Accurracy Precision F1-Score Recall

ASTME 90% 89% 89% 87%
BERGER 90% 87% 87% 88%

CIE 79% 89% 89% 83%
GANZ 90% 82% 84% 77%

HARRISON 73% 78% 77% 77%
HUNTER-LAB 74% 89% 75% 70%

LANIER 65% 67% 66% 55%
STENSBY 80% 89% 88% 86%

STEPHANSEN 91% 86% 90% 93%
TAUBE 87% 88% 88% 86%

Fonte: Autor.

Figura 19: Segmentação com algoritmo de Otsu com índice de branco.
Fonte: Autor.
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Pode-se observar que os resultados foram melhores com o pré-processamento.

Considerando os dois melhores índices, ASTME e STEPHANSEN, a accurracy varia

entre 90% e 91% e o f1-score entre 89% e 90%. Isso quer dizer, que esses índices

apresentam um contraste melhor entre a mancha e o fundo.

A figura 19 mostra um exemplo da segmentação por Otsu para o índice ASTME

em que o resultado não foi interessante. Para mehorar os resultados desse tipo de

imagm que apresentam ruídos foi utilizado o filtro da mediana, de forma que mantém

os detalhes de altas frequências como os contornos das imagens.

A tabela 6 apresenta os resultados dos índices de branco com filtro da mediana

e Otsu.

Tabela 6: Avaliação dos índices de branco + mediana + Otsu.

Índice de branco Filtro de Mediana + Otsu
Accurracy Precision F1-Score Recall

ASTME 91% 92% 92% 90%
BERGER 92% 89% 92% 89%

CIE 91% 89% 90% 84%
GANZ 89% 84% 85% 78%

HARRISON 75% 79% 78% 79%
HUNTER-LAB 89% 76% 76% 71%

LANIER 68% 68% 70% 56%
STENSBY 89% 83% 89% 86%

STEPHANSEN 90% 90% 93% 92%
TAUBE 89% 89% 89% 87%

Fonte: Autor.

Figura 20: Segmentaação com algoritmo de Otsu com índice + mediana.
Fonte: Autor.

Observa-se que a aplicação do filtro da mediana melhorou os resultados das mé-

tricas de accurracy e f1-score para os índices ASTME e STEPHANSEN e destacou

o índice BERGER com 92% de accurracy e 92% de F1-Score.
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A tabela 7 indica os resultados dos 10 índices de branco com o algoritmo k-means.

Tabela 7: Avaliação dos índices de branco + k-means.

Índice de branco k-means
Accurracy Precision F1-Score Recall

ASTME 90% 87% 91% 89%
BERGER 89% 89% 90% 88%

CIE 90% 81% 89% 81%
GANZ 89% 78% 81% 76%

HARRISON 73% 83% 76% 74%
HUNTER-LAB 81% 89% 82% 79%

LANIER 75% 80% 75% 73%
STEPNSBY 79% 89% 80% 77%

STEPHANSEN 91% 90% 92% 89%
TAUBE 87% 88% 88% 89%

Fonte: Autor.

Figura 21: Segmentação com índice + k-means.
Fonte: Autor.

A tabela 7 apresenta os índices ASTME e STEPHANSEN com accurracy entre

90% e 91% e f1-Score entre 91% e 92%. A figura 21, apresenta uma imagem com

segmentação k-means com alguns ruídos, que serão minimizados com o filtro da

mediana, conforme a tabela 8.
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Tabela 8: Avaliação dos índices de branco + mediana + k-means

Índice de branco Filtro de Mediana + k-means
Accurracy Precision F1-Score Recall

ASTME 91% 90% 93% 90%
BERGER 90% 88% 91% 89%

CIE 91% 89% 91% 89%
GANZ 86% 89% 87% 84%

HARRISON 82% 84% 84% 86%
HUNTER-LAB 83% 91% 84% 81%

LANIER 77% 84% 78% 76%
STENSBY 82% 89% 83% 79%

STEPHANSEN 91% 90% 94% 89%
TAUBE 88% 89% 89% 89%

Fonte: Autor.

Figura 22: Segmentação com índice + mediana + k-means.
Fonte: Autor.

Os resultados com o filtro da mediana melhoraram a accurracy dos índices

ASTME e STEPHANSEN para 91% e o f1-score para 93% e 94%, respectivamente.

A figura 22 apresenta uma imagem com filtro da mediana e k-means e sua respectiva

groundtruth.
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5 COMPARAÇÃO DA ABORDAGEM PROPOSTA COM ABORDA-

GENS APRESENTADAS NA LITERATURA

Esta seção apresenta alguns estudos da literatura presentes no estado da arte

(seção 2.3) em comparação com a abordagem proposta. Estudos em que o método

de Otsu foi citado por autores foram comparados com os melhores índices de branco

+ mediana + Otsu apresentados na seção 4.3. Já os estudos que citam a segmentação

com k-means foram comparados com os melhores índices de branco + mediana + k-

means apresentados na seção 4.3. Nos dois casos, a métrica usada para comparação

é a mesma, conforme a tabela 9.

Tabela 9: Comparação dos métodos.

Artigo Método Accurracy F1-Score
(YADAV, et al.,2016) Mediana+Canny+Otsu 90/% -

(SOARES, 2008) Textura+k-means 92% -
(KRIZHEVSKY, et al.,2012) Rede neural convolu-

cional
- 73%

Abordagem proposta Índices de
branco+Mediana+Otsu

90 a 92% 92 a 93%

Abordagem proposta Índices de
branco+Mediana+
k-means

91% 93 a 94%

Fonte: Autor.
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6 CONCLUSÃO

Este trabalho teve como intuito analisar o desempenho de índices de branco na

etapa de pré-processamento. Além desse índices, o filtro mediana foi aplicado auxili-

ando na remoção de ruídos nas imagens. Na etapa de segmentação os algoritmos de

Otsu e k-means foram aplicados. As métricas usadas para a avaliação das técnicas

são a accurracy e o f1-score.

Na segmentação com o algoritmo de Otsu, os índices ASTME, BERGER e

STEPHANSEN apresentaram accurracy de 91%, 92% e 90%, e f1-score de 92%,

92% e 93%, respectivamente.

Para a segmentação com k-means, os melhores resultados de índices de branco

foram ASTME e STEPHANSEN com accurracy de 91% e f1-score de 93% e 94%,

respectivamente.

Com base nos resultados obtidos nos experimentos, o uso de índices de branco no

pré-processamento de imagens de vitiligo são promissores com o algoritmo k-means.

A sugestão de trabalhos futuros é a aplicação de algoritmos de aprendizagem e

redes neurais convolucionais (CNNs) para aumentar o desempenho dos índices de

branco.
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